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Уважаемые коллеги! 
 

 
Конференция НЕЙРОИНФОРМАТИКА вновь собирает исследователей, рабо-

тающих по актуальным направлениям теории и приложений искусственных ней-
ронных сетей. Как и на предыдущих наших собраниях, в этом году на конферен-
ции НЕЙРОИНФОРМАТИКА-2017 представлены доклады по проблемам теории 
нейронных сетей, нейробиологии, моделям адаптивного поведения, нейросетево-
му моделированию объектов и систем, обработке статистических данных, времен-
ных рядов и изображений и многим другим прикладным задачам нейроинформа-
тики.  

Более 200 российских ученых и наших зарубежных коллег направили в оргко-
митет конференции результаты своих исследований.  

По сложившейся традиции конференцию открывают приглашенные доклады. 
В рамках школы-семинара участники конференции прослушают лекции извест-
ных специалистов по актуальным проблемам нейроинформатики. На рабочем 
совещании участники конференции обсудят перспективные проекты по созданию 
прикладных интеллектуальных систем. 

Особое внимание уделяется работам студентов, аспирантов и молодых спе-
циалистов, которые примут участие в творческом конкурсе. 

За прошедшие годы конференция НЕЙРОИНФОРМАТИКА сложилась как 
представительный и многоплановый по тематике научный форум. В его работе 
принимают участие и известные ученые, и молодые специалисты, аспиранты и 
студенты. Желаем всем участникам конференции плодотворной работы, активно-
го сотрудничества и новых творческих идей. 
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Секция 1 
 

Теория нейронных сетей 
 

А.С. НУЖНЫЙ 
Институт проблем безопасного развития атомной энергетики 

РАН, Москва 
nuzhny@ibrae.ac.ru 

 
БАЙЕСОВСКАЯ РЕГУЛЯРИЗАЦИЯ В ЗАДАЧЕ ПОДБОРА 

ВЕСОВЫХ КОЭФФИЦИЕНТОВ В АНСАМБЛЯХ 
НЕЙРОННЫХ СЕТЕЙ И ДЕРЕВЬЕВ РЕШЕНИЙ 

 
Рассматривается задача обучения с учителем. Решение ищется в виде 

ансамбля «слабых» предикторов. «Слабые» модули входят в решение с 
некоторым весом. Их веса подбираются методом ортогонализованных 
базисных функций, в котором, для борьбы с переобучением, ошибка обу-
чения минимизируется в сумме с гауссовым стабилизирующим функцио-
налом, а регуляризационный множитель ищется по методу Байеса. 

 
Ключевые слова: ансамбль нейронных сетей, случайный лес, байесов-

ская регуляризация обучения. 
 

Введение 
 

В работе рассматривается задача обучения с учителем, когда необхо-
димо восстановить отображение многомерного множества X  в скалярное 
множество Y  по конечному набору примеров такого соответствия – обу-
чающей выборке: { } 1

, L
i i i

D y
=

= x . Данная задача, как большинство обрат-
ных задач, является математически некорректной. Это выражается в том, 
что если строить решение методом наименьших квадратов по точкам обу-
чающей выборки, то можно столкнуться с переобучением – ситуацией, 
когда модель хорошо описывает обучающее множество, но дает большую 
ошибку на тестовом. 

Для борьбы с переобучением существует несколько подходов. Во-
первых – метод валидационных выборок [1], во-вторых – метод регуляри-
зации обучения [2], в-третьих – построение решения, как суперпозиции 
ансамблей слабых предикторов. В последнем методе эксплуатируется 
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идея, которую можно пояснить на примере задачи двухклассовой класси-
фикации: 

Пусть имеется 2n+1 независимых слабых классификаторов. Вероят-
ность ошибки сильного классификатора, дающего ответ простым голосо-
ванием этих слабых классификаторов, стремится к нулю при стремлении 
n к бесконечности. 

Однако очевидно, что точность классификации в таком подходе будет 
ограничена сверху тем, что в какой-то момент новый классификатор пере-
стает быть независимым, поскольку строится по той же конечной обу-
чающей выборке, что и предыдущие. После этого определенного улучше-
ния можно добиться, например, подбирая весовые коэффициенты перед 
слабыми классификаторами. 

В статье предлагается искать решение в виде взвешенной суммы «сла-
бых» предикторов. Весовые коэффициенты при этом будут искаться пу-
тем минимизации квадратичной ошибки обучения в сумме со стабилизи-
рующим функционалов в гауссовой форме: 

( )
2

2

1 1

L N N

i n n i n
i n n

y a a
= =

⎛ ⎞
− ψ + λ⎜ ⎟

⎝ ⎠
∑ ∑ ∑x , 

где N  – число базисных модулей; λ  – регуляризационный множитель. 
Его значение будет находиться по методу Байеса [2, 4]. Традиционный 
Байесовский метод поиска регуляризационного множителя сводится к 
дорогостоящей итерационной процедуре [2, 4]. Однако в случае, когда 
решение ищется в виде ряда по набору базисных функций, а стабилизи-
рующий функционал взят в гауссовой форме, можно применить метод 
ортогонализованных базисных функций (ОБФ) [5], который дает аналити-
ческое выражение для множителя λ , что существенно упрощает вычис-
ления. Кратко метод ортогонализованных базисных функций будет изло-
жен ниже. 

 
Метод ортогонализованных базисных функций 

 
В методе ортогонализованных базисных функций решение ( )h x  

ищется в виде ряда 

( ) ( )
1

N

n n
n

h a
=

= ψ∑x x . 

Предполагаем, что векторы значений базисных функций в точках обу-
чающей выборки ( ) ( ) ( ){ }1 2, ,...,n n n n Lψ = ψ ψ ψx x x

 
ортогональны  
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,
1

L

mi ni m n
i=

ψ ψ = δ∑ . 

Если это не верно, то мы всегда можем построить линейное преобразова-
ние, приводящее к ортогональному набору векторов, который можно 
трактовать, как значения некоторых новых базисных функций в точках 
обучающей выборки. 

Делается стандартный для метода байесовской регуляризации набор 
предположений: 

1) Данные зашумлены гауссовым шумом. В этом случае вероятность 
генерации решением ( )h x  данных { } 1

, L
i i i

D y
=

= x  можно оценить следую-
щим выражением: 

( ) ( )( )2

1

1 exp
L

i i
iX

P D h y h
Z =

⎛ ⎞
= −β −⎜ ⎟

⎝ ⎠
∑ x . 

2) Априорная вероятность выбора решения записывается в виде: 

( ) 2

1

1 exp
N

n
nA

P h H a
Z =

⎛ ⎞
= −α⎜ ⎟

⎝ ⎠
∑ . 

Она соответствует стабилизирующему функционалу в гауссовой фор-
ме [2, 5]: 

( ) 2

1

N

n
n

h a
=

Ω =∑ . 

По формуле Байеса [2] вероятность решения ( )h x  будет равна  

( ) 1, M

M

P h D H e
Z

−= , 

где 

( )2 2

1 1

L N

i i n
i n

M y h a
= =

= β − +α∑ ∑ . 

В приведенных формулах XZ , AZ , MZ  – нормировочные коэффици-
енты, которые получаются из условий нормировки соответствующих ве-
роятностей на единицу. Максимизация вероятности ( ),P h D H  по коэф-
фициентам разложения приводит следующему выражению для их значе-
ний: 

1

L

n i ni
i

a y
=

β
= ψ
β+ α∑ . 
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Параметры α  и β  находятся путем максимизации логарифма Evidence 
[2], который равен 

( )ln ln ln lnM A XP D H Z Z Z= − − , 
где 

22

1

2exp ,
N

N
N

A n n
n

Z a d a
+∞

=−∞

π⎛ ⎞ ⎛ ⎞= −α = ⎜ ⎟⎜ ⎟ α⎝ ⎠⎝ ⎠
∑∫  

2
L

XZ
⎛ ⎞π

= ⎜ ⎟β⎝ ⎠
, 

2
2

1 1 1

exp
N N N

N
M n n n n

n n n

Z d a a a
= = =

⎛ ⎞⎛ ⎞
= × −β − −α⎜ ⎟⎜ ⎟⎜ ⎟⎝ ⎠⎝ ⎠

∑ ∑ ∑∫ y ψ , 

где y  – вектор значений искомой функции в точках обучающей выборки. 
В результате приходим к следующему выражению [5] для логарифма 

Evidence: 

( ) ( )
2

2ln ln ln
2 2

S N LP D H β α β
= + −β +
β+ α β + α π

y , 

где ( )2

1

N

n
n

S
=

= ∑ yψ . 

Максимизация данного выражения приводит к аналитическим выра-
жениям для параметров регуляризации [5]: 

( )
2

1
2

L N
L S y
N

−
α =

⎛ ⎞−⎜ ⎟
⎝ ⎠

, 

( )
2

1
2

L N
y S
−

β =
−

, 

2

2

S
L S y
N

−α
λ = =

β ⎛ ⎞−⎜ ⎟
⎝ ⎠

y
. 

В результате поиск решения сведется к следующим шагам: 
• Вычисляем значение базисных функций в точках обучающей вы-

борки. 
• Строим преобразование, приводящее к представлению, в котором 

векторы значений базисных функций ортогональны. 
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• Вычисляем значения α  и β  по приведенным выше формулам. 
• Рассчитываем коэффициенты разложения решения по ортогонали-

зованным базисным функциям: 
1

L

n i ni
i

a y
=

β
= ψ
β+ α∑ . 

• Применяя к полученным коэффициентам обратное преобразование, 
получаем коэффициенты разложения по исходным базисным функциям. 

 
Выбор базиса и алгоритм поиска решения 

 
В качестве базисных функций в работе рассматривались два семейст-

ва: персептроны и деревья принятия решений. 
В первом случае на множестве данных обучались «слабые» персеп-

троны. Их разнообразие обеспечивалось тем, что в каждом случае обуче-
ние проводилось от разных начальных условий. Архитектура персептро-
нов изначально подбиралась заведомо простой, чтобы переобучение было 
невозможно.  

В случае деревьев принятия решений, многообразие модулей обеспе-
чивалось тем, что каждое дерево обучалось на случайно выбранной под-
выборке обучающего множества. 

Если в процессе обучения получались два близких решателя, один из 
них отбрасывался на этапе проверки на линейную независимость векторов 
их значений в точках обучающей выборки. 

Алгоритм построения решения выглядит следующим образом: 
1. Строим на обучающем множестве слабые решатели. 
2. Вычисляем векторы значений базисных модулей, построенных на 

предыдущем шаге, в точках обучающей выборки. 
3. Проверяем полученные векторы на линейную независимость. 
4. Строим линейное преобразование этих векторов, приводящее к их 

ортогональности. 
5. Находим параметры α  и β . 
6. Вычисляем коэффициенты разложения по ортогонализованным ба-

зисным функциям. 
7. Применяя к полученным коэффициентам обратное линейное пре-

образование, получаем коэффициенты разложения решения по исходным 
базисным функциям. 

 
Эксперименты 

 
Предложенное решение сравнивалось с решением, полученным про-

стым голосованием. 
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Алгоритм был опробован на стандартных данных для задачи регрес-
сии, имеющихся в библиотеке scikit-learn – boston [6]. Данные содержат 
506 точек. В экспериментах 400 точек были использованы для обучения, 
на оставшихся 106-ти проводилось тестирование. 

На рис. 1 приведены графики зависимости ошибки моделей на тесто-
вом множестве от числа персептронов в ансамбле. Пунктирный график 
демонстрирует изменение ошибки модели, в которой решение выбирается 
простым усреднением модулей, сплошной линией – модель, в которой 
веса перед модулями выбирались методом ортогонализованных базисных 
функций. 

На рис. 2 приведены аналогичные графики для моделей, в которых в 
качестве базового модуля использовались деревья решений. Пунктирный 
график – зависимость ошибки метода, в котором решение получалось пу-
тем простого голосования, сплошной – метода, в котором веса подбира-
лись с помощью ОБФ. 

 

 
 

Рис.1. Графики зависимости ошибки аппроксимации тестовой выборки 
от числа персептронов: пунктирная линия – решение ищется методом 

простого голосования, сплошная – решение представляется суммой модулей 
с весами, рассчитанными методом ОБФ 
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В большинстве экспериментов ошибка во втором методе оказывалась 
меньше, чем в первом и, как правило, начинала ее обыгрывать уже при 
малом количестве решателей. На графиках видно, что в какой-то момент 
ошибка во втором методе перестает меняться. Это связано с тем, что до-
бавление очередного решателя приводит к их линейной зависимости и 
последний добавленный решатель автоматически исключается алгорит-
мом. Таким образом, подбор коэффициентов методом ортогонализован-
ных базисных функций позволяет не только добиваться более высокой 
точности ансамбля, но и ограничиваться при этом меньшим количеством 
модулей. 

 

 
 

Рис.2. Графики зависимости ошибки аппроксимации тестовой выборки от числа 
решающих деревьев: пунктирная линия – решение ищется методом простого 
голосования, сплошная – решение представляется суммой модулей с весами, 

рассчитанными методом ОБФ 
 

Заключение 
 

В работе была рассмотрена задача подбора весовых коэффициентов 
при построении решающей функции в виде ряда по «слабым» предикто-
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рам. Задача решалась методом минимизации регуляризационного функ-
ционала, состоящего из суммы ошибки обучения и стабилизирующего 
функционала, взятого в гауссовой форме. Регуляризационный множитель 
подбирался по методу Байеса. Уйти от итерационной процедуры подбора 
регуляризационного множителя позволило применение метода ортогона-
лизованных базисных функций. В этом подходе регуляризационный мно-
житель имеет аналитическое выражение через исходные данные. 

Проведенные эксперименты показали, что применение метода ортого-
нализованных базисных функций для подбора весовых коэффициентов, 
позволяет, во-первых, получать решение, приводящее, как правило, к 
меньшей ошибке на тестовой выборке, во-вторых, включающее меньшее 
число исходных модулей. 
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ПРИМЕНЕНИЕ МЕТОДА ОБУЧЕНИЯ С РАСЩЕПЛЕНИЕМ 

НЕЙРОНОВ К ПОЛНОСВЯЗНОЙ НЕЙРОННОЙ СЕТИ 
С ДВУМЯ СКРЫТЫМИ СЛОЯМИ 

 
В статье приводится краткое описание метода обучения сети с расще-

плением нейронов. Формируются рекомендации по инициализации сети и 
требования к параметрам обучения. Выполняется сравнение и анализ ре-
зультатов обучения сети. Рассматриваются результаты обучения сети с 
расщеплением нейронов при различных параметрах инициализации. В 
качестве метрик сравнения используются: точность на тестовой выборке, 
скорость обучения и оптимальное количество нейронов в скрытых слоях 
нейронной сети.  
 

Ключевые слова: полносвязная нейронная сеть, персептрон, нейроны 
скрытого слоя, обучающая выборка, методы настройки числа нейронов, 
расщепление нейронов. 

 
Введение 

 
Несмотря на то, что полносвязные нейронные сети в настоящее время 

практически не используются в качестве самостоятельных решений, они 
входят в состав более сложных нейронных сетей в качестве классифика-
торов. Поэтому задача определения оптимальной архитектуры полносвяз-
ных нейронных сетей остается по-прежнему актуальной. 

Одним из важнейших параметров полносвязных нейронных сетей яв-
ляется число нейронов в скрытых слоях, определение которого представ-
ляет собой нетривиальную задачу. Одним из способов решения этой зада-
чи является обучение сети с расщеплением нейронов. В результате иссле-
дований [1] было выявлено, что этот метод может быть использован в 
качестве инструмента, позволяющего ускорить обучение полносвязной 
нейронной сети с одним скрытым слоем и подобрать оптимальное коли-
чество нейронов в скрытом слое сети. Следует отметить, что перцептрон с 
одним скрытым слоем имеет существенные ограничения, в результате 
чего, во многих задачах вместо него используется многослойный персеп-
трон [2]. Хотя теорема Колмогорова-Арнольда-Хехт-Нильсена [3] и сви-
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детельствует о том, что однослойный персептрон способен к воспроизве-
дению любой логической функции, позднее было сделано заключение, 
что этот вывод неточен. Были выявлены принципиальные неустранимые 
ограничения однослойных персептронов [4]. Кроме того, было высказано 
и обосновано предположение, о том, что, если использовать большее чис-
ло слоёв в полносвязной нейронной сети, можно уменьшить число эле-
ментов в каждом из слоев [5]. Поэтому в ряде глубоких сверточных ней-
росетевых архитектур [6, 7] в качестве классификатора используется пер-
цептрон с двумя скрытыми слоями, который и будет рассматриваться в 
данной статье. 

 
Описание метода и постановка задачи 

 
Обучение сети с расщеплением нейронов – это метод, при котором 

число нейронов в полносвязной сети увеличивается по мере ее обучения. 
Веса вносимых в сеть нейронов создают случайное возмущение, препят-
ствующее застреванию сети в локальных минимумах. Тем не менее, влия-
ние этого возмущения не должно быть слишком большим, иначе сеть не 
сможет обучиться. Поэтому вместо случайной инициализации весов, в 
сети выбирается случайный нейрон и расщепляется на два нейрона. Это 
означает, что вместо выбранного нейрона, в сети появляется 2 нейрона, 
веса которых представляют собой проекции весов выбранного нейрона по 
2 преимущественным направлениям изменения его весов. 

 
Рекомендации по инициализации сети 

 
Перед обучением сети методом с расщеплением нейронов необходимо 

задать начальное количество нейронов в каждом скрытом слое сети. Бу-
дем выбирать начальное количество нейронов скрытых слоев сети в соот-
ветствии с рекомендациями по проектированию нейросетевых архитек-
тур, озвученными в рамках международной конференции по компьютер-
ному зрению и распознанию образов [8]: 

Не следует резко снижать размерность представления данных, это 
нужно делать плавно от начала сети и до классификатора на выходе.  

1. Необходимо соблюдать баланс между глубиной и шириной сети: не 
стоит резко увеличивать глубину сети отдельно от ширины, и наоборот. 
Следует равномерно увеличивать или уменьшать обе размерности. 

При условии плавного перехода в сети от числа нейронов входного 
слоя n к числу нейронов выходного слоя m справедливо соотношение: 
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~m h
h n

. (1) 

При количестве скрытых слоев сети больше одного соотношение (1) при-
нимает вид: 

1 2 1

1 2 1

~ ~ ~ ~. ~..k k

k k k

h h h hm
h h h h n

−

− −

. (2) 

Здесь kh  – число нейронов в k-м скрытом слое сети. При ограничении 
mn ≥  (типичном для задачи классификации), соотношение (2) принимает 

следующий вид: 

n
h

h
h

h
h

h
h

h
m

k

k

k

k

k

1

1

2

2

1

1

... ≤≤≤≤≤
−

−

−

. (3) 

Тогда минимальное начальное количество нейронов последнего скрытого 
слоя сети составляет mhk =min , а количество нейронов в скрытых слоях 

сети min)1(min ... −kk hh  определяется указанными выше рекомендациями. 
 

Требования к параметрам обучения сети 
 

Требование 1: период восстановления сети после внесения в нее ней-
рона (возмущения) rect  должен быть строго меньше интервала добавления 
нейронов в сеть addt . 

Покажем, что выполнение условия rec addt t<  необходимо. Рассмотрим 
процесс добавления нейрона в скрытый слой нейронной сети (рис. 1). По 
оси 0X располагается длительность обучения сети t, по оси 0Y – точность 
классификации на выходе сети при тестировании I(t). Сплошной тонкой 
линией на рис. 1 обозначен процесс обучения сети c rec addt t< , а пунктир-
ной линией – процесс обучения сети с rec addt t= . Пусть 0t  – момент вре-
мени до внесения в сеть случайного возмущения, 1 0 rect t t= + – момент 
времени после восстановления сети. Результаты исследований [9] показы-
вают, что 0 1( ) ( )I t I t≤ . Примем 0 1( ) ( )I t I t= . Тогда при rec addt t= , точ-
ность классификации останется постоянной, то есть сеть никогда не обу-
чится. 
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Заметим также, что для 0 0 1( ; ) : ( )rect t t t I t I∀ ∈ + < . Тогда при 

rec addt t< на каждой итерации обучении сети оценка точности классифи-
кации будет снижаться, пока не достигнет нулевого значения.  

Требование 2: коэффициент скорости обучения  следует выбирать из 
интервала (0; 1), так же, как при обучении сети без расщепления нейронов. 

Если скорость обучения слишком мала, то возмущения, вносимые в 
сеть, будут оказывать на нее большее влияние, чем изменение весов сети, 
что может привести к нарушению требования 1. При слишком большой 
скорости обучения веса сети будут совершать колебания вместо фактиче-
ского изменения, то есть нейронная сеть не сможет обучиться. Кроме то-
го, поскольку функция скрытых слоев перцептрона, как правило, является 
нелинейной, возникает риск неограниченного роста градиента в сети [10], 
при котором нейроны, добавленные в сеть на более ранних этапах, войдут 
в состояние насыщения. 

 

0

I

ttrec

tadd

I(t0)=I(t1)

t0 t1

I(t0+ε )

 
Рис. 1. Временная диаграмма обучения сети с расщеплением нейронов 

 
Требование 3: следует соблюдать баланс между интервалом добавле-

ния нейронов в сеть и скоростью обучения сети. 
Заметим, что чем большее количество нейронов добавляется в сеть, 

тем больше разница в количестве итераций обучения между добавляемы-
ми в сеть нейронами и нейронами, которыми сеть была инициализирова-
на. Таким образом, возникает риск переобучения сети [11] до того, как ее 
скрытые слои будет добавлено оптимальное количество нейронов. Поэто-
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му при появлении переобучения, следует или отрегулировать коэффици-
ент скорости обучения сети, или начать процесс обучения заново, ини-
циализировав скрытые слои большим числом нейронов. 

Требование 4: следует выбирать такие интервалы внесения нейронов 
в сеть, чтобы при расширении сети сохранялись соотношения между чис-
лом нейронов в ее скрытых слоях, определяемые формулой (3). Это тре-
бование отвечает рекомендациям по разработке архитектур нейронных 
сетей, рассмотренным выше. 

Требование 5: интервалы внесения нейронов в скрытые слои много-
слойного перцептрона не должны быть кратны друг другу. 

Рассмотрим перцептронную сеть с двумя скрытыми слоями. Пусть ин-
тервал внесения нейронов в первый и второй скрытый слой сети кратны. 
Тогда в некоторый момент времени 0t в нейронную сеть будут одновре-
менно добавлены два нейрона. Как видно из рис. 1,  

1 2 0 0 1 2 1 2, ( ; ), : ( ) ( )rect t t t t t t I t I t∀ ∈ + < < . (4)
Из формулы (4) следует, что возмущение в сети IΔ максимально сразу 

после момента внесения нейрона в сеть: max 0( )I I tΔ = Δ +ε , где ε  – неко-
торая бесконечно малая величина. Тогда при внесении нейронов в два 
скрытых слоя сети, суммарное возмущение сети будет максимальным при 
одновременном внесении нейронов:  

max 1max 2max 1 0 2 0( ) ( ) ( ) ( ) ( )I t I t I t I t I tΔ = Δ +Δ = Δ + ε +Δ + ε , (5)

где 1 2,I IΔ Δ  – возмущения от внесения нейронов в первый и второй скры-
тый слой сети соответственно. При этом, поскольку rect ~ IΔ , интервал, 
требуемый для восстановления сети, в этом случае также будет макси-
мальным, вследствие чего возникнет риск нарушения требования 1. 

 
Экспериментальная часть 

 
При проведении экспериментов использовались: нейронная сеть – 

многослойный перцептрон с двумя скрытыми слоями и логистической 
активационной функцией в скрытых слоях сети [12]; набор данных – изо-
бражения рукописных символов (MNIST database) [13]; входные данные – 
растрированные изображения размерностью 28x28 = 784 входа (пикселя) 
со значениями типа float32 в диапазоне [0;1]; выходные данные – вектор, 
размерность которого совпадает с количеством классов, а значение состо-
ит из нулей и одной единицы, определяющей принадлежность входного 
изображения к одному из классов; обучающая выборка trainD  = 50000 при-
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меров; тестовая выборка testD  = 5000 примеров; валидационная выбор-
ка validD  = 10000 примеров; максимальное количество эпох – 2000 эпох по 
500 итераций; коэффициент скорости обучения 0,01η = . 

В экспериментальной части работы были проведены следующие ис-
следования: 

1. Обучение сети с фиксированным количеством нейронов. На дан-
ный момент для оценки количества нейронов в скрытом слое в основном 
используются эвристические правила подбора количества нейронов в 
скрытых слоях. Одним из наиболее распространенных примеров таких 
правил является геометрическое правило пирамиды [12], в соответствии с 
которым число нейронов двух скрытых слоев сети выбранной топологии 
вычисляется в соответствии со следующими формулами: 

33
28* 28

4, 28
10

nr
m

= ≈= , 2 2
1 10 *(4, 28) 183mrh = = ≈ , 

2 10* 4,28 43h mr= = ≈ , 

где 1 2,h h  – число нейронов в первом и втором скрытых слоях сети соот-
ветственно; n – число нейронов во входном слое; m – число нейронов в 
выходном слое. 

2. Обучение сети c расщеплением нейронов (88-196 нейронов в пер-
вом скрытом слое и 10–46 нейронов во втором скрытом слое). В соответ-
ствии с приведенным в первой части статьи рекомендациями, минималь-
ное количество нейронов во втором и первом скрытых слоях сети: 

2 min 10h m= = , 1 2 * 10* 28* 28 88min minh h n= = ≈ . 
3. Обучение сети с расщеплением нейронов (88–124 нейрона в первом 

скрытом слое и 10–23 нейрона во втором скрытом слое сети). 
4. Обучение сети c расщеплением нейронов (88–196 нейронов в пер-

вом скрытом слое и 10–46 нейронов во втором скрытом слое сети) с 
уменьшением коэффициента скорости обучения η = 0,001. 

5. Обучение сети c расщеплением нейронов (88–196 нейронов в пер-
вом скрытом слое и 10–46 нейронов во втором скрытом слое сети). Ней-
роны добавляются в слои сети последовательно. Сначала нейроны добав-
ляются в первый скрытый слой, затем – во второй скрытый слой. 

6. Обучение сети c расщеплением нейронов (88–196 нейронов в пер-
вом скрытом слое и 10–46 нейронов во втором скрытом слое). Нейроны 
добавляются в слои сети последовательно. Сначала нейроны добавляются 
во второй скрытый слой, затем – в первый скрытый слой. 
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Результаты эксперимента представлены на рис. 2–7 и в табл. 1. По оси 
0X графиков располагается количество шагов обучения (1 шаг = 1000 ите-
раций обучения), по оси 0Y – процент верно классифицированных тесто-
вых примеров. Пунктирной линией обозначен интервал наилучшей точ-
ности классификации тестовых данных. Тонкой горизонтальной линией 
отмечен верхний предел точности классификации. Общее количество ите-
раций обучения сети составляет 100000 итераций. 

 

 
Рис. 2. Обучение сети 

с фиксированным количеством 
нейронов 

 

Рис. 3. Обучение сети с расщеплением 
нейронов с соблюдением соотношения 

числа нейронов в слоях сети 
 

Рис. 4. Обучение сети с расщеплением 
нейронов при слишком большом 
интервале добавления нейронов 

Рис. 5. Обучение сети с расщеплением 
нейронов при слишком 

низкой скорости обучения 
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Рис. 6. Обучение сети с расщеплением 
нейронов сначала первого, затем – 

второго скрытого слоя сети 

Рис. 7. Обучение сети с расщеплением 
нейронов сначала второго, затем – 

первого скрытого слоя сети 
 

Таблица 1 
 

Результаты проведенных экспериментов 
 

№ 
п/п 

Метод Количество 
нейронов в 

первом/втором 
скрытых слоях 

сети, шт. 

Минимальное доста-
точное количество 
нейронов в пер-

вом/втором скрытых 
слоях, шт. 

Сред-
нее 
время 
обуче-
ния, с 

Макси-
мальная 

точность на 
тестовой 

выборке, % 
1 Без вне-

сения 
нейронов 
в сеть 

183/43 183/43 57,98 83 

2 С расще-
плением 
нейронов 

88–196/10–46 158/33 36,94 95 
3 88–124/10–23 – 36,56 83 
4 88–196/10–46 – 36,43 47 
5 88–196/10–46 196/33 37,54 83 
6 88–196/10–44 44/88 36,43 82 

 
Анализ результатов эксперимента позволяет сделать следующие выводы: 
1. Обучение нейронной сети с расщеплением нейронов может быть 

применено к перцептрону с двумя скрытыми слоями. При этом время 
обучения сети с расщеплением нейронов примерно в 1,5 раза меньше, чем 
время обучения сети классическим способом. Точность классификации 
сети, обученной с расщеплением нейронов также выше, чем точность 
классификации сети, обученной классическим способом. Это может быть 
объяснено попаданием сети, обученной классическим способом, в ло-
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кальный минимум [12], тогда как возмущения, периодически вносимые в 
сеть, обученную с расщеплением нейронов, позволили этого избежать. 

2. Необходимо соблюдать баланс между интервалом добавления ней-
ронов в сеть и скоростью обучения сети. При слишком большом интервале 
добавления нейронов (см. рис. 4) сеть успевает переобучиться до того, как 
ее скрытые слои внесено оптимальное количество нейронов. При слишком 
низкой скорости обучения (см. рис. 5) сеть не успевает восстановиться по-
сле внесения в нее возмущения (нейрона) и обучения сети не происходит. 

3. При внесении нейронов в несколько скрытых слоев сети, следует 
выбирать интервалы добавления нейронов в сеть такие, чтобы при расши-
рении сети ее пропорции сохранялись. При попытке обучить сначала вто-
рой скрытый слой сети (см. рис. 7) наблюдается переобучение скрытого 
слоя сети. При попытке обучить сначала первый слой сети (см. рис. 6), 
переобучения сети не наблюдается, но точность классификации при этом 
ниже, чем при расщеплении, сохраняющем пропорции сети. 

 
Заключение 

 
С точки зрения подхода гибридных интеллектуальных информацион-

ных систем (ГИИС), предложенного в [14], нейронные сети являются од-
ним из механизмов, используемых в модуле подсознания (МП) ГИИС. 

Обобщая результаты проведенного в рамках статьи исследования, 
можно сделать вывод о том, что добавление нейронов и связей в перцеп-
тронную сеть во время обучения может быть применено к перцептрону с 
двумя скрытыми слоями в качестве инструмента, позволяющего ускорить 
обучение сети и подобрать оптимальное количество нейронов в скрытых 
слоях сети. При этом следует соблюдать рекомендации, приведенные в 
первой части статьи, а именно: 

1. Период восстановления сети после внесения в нее нейрона (возму-
щения) rect  должен быть строго меньше интервала добавления нейронов в 
сеть addt . 

2. Коэффициент скорости обучения η , следует выбирать из интерва-
ла (0; 1), так же, как при обучении сети без расщепления нейронов.  

3. Следует соблюдать баланс между интервалом добавления нейронов 
в сеть и скоростью обучения сети.  

4. При внесении нейронов в несколько скрытых слоев сети, следует 
выбирать интервалы добавления нейронов в сеть такие, чтобы при расши-
рении сети сохранялись соотношения между числом нейронов в ее скры-
тых слоях. 
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5. Интервалы внесения нейронов в скрытые слои многослойного пер-
цептрона не должны быть кратны друг другу. 

В дальнейшем, планируется исследование рассмотренного метода для 
обучения сверточных слоев искусственных нейронных сетей. 
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РЕЛАКСАЦИОННЫЕ АВТОКОЛЕБАНИЯ В СИСТЕМЕ 

ИЗ ДВУХ СИНАПТИЧЕСКИ СВЯЗАННЫХ ИМПУЛЬСНЫХ 
НЕЙРОНОВ1 

 
Рассматривается математическая модель синаптического взаимодейст-

вия пары импульсных нейронных элементов. Каждый из отдельных ней-
ронов моделируется сингулярно возмущенным дифференциально-
разностным уравнением с запаздыванием. Связь между элементами пред-
полагается пороговой, кроме того, в ней учитывается запаздывание по 
времени. Показано, что появление в этой модели при подходящих значе-
ниях параметров решений, содержащих импульсные пакеты (bursting), 
может быть следствием запаздывания в цепи связи между осцилляторами. 

 

Ключевые слова: нейронные модели, синаптическая связь, релакса-
ционные колебания, асимптотика, устойчивость, bursting-эффект. 

 

Постановка задачи 
 

Автоколебательные процессы в нейронных системах часто характери-
зуются чередованием пакетов импульсов (наборов из нескольких подряд 
идущих интенсивных всплесков) с относительно спокойными участками 
изменения мембранных потенциалов. Этот феномен получил название 
«bursting behavior» или «взрывное поведение» (ниже будем использовать 
термин «bursting-эффект»). Исследованию данного эффекта посвящена дос-
таточно обширная литература (см., например, работы [1–3] и имеющуюся в 
них библиографию). Как правило, для его математического моделирования 
привлекаются сингулярно возмущенные системы обыкновенных диффе-
ренциальных уравнений с двумя быстрыми и одной медленной переменны-
ми, в которых при определенных условиях могут существовать устойчивые 
bursting-циклы (периодические движения с bursting-эффектом). В статье [4] 
(см. также [5]) авторами предложен иной подход к решению данной про-
блемы, связанный с введением запаздываний по времени. В этих работах 
следуя методике из [6], в качестве математической модели отдельного ней-
рона берется дифференциально-разностное уравнение  
                                                

1 Исследование выполнено при финансовой поддержке РФФИ в рамках науч-
ного проекта № 16-31-60039 мол_а_дк. 
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 [ ( ( 1)) ( ( ))]u f u t q u t u= λ − − − δ , (1) 
в котором ( ) 0u t >  – нормированный мембранный потенциал нейрона, 
параметр 0λ > , характеризующий скорость протекания электрических 
процессов в системе, предполагается большим, а параметр 1δ >  фиксиро-
ван. Относительно фигурирующих в (1) функций ( )f u , 1( ) ( )q u C +∈ , 

{ : 0}u u+ = ∈ ≥ , предполагается, что они обладают свойствами: 

 
(0) 1f = ,   (0) 0q = ;   ( ) (1/ )f u a O u= − + ,   ( ) (1/ )uf u O u′ = , 

0( ) (1/ )q u b O u= + ,   ( ) (1/ )uq u O u′ =    при   u → +∞ , 
(2) 

где a, 0 0b >  – константы. Примерами таких функций являются  
 ( ) (1 ) / ( )f u a u a u= − + ,   0( ) / (1 )q u b u u= + . (3) 

Основной результат работы [6] состоит в том, что по любому фикси-
рованному натуральному  можно так подобрать фигурирующие в (1), (2) 
параметры δ, a, 0b , что при всех достаточно больших λ уравнение (1) бу-
дет иметь экспоненциально орбитально устойчивый цикл * ( , )u u t= λ  пе-
риода * ( )T λ , где * ( )T λ  при λ →∞  стремится к некоторому конечному 
пределу * 0T > . Сама же функция * ( , )u t λ  на отрезке времени длины пе-
риода допускает ровно n подряд идущих асимптотически высоких (поряд-
ка exp( )λ ) всплесков продолжительности 1 1/t aΔ = + , а все остальное 
время она асимптотически мала. Иными словами, при указанном выборе 
параметров δ, a, 0b  реализуется bursting-эффект. 

В настоящей работе предлагается механизм возникновения bursting-
эффекта, основанный на пороговом взаимодействии между нейроподоб-
ными осцилляторами. Феномен быстрой пороговой модуляции (fast 
threshold modulation или FTM) впервые описан в работах [7, 8] и пред-
ставляет собой специальный способ связи динамических систем. Харак-
терная особенность этого способа состоит в том, что правые части соот-
ветствующих дифференциальных уравнений меняются скачкообразно при 
переходе некоторых управляющих переменных через свои критические 
значения. На основе этого способа в статье [9] предложен следующий 
подход к моделированию химических синапсов. Предположим, что по-
тенциал ( )u u t= для отдельного нейрона удовлетворяет уравнению (1). 
Рассмотрим простейшую сеть, состоящую из двух синаптически связан-
ных нейронов. В этом случае соответствующие им потенциалы ju , j = 1, 
2, удовлетворяют системе уравнений 

 1 1 1 1 2 2 * 1( ( ( 1)) ( ( ))) ( ( ))( )u f u t q u t u bs u t h u u= λ − − −δ + − − , (4) 
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2 2 1 2 1 1 * 2( ( ( 1)) ( ( ))) ( ( ))( )u f u t q u t u bs u t h u u= λ − − −δ + − − . 
Здесь b – положительный параметр, характеризующий максимальную 
проводимость синапса, *u  – потенциал покоя (или потенциал Нернста), а 
функции ( )j js u , j = 1, 2, – постсинаптические проводимости, зависящие 
от пресинаптических потенциалов ju . Будем считать, что воздействие 
нейронов друг на друга происходит с запаздыванием 0h > . Выберем наи-
более простой способ определения функций ( )j js u  в соответствии с иде-
ей FTM. А именно, будем считать, что  

 **( ) ( )j j js u H u u= − ,   
0 при 0,

( )
1 при 0,

x
H x

x
<⎧

= ⎨ >⎩
 (5) 

где **u  – порог, начиная с которого одна клетка влияет на другую. 
Приведенный способ моделирования химических синапсов можно 

адаптировать для дифференциально-разностных уравнений вольтерров-
ского типа, каким является уравнение (1). В связи с этим в качестве мате-
матической модели рассматриваемой нейронной сети возьмем несколько 
иную систему (см. [9])  

 1 1 2 * 1 1[ ( ( 1)) ( ( )) ln( / )]u f u t bg u t h u u u= λ − + − , 

2 2 1 * 2 2[ ( ( 1)) ( ( )) ln( / )]u f u t bg u t h u u u= λ − + − , 
(6) 

в которой const 0b = > , * exp( )u c= λ , constc = ∈ , а функция 
2( ) ( )g u C +∈  такова, что  

 
( ) 0g u >    0u∀ > ,   (0) 0g = ; 

( ) 1g u − ,   2( ), ( ) (1/ )ug u u g u O u′ ′′ =    при   u → +∞ , 
(7) 

Мотивы, по которым в [9] выбор был остановлен на системе (6), состо-
ят в следующем. Во-первых, для простоты анализа считается, что функ-
ционирование отдельного нейрона моделируется уравнением (1) без учета 
слагаемого со вторым запаздыванием: 

 ( ( 1))u f u t u= λ − . (8) 
Здесь функция ( )f u  та же, что и в уравнении (1). Уравнение (8), пред-
ставляющее собой некоторую модификацию известного уравнения Хат-
чинсона, было предложено и исследовано в статье [10]. В упомянутой 
работе показано, что при всех 1λ >>  оно допускает экспоненциально ор-
битально устойчивый релаксационный цикл * ( , ) 0u t λ >  периода * ( )T λ , 
удовлетворяющий предельным соотношениям 
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 * 0lim ( )T T
λ→∞

λ = ,   
*

* 00 ( )
max ( , ) ( ) (1/ )
t T

x t x t O
≤ ≤ λ

λ − = λ ,   λ →∞ , (9) 

где 0 0(1 )T a t= + , 0 1 1/t a= + , * *( , ) (1/ ) ln( ( , ))x t u tλ = λ λ , а 0T -
периодическая функция 0 ( )x t  задается равенствами  

 0 0

0 0 0

при 0 1,
( ) 1 ( 1) при 1 1,

при 1 ,

t t
x t a t t t

t T t t T

≤ ≤⎧
⎪= − − ≤ ≤ +⎨
⎪ − + ≤ ≤⎩

   0 0 0( ) ( )x t T x t+ ≡ . (10) 

Вторая причина выбора системы (6) состоит в том, что при переходе 
от (4) к (6) общий качественный характер синаптической связи сохраняет-
ся, поскольку в обоих случаях соответствующие связующие слагаемые  

2 2 * 1( ( ))( )bs u t h u u− − ,   1 1 * 2( ( ))( )bs u t h u u− −  
и 

2 1 * 1( ( )) ln( / )bg u t h u u u− , 1 2 * 2( ( )) ln( / )bg u t h u u u−  
меняют знак с «+» на «–» при увеличении потенциалов 1u , 2u  и при про-
хождении их через критическое значение *u . В-третьих, и это самое глав-
ное, для системы (6) удается корректно определить предельный объект, 
которым оказывается некоторая релейная система с запаздыванием. 

Действительно, после перехода к новым переменным (1 / ) lnj jx u= λ , 
j = 1, …, m, система (6) записывается в виде  

 1 1 1 2( ( 1), ) ( ) ( ( ), )x F x t b c x G x t h= − ε + − − ε , 

2 2 2 1( ( 1), ) ( ) ( ( ), )x F x t b c x G x t h= − ε + − − ε , (11) 

где 1/ 1ε = λ << , ( , ) (exp( / ))F x f xε = ε , ( , ) (exp( / ))G x g xε = ε . Отметим, 
что в силу свойств (2), (7) справедливы предельные равенства 

 
def

0

1 при 0,
lim ( , ) ( )

при 0,
x

F x R x
a xε→

<⎧
ε = = ⎨− >⎩

   
0

lim ( , ) ( )G x H x
ε→

ε = , (12) 

где ( )H x  – функция из (5). А отсюда, в свою очередь, следует, что при 
0ε →  система (11) переходит в релейную систему 

 1 1 1 2( ( 1)) ( ) ( ( ))x R x t b c x H x t h= − + − − , 

2 2 2 1( ( 1)) ( ) ( ( ))x R x t b c x H x t h= − + − − . 
(13) 

Наличие предельного объекта (13) существенно облегчает проблему 
отыскания аттракторов системы (11) и позволяет, в частности, применить 
к ней общие результаты из [11] о соответствии между устойчивыми цик-
лами релейной и релаксационной систем. 

Поставим задачу отыскания у системы (11) простейших релаксацион-
ных режимов и, в частности, решений с наперед заданным числом вспле-
сков на периоде. 
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Отыскание однородного решения с n всплесками на периоде 

 
В первую очередь отметим, что у системы (11) имеется синхронное 

решение 1 2x x≡ . Поэтому от системы (11) можно перейти к уравнению  
 ( ( 1), ) ( ) ( ( ), )x F x t b c x G x t h= − ε + − − ε . (14) 
Решение системы (11) такое, что 1 2 ( )x x x t≡ ≡ , где ( )x t  – решение 

уравнения (14), будем далее называть однородным.  
Для вспомогательного уравнения (14) исследуем вопрос о существова-

нии у него релаксационного цикла, который имеет на периоде  чере-
дующихся относительно коротких промежутков положительности и отри-
цательности, сменяющихся достаточно продолжительным промежутком 
отрицательности. Такое поведение решения уравнения (14) в силу сделан-
ного перехода к логарифмической шкале означает наличие у системы (6) 
однородного периодического режима с bursting-эффектом. 

Зафиксируем натуральный номер . Опираясь на свойства (12), перей-
дем от (14) к соответствующему релейному уравнению  

 ( ( 1)) ( ) ( ( ))x R x t b c x H x t h= − + − − . (15) 
Его анализ будем проводить при дополнительных условиях  

0 0 01 ( 1)t n T h nT+ + − < < , (16) 
1

0b c h nT− + < − , (17) 
1 1

0 0 0 0( 1) ( ( ) 1) exp( )b c n T b b c h nT bt h t− −+ + + < − + + − + + . (18) 
Здесь величины 0t , 0T  те же, что и в (9), (10). Нетрудно проверить, что 
условия (16)–(18) совместны. 

Как и в работах [6,7], понятие решения уравнения (15) определим кон-
структивно. С этой целью фиксируем некоторое достаточно малое 0 0σ >  
(оценка сверху на 0σ  в дальнейшем будет уточнена), рассмотрим множе-
ство функций 

 0 0( ) [ , ]t C hϕ ∈ − −σ −σ , 

0 0( ) 0 [ , ]t t hϕ < ∀ ∈ − −σ −σ ,   0 0( )ϕ −σ = −σ  
(19) 

и обозначим через ( )x tϕ , 0t ≥ −σ  решение уравнения (15) с произвольным 
начальным условием из класса (19). 

В зависимости от знака ( 1)x t −  и ( )x t h−  уравнение (15) принимает 
одну из четырех форм: 

 1x =    при   ( 1) 0x t − < ,   ( ) 0x t h− < ; (A) 
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 x a= −    при   ( 1) 0x t − > ,   ( ) 0x t h− < ; (B) 
 1 ( )x b c x= + −    при   ( 1) 0x t − < ,   ( ) 0x t h− > ; (C) 
 ( )x a b c x= − + −    при   ( 1) 0x t − > ,   ( ) 0x t h− > . (D) 
Обозначим через ( , ; )Ax t x t  решение задачи Коши для уравнения из 

случая (A) с начальным условием 
t t

x x
=
= , где t , x  – некоторые извест-

ные константы. Таким образом, получаем в каждом случае решение соот-
ветствующей задачи Коши: 

A: ( , ; )Ax t x t t t x≡ − + , 
B: ( , ; )Bx t x t at at x≡ − + + , 
C: 1 1( , ; ) ( )exp( ( ))Cx t x t x b c b t t b c− −≡ − − − − + + , 
D: ( , ; ) ( / ) exp( ( )) /Dx t x t x a b c b t t a b c≡ + − − − − + . 

На первом этапе рассмотрим отрезок 0 0[ , 1 ]−σ −σ . На этом промежут-
ке аргументы ( 1)x t − , ( )x t h−  функций R и H совпадают с функциями 

( 1)tϕ − , ( )t hϕ −  и отрицательны, следовательно, здесь имеем дело с зада-
чей Коши (A) при 0t x= = −σ . Таким образом,  

 ( )x t tϕ = . (20) 
Добавим еще, что равенство (20) можно «протянуть» по t до тех пор, 

пока выполняются условия ( 1) 0x tϕ − <  и ( ) 0x t hϕ − < . Следовательно, 
оно заведомо справедливо на отрезке времени 0 0t−σ ≤ ≤ . 

При 0 t h≤ ≤  из уже проделанных построений вытекает, что 
( ) 0x t hϕ − < , поэтому ( ( )) 0H x t hϕ − = . Таким образом, на данном проме-

жутке времени интересующее нас решение ( )x tϕ  удовлетворяет уравнению 

 ( ( 1))x R x t= − . (21) 
Свойства уравнения (21) были изучены в статье [14], где, в частности, было 

установлено, что любое решение ( )x t  этого уравнения, такое что ( ) 0x t <  при 
1 0t− ≤ < , (0) 0x = , при всех 0t ≥  совпадает с функцией 0 ( )x t  (см. (10)). 
Возвращаясь к исходному уравнению (15), приходим к равенству  
 0( ) ( )x t x tϕ = ,   0 t h≤ ≤ . (22) 
Дальнейший анализ связан с отрезком времени 0h t h t≤ ≤ + , где 0t  – 

момент времени, фигурирующий в (10). Из формулы (22) и свойств функ-
ции 0 ( )x t  вытекает, что при 0( , )t h h t∈ +  функция ( ) 0x t hϕ − > , а значит, 

( ( )) 1H x t hϕ − = . Кроме того, мы a priori предполагаем, что  
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 ( ) 0x tϕ <    при   0h t h t≤ ≤ + . (23) 
Объединяя соотношения (10), (22), (25) с условиями (16), убеждаемся, 

что ( 1) 0x tϕ − <  при 0h t h t≤ ≤ +  и, следовательно, при рассматриваемых 
значениях t решение ( )x tϕ  удовлетворяет задаче Коши (C) при t h= , 

0x h nT= − . Таким образом, приходим к очередному равенству  
 0( ) ( , ; )Cx t x h h nT tϕ = − ,   0h t h t≤ ≤ + . (24) 
Формула (24) получена нами при априорном предположении (25), 

справедливость которого гарантируется условием (17), обеспечивающим 
убывание экспоненты 0( , ; )Cx h h nT t− . 

При 0 0h t t h T+ < ≤ +  в силу (10), (22), (25) имеем ( ) 0x t hϕ − < . Поми-
мо того, a priori предполагаем, что  

 ( ) 0x tϕ <    при   0h t h T≤ ≤ + . (25) 
Отсюда следует, что на рассматриваемом отрезке ( ) 0x t hϕ − < , поэтому в 
данном случае решение ( )x tϕ  определяется из задачи Коши (A) при 

0t t h= + , 0 0( , ; )Cx x h h T t h= − +  и задается равенством  

0 0 0( ) ( , ; )Cx t t t h x h h nT t hϕ = − − + − + ,   0 0h t t h T+ ≤ ≤ + . (26) 
Отметим, что априорное предположение (25) выполнено в силу нало-

женного ограничения (18), смысл которого состоит в том, что значение 
функции ( )x tϕ  в точке 0t T h= +  меньше значения в точке t h= . 

Далее, рассмотрим отрезки 0 0[ , ( 1) ]t h kT h k T∈ + + + , 1, ..., 1k n= − . Для 
них справедливо рассуждение, аналогичное приведенному для отрезка 

0[ , ]t h h T∈ + , поскольку здесь всюду выполняется ( ) 0x t hϕ − < , а ( 1)x tϕ −  
меняет знак при переходе через точки 0t h kT= + , 0 0t h t kT= + + , 

1, ..., 1k n= − . Для удобства описания функции ( )x tϕ  на отрезках 

0 0[ , ( 1) ]t h kT h k T∈ + + + , 1, ..., 1k n= − , введем в рассмотрение две рекур-
рентные последовательности чисел: 

0 0h nTα = − , 

0 0 1 0( ( 1) , ; )k A kx t h k T h kT−α = + + − γ + ,   1, ..., 1k n= − , 
  

(27) 

0 0 0( , , )k C kx h kT t h kTγ = + α + + ,   0, ..., 1k n= − . (28) 
Таким образом, получаем 

0( ) ( , ; )C kx t x h kT tϕ = + α ,   0 0 0h kT t t h kT+ ≤ ≤ + + , 

0 0( ) ( , ; )A kx t x t h kT tϕ = + + γ ,   0 0 0( 1)t h kT t h k T+ + ≤ ≤ + + , 0, ..., 1k n= − . 
(29) 
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При 0 0 1h nT t h nT+ < ≤ + +  в силу (10), (22), (25), (29) имеем 
( 1) 0x tϕ − < , ( ) 0x t hϕ − < . Поэтому решение ( )x tϕ  определяется из задачи 

Коши (A) при 0t h nT= + , 0 0 1 0( ( 1) , ; )A nx x t h n T h nT−= + + − γ + , следова-
тельно, задается равенством *( )x t t Tϕ = − , где 
 * 0 0 0 0( 1) ( ( 1) )T h t n T x h t n Tϕ= + + − − + + − . (30) 
В формуле (30) * 0T > , кроме того, она сохраняется при тех 0t h nT> + , 
для которых одновременно ( 1) 0x tϕ − < , ( ) 0x t hϕ − < . Тем самым, она 
заведомо применима при 0 * 1h t t T+ ≤ < + . 

Распорядимся теперь выбором свободного параметра 0σ  из (19). В 
дальнейшем будем считать выполненным условие  

0 * 0 0min ( , )T h t T hσ < − − − , (31) 
обеспечивающее принадлежность функции *( )x t Tϕ + , 0 0h t− −σ ≤ ≤ −σ  
множеству (19). Кроме того, из (31) следует, что уравнение 

0 0( )x tϕ −σ = −σ  имеет на промежутке * 0(0, ]T +σ  ровно 2n корней. 
Итак, при условии (31) процесс построения решения ( )x tϕ  на отрезках 

времени * 0 * 0( 1)rT t r T−σ ≤ ≤ + −σ , 1, 2, ...,r =  циклически повторяется. А 
это значит, что при 0t ≥ −σ  любое решение ( )x tϕ  с начальным услови-
ем (19) совпадает с *T -периодической функцией 

0

0 0 0 0 0
*

0 0 0 0

* 0 *

( ) при 0 ,
( , ; ) при [ , ( 1) ,

( )
( , ; ) при ,

при ,

A k

C k

x t t h
x t h kT t t t h kT h k T

x t
x h kT t h kT t t h kT
t T h t t T

≤ ≤⎧
⎪ + + γ ∈ + + + +⎪= ⎨ + α + ≤ ≤ + +⎪
⎪ − + ≤ ≤⎩

 

где 0, ..., 1k n= − . 
Перейдем к вопросу о связи между периодическими решениями урав-

нений (14) и (15). Справедливо следующее утверждение.  

Теорема 1. Пусть выполнены условия (16)–(18), (31) на параметры a, 
b, c, h, 0σ . Тогда найдется такое достаточно малое 0 0ε > , что при всех 

0(0, ]ε∈ ε  уравнение (14) допускает единственный экспоненциально ор-
битально устойчивый цикл * ( , )x t ε , * 0 0( , )x −σ ε ≡ −σ  периода * ( )T ε , удов-
летворяющий предельным равенствам  

*
* *0 0 ( )

lim max ( , ) ( ) 0
t T

x t x t
ε→ ≤ ≤ ε

ε − = ,   * *0
lim ( )T T
ε→

ε = . 
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Доказательство данной теоремы выполняется по той же схеме, что и 
обоснование соответствующего утверждения в [5]. 

 

Устойчивость однородного решения 
 

Рассмотрим теперь вопрос устойчивости полученного однородного 
решения системы (11). Предположим, что начальные функции релейной 
системы (13) выбраны так, что одна из них отрицательна при 0t <  на 
промежутке [ , 0)h−  длины запаздывания и равна нулю в точке нуль, а 
вторая обращается в нуль в точке 0Δ >  и также отрицательна при t < Δ  
на промежутке длины запаздывания. Величина Δ находится в нашем рас-
поряжении и выбирается подходящим образом малой. В этом случае ре-
лейная система (13) легко интегрируется шагами и можно вычислить мо-
менты времени, когда функции 1 ( )x tϕ , 2 ( )x tϕ  при t > Δ  имеют 2n-й под-
ряд идущий нуль. Сравнивая расстояние между порученными корнями, 
можно будет выяснить, приближаются ли решения друг к другу, а значит, 
судить об устойчивости однородного решения системы. Анализ системы 
(13), как и в предыдущем пункте, выполним при соблюдении условий 
(16)–(18). При интегрировании системы (13) существенно используется 
кусочная постоянность функций ( ( 1))R x t − , ( ( ))H x t h− , которые меня-
ются лишь тогда, когда ( 1)jx t −  или ( )jx t h− , 1, 2j = , меняют знак. В 
частности, в силу (16) и отрицательности ( )jx t , 1, 2j = , при 0t <  имеем 

( ( )) 0jH x t h− =  при t hΔ < < . Поэтому на указанном промежутке функ-
ции ( )jx tϕ  являются решением начальной задачи Коши 

1 1 1( ( 1)),
t

x R x t x
=Δ

= − = Δ ,   2 2 2( ( 1)), 0
t

x R x t x
=Δ

= − = , 
и задаются формулами  

1 0( ) ( )x t x tϕ = ,   2 0( ) ( )x t x tϕ = − Δ . (33) 
На промежутке h t h< < + Δ  уравнение для 1x  остается прежним, сле-

довательно, выполнено равенство 1 0( ) ( )x t x tϕ = , при этом второе уравне-
ние системы (13) принимает вид  

2 21 ( )x b c x= + − ,   2 0t h
x h nT

=
= − Δ − , 

тем самым, на данном промежутке имеем  
1 1

2 0( ) ( ) exp( ( ))x t b c h T b c b t h− −
ϕ = + + − Δ − − − − − . (34) 

На следующем промежутке 0 0( 1)h t n T t h+ Δ < < − + +  начальная зада-
ча Коши, определяющая решение релейной системы (13), оказывается 
следующей: 

1 1 01 ( ) ( ( ))x b c x H x t h= + − − −Δ ,   1 0 ( )
t h

x x h
= +Δ

= + Δ , 
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2 2 01 ( ) ( ( ))x b c x H x t h= + − − , 
1 1

2 0( ( ) ) exp( )
t h

x b c x h b c b− −
= +Δ

= + + −Δ − − − Δ . 
Обозначим * * 0( , ; )y t y t  решение начальной задачи Коши 

* * 01 ( ) ( ( ))y b c y H x t= + − ,   
** 0t t

y y
=

= , 

тогда для компонент решения получаем формулы  
1 * 0( ) (0, ( ); ),x t y x h tϕ = + Δ  
1 1

2 * 0( ) ( , ( ( ) ) exp( ); )x t y b c x h b c b t− −
ϕ = Δ + + − Δ − − − Δ . 

(35) 

Следующий промежуток 
0 0 0 0( 1) ( 1)n T t h t n T t h− + + < < − + + + Δ , 

характеризуется тем, что на нем 1 ( )x t h−  снова оказывается отрицатель-
ным, а значит, 1( ( ))H x t h−  становится равным нулю. Это приводит к на-
чальной задаче Коши 

2 1x = , 

0

1 1
2 * 0 0( , ( ( ) ) exp( ); )

t t h
x y b c x h b c b t h− −

= +
= Δ + + −Δ − − − Δ +  

для второй компоненты. Решая эту задачу, получаем  
 1 1

2 0 * 0 0( ) ( , ( ( ) )exp( ); )x t t t h y b c x h b c b t h− −
ϕ = − − + Δ + + −Δ − − − Δ + , (36) 

первая же компонента решения по-прежнему вычисляется по формуле 
(35). 

Последним для релейной системы (13) рассмотрим промежуток 
0 0( 1)t n T t h> − + + + Δ . На нем компонента 2 ( )x tϕ  сохраняет вид (36), а 

для первой компоненты имеем начальную задачу Коши  
1 1x = ,   

01 * 0 0(0, ( ); )
t t h

x y x h t h
= + +Δ

= + Δ + + Δ , 

из которой получаем 
1 0 * 0 0( ) (0, ( ); )x t t t h y x h t hϕ = − − − Δ + + Δ + + Δ . (37) 

По формулам (36), (37) нетрудно найти 1T ϕ , 2T ϕ , такие, что 1 1( ) 0x Tϕ ϕ = , 

2 2( ) 0x Tϕ ϕ =  и величину 2 1T Tϕ ϕΔ = − , по которой можно судить об устойчи-
вости однородного решения системы (13). Подсчет показывает, что 

0(2 exp( ) 1)nbtΔ = Δ − − . При этом из условий (16)–(18) следует, что 

02exp( ) 1 1bt− − < . Тем самым, однородное решение (13) устойчиво. Со-
вместно с теоремой 1 это позволяет утверждать, что при выполнении ее 
условий однородный цикл 1 2 * ( , )x x x t≡ ≡ ε  является локально экспоненци-
ально орбитально устойчивым решением системы (11). 
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Заключение 
 

Подводя итог, отметим, что система (6), моделирующая синаптическое 
взаимодействие импульсных нейронов, при подходящем выборе парамет-
ра запаздывания h в цепи связи имеет однородный цикл более сложной 
структуры по сравнению с циклом задачи без взаимодействия. В частно-
сти, для любого фиксированного целого числа  параметры задачи можно 
подобрать так, что у системы реализуется устойчивый цикл (bursting-
цикл) с идущими друг за другом высокоамплитудными всплесками, за 
которыми следует промежуток малых изменений решения. Тем самым, 
показано, что bursting-эффект может возникать в системе из двух осцил-
ляторов нейронного типа с запаздывающей синаптической связью даже в 
том случае, когда уединенный осциллятор имеет только устойчивое пе-
риодическое решение с одним всплеском на периоде. Иначе говоря, появ-
ление импульсных пакетов (bursting) в системе связанных осцилляторов 
может быть следствием запаздывания в цепи связи между ними. 
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ДИНАМИЧЕСКОЕ КАРТИРОВАНИЕ СЕНСОМОТОРНОЙ 
АКТИВНОСТИ ПРИ УПРАВЛЕНИИ ВИРТУАЛЬНЫМИ 

ОБЪЕКТАМИ В ПРОГРАММНО-АППАРАТНОМ 
КОМПЛЕКСЕ «HANDTRACKER»∗ 

 
В работе представлены возможности программно-аппаратного ком-

плекса «HANDTRACKER» при разработке технологий индивидуальной и 
групповой поведенческой обратной связи. Приведены примеры объектив-
ной инструментальной регистрации в реальном масштабе времени сенсо-
моторной активности одного или нескольких субъектов при управлении 
виртуальными объектами. Показана эффективность хэндтрекинга для ди-
агностики ЦНС, развития коллективного взаимодействия и создания че-
ловеко-человеческих сенсорных интерфейсов.  

 
Ключевые слова: фокальное внимание, управление, виртуальные аудио-

визуальные объекты, сенсомоторные характеристики, handtracking. 
 

Введение 
 

Диагностика, прогноз, тренировка и развитие способностей к коорди-
нированной совместной деятельности актуальны практически для любых 
команд, выполняющих или готовящихся выполнять какую-либо продук-
тивную деятельность. Они актуальны и для отдельных индивидуумов, 
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когда речь идет, о совместной моторной активности левой и правой рук 
при выполнении сложной работы или тренировок, например, для восста-
новления когнитивных и двигательных функций, пострадавших вследст-
вие острых нарушений мозгового кровообращения [1]. Между тем, при 
наличии долгой истории и множества предложенных подходов [2–4] та-
ких решений задачи создания объективных инструментальных методов, 
которые позволяли бы в реальном масштабе времени получать строгие 
количественные данные о сенсомоторной активности индивидуумов и 
членов команд, выполняющих действия, требующие  высокой координа-
ции не были предложены. В настоящей работе такое решение предлагает-
ся. Оно является развитием исследований [1, 5, 6], в результате которых 
был разработан новый сугубо инструментальный метод хэндтрекинга [1] 
и реализующий его программно-аппаратный комплекс «HANDTRAC-
KER», предназначенный для измерения в реальном масштабе времени 
количественных параметров перцептивных систем человека, обеспечи-
вающих восприятие чувственных стимулов различной модальности. 

 
Первые измерения характеристик перцепции человека 

 
В начале XVIII в. Пьер Буге(р) в своих работах [7, 8] эксперименталь-

но установил, что человек способен различить два близких по силе источ-
ника света, если их яркости разнятся более, чем на 1/64 долю (приблизи-
тельно 1,6 %). Тем самым он заложил основы новой науки – психофизики, 
показав принципиальную возможность количественно описывать воспри-
ятие человеком внешних стимулов. 

Почти через полтора века Эрнстом Вебером было показано, что и для 
многих других типов воспринимаемых воздействий соблюдается такое же 
правило: доля (процент), на которую необходимо изменить силу дейст-
вующего стимула, чтобы можно было ощутить его изменение, приблизи-
тельно постоянна в диапазоне от порога восприятия до приближения к 
болевому порогу. Однако величина этой доли зависит от вида (модально-
сти) внешнего воздействия. Это правило можно записать в виде простой 
формулы ∆R/R ≈ K, где R – величина воздействия (вес, яркость, уровень 
звукового давления и др.); ∆R – минимальная различаемая разница между 
воздействиями; K – численный коэффициент, величина которого опреде-
ляется видом воздействия. 

Еще через век Стэнли Стивенс на основе установленной им способно-
сти человека давать устойчивую количественную оценку отношения силы 
ощущения S, возникающей при действии стимула R к силе ощущения S0, 
возникающей при действии стимула R0, экспериментально определил, что 
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в диапазоне между порогами восприятия и боли, приблизительно сохра-
няется соотношение R/R0 = (S/S0)α, где числовой показатель α зависит от 
модальности ощущения [9]. Осредненные величины коэффициентов K и α 
измерены для многих воздействий и внесены в справочные руководства. 

Однако методы, использовавшиеся в те времена для  измерения этих 
важнейших показателей восприятия чувственных стимулов весьма гро-
моздки, сложны и медленны. Они не позволяли «здесь и сейчас» количе-
ственно определять индивидуальные перцептивные характеристики кон-
кретного человека. Да и задачи такого рода тогда не стояли. Люди еще не 
жили в такой спешке и напряжении. Поэтому большого практического 
применения эти выдающиеся научные результаты не нашли. 

 
Измерение перцепции человека в реальном масштабе времени 

 
Во II половине XX в. развитие авиации, космонавтики и других отрас-

лей, где человек сталкивается с управлением сложными компьютеризиро-
ванными техническими комплексами, стимулировало интерес к изучению 
человеко-машинных систем. Знать «здесь и сейчас» конкретные психофи-
зиологические характеристики конкретного человека в конкретных усло-
виях в конкретный момент времени стало необходимостью. 

Для решения этой проблемы нами был предложен новый метод сугубо 
инструментального количественного исследования сенсорных характери-
стик человека в реальном масштабе времени. Он основан на том факте, 
что при управлении реальным или виртуальным объектом с помощью 
какого-либо манипулятора человек использует в системе обратной связи 
свои ощущения звука, цвета, формы, размера и т.п. В разработанном нами 
программно-аппаратном комплексе [1] в качестве манипулятора для 
управления виртуальными объектами, генерируемыми компьютером, ис-
пользуется ультразвуковой фазовый измеритель перемещения (рис. 1), 
который обеспечивает то условие, что испытуемый может использовать 
для управления лишь исключительно чувственно воспринимаемые звуко-
вые и зрительную информацию. 

Поэтому измеренные статические и динамические погрешности и вре-
менные параметры управления позволяют количественно характеризовать 
восприятие зрительных и слуховых стимулов. В определенной степени 
характеристики точности и скорости управления зависят и от состояния 
моторного аппарата человека, задействованного в управлении. 
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Рис. 1. Управление звуковыми (А) и зрительными (Б) стимулами 
с помощью ультразвукового бесконтактного манипулятора 

 
Программно-аппаратный комплекс «HANDTRACKER» 

 
В разработанном программно-аппаратном комплексе (ПАК) управле-

ние параметрами генерируемых и предъявляемых компьютером звуковых 
и зрительных стимулов осуществляется за счет осмысленных (произволь-
ных) движений руки с бесконтактным манипулятором. Тем самым полу-
чаемые данные о перцепции являются проявлением фокального внима-
ния. Поэтому, по аналогии методом и комплексами айтрекинга (eye 
tracking) [10], обеспечивающими мониторинг объемного внимания, новый 
метод был назван hand tracking, а ПАК – HANDTRACKER. Кроме управ-
ления бесконтактным манипулятором предусмотрена возможность пере-
хода на управление параметрами стимулов с помощью стандартных 
средств компьютера – мыши, джойстика, трек-пада и кнопок клавиатуры. 

Комплекс позволяет формировать практически неограниченное разно-
образие зрительных стимулов и режимов их предъявления. Под зритель-
ным стимулом понимается воздействие на систему зрительного воспри-
ятия человека динамической деформации или перемещения плоских фи-
гур и линий или изменения их цвета, отображаемых на экране монитора. 
Пример зрительного стимула «фигура на фоне» и его параметров, кото-
рыми можно управлять в динамическом режиме, приведен на рис. 2. 

ПАК HANDTRACKER позволяет также формировать большое разно-
образие звуковых стимулов и режимов их предъявления. 

Кроме изучения восприятия отдельных зрительных и слуховых стиму-
лов комплекс позволяет изучать межмодальное взаимодействие, посколь-
ку звуковой и зрительный стимулы можно предъявлять одновременно, 
что приводит к тому, что испытуемый одной и той же манипуляцией 
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управляет ими обоими. Поэтому можно сопоставлять ошибки управления 
при восприятии звука и изображения совместно и по-отдельности. 

Комплекс предусматривает возможность независимого управления 
сразу несколькими (до восьми) параметрами звуковых и зрительных сти-
мулов. Поэтому управление различными параметрами любого из стиму-
лов или различными комбинациями параметров стимулов может быть 
поручено двум или нескольким испытуемым, что позволит сопоставлять 
качество их восприятия и изучать их коллективное поведение при реше-
нии задач управления стимулами. 

 

 
 

Рис. 2. Пример стимула «фигура на фоне» и с указанием параметров, 
которыми можно управлять в динамическом режиме 

 
В сущности это означает, что разработанный комплекс, являющийся 

чувственным человеко-машинным интерфейсом, решает и проблему соз-
дания человеко-человеческого чувственного интерфейса («homo – homini» 
perception interface) и согласования субъективных чувственных образов. 
Именно это свойство ПАК HANDTRACKER и предлагается использовать 
для создания методов диагностики, прогнозирования, тренировки и разви-
тия способностей к координированной совместной деятельности членов 
различных команд, выполняющих или готовящихся выполнять какую-
либо продуктивную деятельность, а также использовать для отдельных 
индивидуумов при контроле совместной моторной активности левой и 
правой рук при выполнении сложной работы или тренировок, например, 
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для восстановления когнитивных и двигательных функций, пострадавших 
вследствие острых нарушений мозгового кровообращения. 

 
Пример использования ПАК HANDTRACKER для диагностики 
и реабилитации первичных когнитивных функций у пациентов 

с нарушениями мозгового кровообращения 
 

Технология HANDTRACKER была использована для разработки тес-
тов и методик их использования для диагностики и реабилитации когни-
тивных функций у лиц с поражениями сенсомоторной системы и, тем са-
мым, был получен доступ к данным нового типа о её состоянии у пациен-
тов неврологической клиники. 

В двух неврологических клиниках были проведены циклы исследова-
ний групп пациентов с нарушениями мозгового кровообращения и сенсо-
моторной системы. 

В ходе диагностико-реабилитационного теста по управлению с помо-
щью джойстика положением и размерами виртуальных геометрических 
объектов (298 пациентов) получены данные о быстроте и точности вы-
полнения диагностической и одновременно тренирующей задачи по 
управлению положением и размерами виртуальных геометрических объ-
ектов. Вполне ожидаемо, что у здоровых результаты по скорости и точно-
сти совмещения одинаковых по форме геометрических фигур оказались 
лучше, чем у лиц с нарушениями мозгового кровообращения (рис. 3), но 
важно то, что метод позволял отслеживать прогресс в реабилитации боль-
ных и управлять ею. 

 

 
 

Рис. 3. Графики достижения совпадения совмещаемых изображений 
(стимул «фигура на фоне») 
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В другой клинике в ходе тестов определения порогов цветоразличения 
в задаче обнаружения и маскировки объекта «фигура на фоне» (около 100 
пациентов) обнаружено достоверное различие этих порогов не только у 
здоровых и больных, но также и у больных при наличии афазии и боль-
ных без нее. При предъявлении трех типов фигур – простых геометриче-
ских образов (прямоугольники различной ориентации), предметных изо-
бражений (картинки животных) и символов (букв русского алфавита) в 
соответствии с ожиданиями было выяснено, что пороги различения цве-
товых оттенков в цветовой модели HSL, в которой цветовыми координа-
тами являются тон, насыщенность и светлота (Hue, Saturation, Lightness), у 
здоровых достоверно ниже, чем у больных. При этом самый высокий по-
рог наблюдается у лиц с афазией (рис. 4). 

 

 
 

Рис. 4. Зависимость порогов цветоразличения от категории испытуемых: 
«здоровые», ПбА – пациенты без афазии, ПА – с афазией. 

Стимулы: ГФ – геометрические фигуры (ГФ), предметные изображения (ПИ), 
русБ – буквы русского алфавита 

 
С целью изучения влияния на порог цветоразличения (зависимая пе-

ременная) таких независимых факторов как 1) категория испытуемых – 
здоровые, больные без афазии и больные с афазией, 2) цветовой тон H и 
3) уровень семантического (смыслового) значения стимула как по-
отдельности так и в различных сочетаниях был проведен дисперсионный 
анализ средних величин (ANOVA). Он показывал наличие достоверной 
зависимости порогов различения, как от отдельных факторов, так и от их 
сочетаний. Например, у здоровых обнаружено уменьшение порогов цве-
торазличения при увеличении семантической значимости стимула «фигу-
ра» (рис. 5). 
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Рис 5. Зависимость порогов цветоразличения у здоровых от семантики стимула. 
ПИ – предметные изображения, РусБ – буквы русского алфавита. 

По вертикали – порог различения в единицах насыщенности цветовой шкалы 
компьютера. По горизонтали – значения параметра оттенок. Значения параметров 

насыщенности (S) и светлоты (L) равны S = 220 и L = 100 
 

Пример использования ПАК HANDTRACKER 
для контроля индивидуального бимануального 

и коллективного управления положением 
виртуальных геометрических объектов 

 
Как уже говорилось, высокую актуальность имеет задача диагностики, 

прогноза, тренировки и развития способностей к координированной ин-
дивидуальной бимануальной работе и координированной совместной дея-
тельности субъектов. Для первичной оценки возможности использования 
ПАК HANDTRACKER для контроля были проведены две серии измере-
ний. Одна на группе из 29 человек (25 женщин и 4 мужчины со средним 
возрастом около 19 лет) и вторая на 7 парах студентов (13 женщин и 
1 мужчина в возрасте от 18 до 19 лет). 

В первой серии были проведены тесты по бимануальному управлению 
с помощью джойстиков совмещением двух геометрических фигур на эк-
ране компьютера совместному управлению с помощью джойстиков поло-
жением одинаковых виртуальных фигур – цветных квадратов с целью их 
совмещения на экране компьютера. Перемещение производилось вдоль 
горизонтальной оси. На рис. 6 приведена характерная диаграмма движе-
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ния (по горизонтали) виртуальных объектов. Видно, что кривые содержат 
два масштаба произвольного (осмысленного) движения во времени – мед-
ленный (плавный) целенаправленный и быстрый (саккадический). 

 
 

Рис. 6. Характерный график движения объектов-стимулов в тесте 
на индивидуальное бимануальное управление 

 
Во второй серии реализовывалось коллективное управление совмеще-

нием тех же объектов с помощью тех же джойстиков. Семь управляющих 
команд из двух человек (5 пар с высокой эффективностью кооперации и 
2 пары с низкой) были сформированы на основании опроса. На рис. 7 
приведены характерные примеры выполнения теста, в котором каждый из 
участников с помощью своего джойстика управлял положением своего 
виртуального объекта. 

Предварительные результаты показывают, что при индивидуальном 
бимануальном управлении наблюдается меньшая задержка начала управ-
ления и результат достигается быстрее. При этом при бимануальном ин-
дивидуальном управлении хотя и может происходить перерегулирование, 
но движение в каждый момент направлено во встречных направлениях, 
тогда как из-за непонимания взаимных намерений при парном управлении 
движение объектов может оказаться однонаправленным. 
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Рис. 7. Характерные примеры выполнения теста совместного управления 
двумя субъектами. Графики показывают динамику расстояния 

между центрами объектов (квадратов) во времени 
 

Заключение 
 

Полученные первичные данные, на наш взгляд, подтверждают, что 
технология HANDTRACKER, позволяет создать тесты, в которых обес-
печена возможность объективной количественной сенсомоторных харак-
теристик участников процессов управления виртуальными объектами. 
Это дает надежды на построение на основе этих тестов методов диагно-
стики, прогноза, тренировки и развития способностей к координирован-
ной индивидуальной бимануальной работе и координированной совмест-
ной деятельности субъектов. 

 

Список литературы 
 

1. Антонец В.А., Полевая С.А., Казаков В.В. Hand trecking. Исследование 
первичных когнитивных функций человека по их моторным проявлениям. Совре-
менная экспериментальная психология. В 2 т. / Под ред. В.А. Барабанщикова, М.: 
Институт психологии РАН, 2011. Т. 2. С. 39–55. 

2. Бернштейн Н.А. О ловкости и ее развитии М.: ФиС, 1991. 228 с. 
3. Двейрина О.А. Координационные способности: определение понятия, 

классификация форм проявления // Ученые записки университета имени 
П.Ф. Лесгафта. 2008. Вып. 1 (35). С. 35–38. 

4. Брагина Н.Н., Доброхотова Т.А. Функциональные асимметрии человека. 
Изд. 2, перераб. и доп. М.: Медицина, 1988. 201 c. 

5. Антонец В.А., Ковалёва Э.П., Оценка управления статическим напряжени-
ем скелетной мышцы по ее микродвижениям // Биофизика. 1996. Т. 41. № 3. С. 
711–717. 

6. Антонец В.А., Казаков В.В., Анишкина Н.М. Количественная оценка вос-
приятия человеком частоты тональных звуков // Биофизика. 2010. Т. 55. № 1. 
С. 126–132. 

7. Bouguer P. Comparaison de la force de la lumière du soleil, de la lune et des 
plusieurs chandelles // Mèm. Ac. Sc. Paris, 1726. 

8. Bouguer P. / L’Essai d’Optique sur la gradation de la lumière. Paris. 1729. 
9. Stevense S. On the psychophysical law // Psychol. Rev. 1957. No 64. P. 153–181. 
10. Ярбус А.Л. Роль движений глаз в процессе зрения. М.: Наука, 1965. 166 с. 



ISBN 978-5-7262-2400-8 НЕЙРОИНФОРМАТИКА-2017. Часть 1 

50 УДК 004.032.26(08) Нейронные сети 

В.Е. ПАВЛОВСКИЙ1, А.В. ПОДОПРОСВЕТОВ2, 
В.С. СМОЛИН1 

1Институт прикладной математики им. М.В. Келдыша РАН 
2МГУ им. М. В. Ломоносова 

vlpavl@mail.ru, llecxis@gmail.ru, smolin@keldysh.ru 
 

КВАЗИСТАТИЧЕСКАЯ МОДЕЛЬ МАНИПУЛЯТОРА 
МАНГО С НЕЙРОПОДОБНЫМ УПРАВЛЕНИЕМ∗ 

 
Рассматривается задача управления двухзвенным плоским манипуля-

тором, основной привод которого реализован на пневмоцилиндрах. Такой 
привод имеет сложную математическую модель, значительные и плохо 
прогнозируемые упругости в контурах системы. Эти обстоятельства за-
трудняют формирование движения манипулятора и синтез управления 
традиционными средствами. Для построения управления манипулятора на 
основе опыта взаимодействия с приводами используется нейроподобная 
система с обучением. 
 

Ключевые слова: манипулятор, нейроподобное управление. 
 

Введение 
 

Cовременные робототехнические устройства технологически произво-
дятся с хорошо прогнозируемыми характеристиками приводов исполни-
тельных устройств. Знание этих характеристик позволяет разработчикам, 
пользуясь теорией автоматического регулирования, рассчитать согласо-
ванные параметры устройств управления и программы формирования 
движений. 

Нервная система человека и животных тоже имеет возможность осу-
ществлять управление различными устройствами и механизмами. При 
этом управление строится не на знании уравнений, а на основе опыта 
взаимодействия с устройством. Использование сохранённого в памяти 
нервной системы опыта позволяет для систем с существенными нелиней-
ностями и большими задержками в обратной связи добиваться качества 
управления, превосходящего результаты, доступные теории автоматиче-
ского регулирования. 

                                                
∗ Данная работа выполнена при финансовой поддержке РФФИ, проект № 16-

38-60201 мол_а_дк. 
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Есть основание полагать, что нейросетевое управление в живых сис-
темах осуществляется по предсказанию. Конечно, разность между теку-
щим и заданным положениями устройства тоже используются при фор-
мировании программы движения и его корректировки. Но не меньшее 
значение имеет информация, полученная на основе опыта управления 
устройством, позволяющая предсказать поведение управляемого объекта. 

В качестве простой экспериментальной модели с трудноформализуе-
мыми свойствами, позволяющей в наглядной форме реализовать процесс 
управления на основе опыта взаимодействия с устройством, выбран двух-
звенный манипулятор с приводом на пневмоцилиндрах. 

 
Описание манипулятора 

 
Внешний вид манипулятора МанГо приведен на рис. 1. Манипулятор 

тестируется в частности на игровых задачах, на рисунке манипулятор по-
казан в ситуации игры в Го. 

 
 

Рис. 1. Манипулятор МанГо 
 

На рисунке показана двухзвенная рука робота (полная ее длина поряд-
ка 1 м), в верхней части системы смонтирован видеодатчик системы тех-
нического зрения, реализованный на базе смартфона. В корпусе робота 
находятся пневмоблоки управления и управляющая электроника. 

 
Постановка задачи 

 
Основные условия, которым должна удовлетворять система управле-

ния робота, следующие. Система должна иметь функцию адаптации по 
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обратной связи по датчикам углов и системе зрения. Система управления 
должна быть устойчива к изменяющимся факторам среды таким как: тем-
пература воздуха, упругость пневматического оборудования или нели-
нейная характеристика трения в пневмоцилиндре. Система управления из 
начального заданного положения должна перевести манипулятор в одну 
из точек в рабочей области с точностью порядка 1 мм. Динамическая мо-
дель строится из предположения, что манипулятор плоский, отсутствует 
трение в цилиндрических шарнирах манипулятора, центры масс звеньев 
находятся в их геометрических центрах, масса пневмоцилиндров мала, но 
присутствует трение в пневмоцилиндрах, а также, считается, что функции 
сил в пневмоцилиндрах при постоянных параметрах внешней среды (дав-
ление, температура, плотность воздуха), зависят только от времени.  

В реализации системы управления использован метод ее обучения, ос-
нованный на нейросетевых моделях. 

 
Реализация модели 

 
Кинематическая схема изучаемого плоского манипулятора может быть 

представлена чертежом на рис. 2. 
 

 
 

Рис. 2. Кинематическая схема манипулятора 
 

На рис. 2 q1 и q2 пневмоцилиндры; φ1 и φ2 – углы в сочленениях мани-
пулятора; m, n и a, b – расстояния от точек крепления пневмоцилиндров 
до точек крепления звеньев. Во всех точках крепления стоят цилиндриче-
ские шарниры с 1 степенью свободы. l1, l2 – длины звеньев; Jc1 и Jc2 – мо-
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менты инерции звеньев; m1, m2 – массы звеньев. Уравнения Лагранжа 
можно представить в виде: 

где F1, F2 – силы создаваемые пневмоцилиндром; Ffr, – силы трения, воз-
никающие внутри пневмоцилиндров; M01, M02 – моменты, возникающие в 
цилиндрических шарнирах, в точках крепления звеньев. 

Cилу трения исходя из эксперимента можно представить моделью сухого 
трения Кулона в виде кусочно-заданной функции: 

Данные уравнения записаны и численно решаются в среде Wolfram  
Mathematica. 

 
Управляемость пневматической системы 

 
Силы F1, F2 в формуле (3) вычисляются из уравнений (4) 

где Pi, Po – давления в рабочей и выхлопной полостях пневмоцилиндра 
(рабочая область – это область, в которую поступает воздух в данный мо-
мент, выхлопная – это область, в которую воздух не поступает), давления 
в полостях пневмоцилиндра взяты из соответствующей модели в MatLab 
Simscape, в которой был промоделирован пневмоцилиндр 1280 MIR-INOX 
компании Pneumax. Si, So – площадь штока в соответствующей области 
пневмоцилиндра; Pa – атмосферное давление. 

1
1 1

01 2 2
1

2
2 2

02 2 2
2

sin( ) *( )
,

2 cos( )

sin( ) *( )
,

2 cos( )

fr

fr

ab F F
M

a ab b

mn F F
M

m mn n

ϕ −
= −

+ ϕ +

ϕ −
= −

+ ϕ +

 (1) 

2
01 1 1 2 1 1 2 2 2 2 1 2 2

2 2 2
2 1 1 1 2 2 2 1 2 2 2 1 2 1 2 2

01 2 1 2 2 2 1 1 2 2

2
1 2 2 2 2

1 ( ''(8( ) ) 8 '' (2 cos( ) )
4

( ''(4 4 cos( ) ) 2 ' sin( ) 4 ' 'sin( ))),
1 (8 ( '' '') ( ''(2 cos( ) )
4

2 ' sin( ) '')

C C C

C

M J J l m J l l l

m l l l l l l l l

M J l m l l

l l

= ϕ + + + ϕ + ϕ ϕ + +

+ ϕ + ϕ + − ϕ ϕ − ϕ ϕ ϕ

= ϕ + ϕ + ϕ ϕ + +

+ ϕ ϕ + ϕ ).

 (2) 

0

1

при ' 0;
1, 2.

при ' 0,
i

i

F
i

F
ϕ =⎧

=⎨ ϕ ≠⎩
 (3) 

1 a

2 a

* * ( );
* * ( ),

i i o o i o

i i o o i o

F P S P S P S S
F P S P S P S S
= − − −
= − − −

 (4) 



ISBN 978-5-7262-2400-8 НЕЙРОИНФОРМАТИКА-2017. Часть 1 

54 УДК 004.032.26(08) Нейронные сети 

 
Рис. 3. График изменения давления в полостях пневмоцилиндра 

при движении штока пневматического цилиндра до упора 
сначала в одну сторону, затем в другую 

Схема подключения пневмоцилиндров представлена на рис. 4. 

 

Рис. 4. Схема подключения пневмоцилиндра 
 

На рисунке V1, V2 – клапаны 3–2, С1 – дроссель (полностью открыт), 
1 – источник постоянного давления, состоящий из компрессора и редук-
тора, 2 – пневмоцилиндр. 

 
Управление 

 
Рассматриваемая задача управления является квазистатической, рас-

сматриваются моменты времени, когда оба звена манипулятора имеют 
нулевую или близкую к нулю скорость. Система принимает фиксирован-
ное положение с определенными углами φ1 и φ2. Если система не приняла 
нужное положение, то существуют некоторые углы φ1*, φ2*, куда должна 
перейти система. По существу для каждого звена манипулятора необхо-
димо задать функцию преобразования Y = F(X), где X – вектор текущего 
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и заданного углов положения звена манипулятора, а Y – вектор времён 
открытия клапанов 1–2 на пневматической схеме. Сложность задания 
Y = F(X) в аналитическом виде определяется в физической реализации 
манипулятора нелинейными характеристиками трения поршня в цилинд-
ре, влиянием упругости шлангов, подводящих воздух в поршень и други-
ми, сложно учитываемыми параметрами. Модельное представление ма-
нипулятора позволяет оценить работу блока управления в отсутствие 
влияния трудноформализуемых параметров, но сам блок должен быть 
рассчитан на работу с такими параметрами. Этого легко достичь, если 
осуществлять табличную аппроксимацию Y = F(X) в явном виде. Для ка-
ждого угла независимо друг от друга, можно рассмотреть некоторую по-
верхность φφ*, ее можно приблизить сеткой с шагом h. В каждой точке 
сетки стоит некоторое значение коэффициента ν. Этим коэффициентом 
определяется некоторая функция. Физический смысл данной функции – 
время открытия клапана. Если один из углов должен прийти в некоторую 
точку φ*, а сейчас он находится в точке φ, то состояние системы можно 
отобразить на поверхности φφ* точкой, которая попадает в какую-то 
клетку. Найдем значения ν в этой точке через углы φ, φ*. Введем систему 
координат: 

где шаг ячейки h, а ϕ  – нормированный угол: 

Так как поверхность приближается сеткой, точку на поверхности, бу-
дем искать линейной интерполяцией по базисным точкам сетки, значения 
в которых τij. Клетки по каждой координате нумеруются от нуля до N, 
промежуточные значения i и j. Номер клетки определяется значениями 
индексов в левом нижнем углу клетки: i = [X1], j = [X2]. Дробные части 
{X1},{X2} – это расстояния от краёв клетки до точки в клетке: 

 
Нейроподобное обучение 

 
При настройке задача состоит в том, чтобы приблизить коэффициенты 

в базисных точках сетки к таким, при которых система выходит в нужную 
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точку с заданной точностью. Одним шагом обучения является вычисление 
исправленных коэффициентов после одного неверного хода. После полу-
чения интерполированного значения ν, система делает ход. Если угол, в 
который пришла система, φn* оказался равным требуемому углу φ*, то 
система не требует обучения. Но, до завершения обучения, как правило, 
получившийся после хода угол φn* не будет совпадать с φ*, то есть будет 
меньше или больше. Если движение произошло не в сторону требуемого 
угла – надо изменять номер открываемого клапана, но здесь рассматрива-
ется только случаи, когда открывается правильный клапан, поскольку 
какие клапаны открывать понятно до обучения. Далее считаются прира-
щения коэффициентов τ в базисных точках сетки. Для этого считается 
некоторый коэффициент νd, который из предположения линейности при-
вел бы систему к нужному положению. 

*
d

n

ϕ − ϕ
ν = ν

ϕ − ϕ
. 

Разность νd – ν соответственно: 
* n

n

ϕ − ϕ
Δν = ν

ϕ − ϕ
. 

Но, при малых промежутках времени открытия клапана ν, смещение 
может вообще отсутствовать. Тогда знаменатель обратится в ноль. Путём 
незначительного ухудшения линейного прогноза при C = 0,0000001 мож-
но обеспечить единообразие вычисления Δν. Соответственно формула 
примет вид: 

Отсюда вычисляются приращения значений в точках сетки: 

Приращения прибавляются к значениям в точках сетки. Настройку следу-
ет продолжать до получения нужных точностей по всей сетке.  
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Область достижимых положений манипулятора 
 

Так как для управления манипулятором выбран пневматический при-
вод, стоит определить область допустимых значений для двухзвенного 
манипулятора описанного вида. Из эксперимента ясно, если открыть кла-
пан пневматического цилиндра на короткое время, то поступившего в 
рабочую область пневматического цилиндра газа может не хватить для 
создания достаточной силы в пневматическом цилиндре, что бы сдвинуть 
подвижные части манипулятора, из-за упругости пневматической систе-
мы, Однако при достаточном открытии клапана даже при заранее задан-
ных параметрах пневматической системы нельзя добиться минимального 
смещения звена манипулятора с нужной точность. На рис. 9 показано, что 
существует область, где при заданных Δφ нет возможных υ, при которых 
это смещение могло бы быть осуществлено. 

 

 
 

Рис. 5. Зависимость υ от Δφ 
 

Δφ – это изменение нормированного угла, а υ – время открытия клапа-
на пневматического цилиндра. 

 
Результаты 

 
Матрицы 9х9 были выбраны экспериментально для оптимального 

управления манипулятором и выходом в 400 точек, равномерно распреде-
ленных по рабочей области. При изменении размера матрицы наблюдалось 
ухудшение точности манипулятора. На рис. 6 изображены схемы обучен-
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ных матриц управления 9x9 для случая, когда из фиксированного начально-
го положения система переходит в любую точку рабочей области. 

 

 
 

 
Рис. 6. Схема обученных матриц 

 
В горизонтальной плоскости схемы – номера элементов матриц, а по 

вертикальной оси – значения элементов матриц. Оценка точности крайней 
точки манипулятора на матрицах 9х9 при учете, не более чем двух (по 
факту требуется 1) перемещений звеньев за один ход: Δx < 0,06 мм. 

          
 

Рис. 7. Схема обученных матриц 
 

На рис. 7 изображены графики обученных матриц управления 9х9 для 
случая, когда из любого положения система переходит в любую точку 
рабочей области 

В горизонтальной плоскости схем – номера элементов матриц, а по 
вертикальной оси – значения элементов матриц. Оценка точности крайней 
точки манипулятора на матрицах 9х9 при учете, не более чем двух пере-
мещений звеньев за один ход: Δx < 0,08 мм. 
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Выводы 
 

Предложен и реализован алгоритм управления плохо обусловленной 
системой – плоским манипулятором с пневмоприводами и неидеальными 
упругостями в системе. Алгоритм реализован как нейроподобная система 
с обучением. Именно такая схема позволила конструктивно решить зада-
чу управления роботом и создать робастный контур управления. 

Эксперименты на компьютерных моделях и на реальном роботе под-
тверждают сделанный вывод. Система обеспечила заданную точность 
манипулятора лучше 1 мм по линейным координатам. 
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ПОИСК АЛГОРИТМА ПРЕОБРАЗОВАНИЯ ЗВУКА 
В ИМПУЛЬСНУЮ ПОСЛЕДОВАТЕЛЬНОСТЬ1 

 
Применение в автономных мобильных роботах импульсных моделей 

нейронных сетей для обработки звуковой информации приводит к необ-
ходимости оптимизации объёма вычислений, минимизации требуемого 
количества нейронов за счёт повышения эффективности вычислений. В 
работе рассматривается задача кодирования и декодирования звукового 
сигнала в импульсную последовательность, точность преобразования 
данных. Исследуются существующие алгоритмы и предлагаются новые. 

 
Ключевые слова: кодирование и декодирование звукового сигнала в 

импульсную последовательность, импульсные нейронные сети, обрати-
мое кодирование звукового сигнала. 

 
Введение 

 
Использование импульсных моделей нейронных сетей (ИНС) в системах 

управления, бортовых компьютерах роботов для задач управления приво-
дами, распознавания, обработки сигналов часто не только предмет вычис-
лительного эксперимента, связанный с исследованием алгоритмов пове-
дения, свойств самих моделей нейронных сетей, но и оправданный шаг 
реализации системы управления техническим объектом в условиях слож-
ной среды [1]. В работе рассматривается задача первичного преобразова-
ния звукового сигнала в многоканальную импульсную последователь-
ность (ИП) для применения в системе обработки звука автономного мо-
бильного робота. Важным для системы обработки звука является то, на-
сколько точно проходит преобразование сигнала в импульсный код, сколь-
ко информации о свойствах сигнала теряется, насколько точно его воз-
можно восстановить. Так как роботу и самому потребуется излучать звук, 
немаловажно знать, обеспечивается ли моделируемая нейронная сеть ин-
струментами для генерации звуковых сигналов, команд. Эти вопросы сво-
дятся к задаче кодирования и декодирования звукового сигнала. 

 

                                                
* Работа выполнена при частичной поддержке РНФ, проект № 16-11-00018. 
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Существующие алгоритмы кодирования и декодирования 
 

Кодировать непрерывный сигнал можно используя известные модели 
нейрона, подавая непрерывный сенсорный сигнал как мембранный ток. 
Например, использовать модели проводимости мембраны типа Ходжкина-
Хаксли или простые модели типа накопление-сброс (integrate and fire) или 
её разновидности [2]. Отправной точкой поиска подходящего алгоритма 
служил BSA (Bens Spiker Algorithm) [3]. Этот алгоритм построен на ре-
конструкции или кодировании измеряемого непрерывного сигнала ( )s t  

суперпозицией функций ( )h t , т. е. 1( ) ( ) ( )p
p ps t h t t== + η∑ , где ( )tη  – ошиб-

ка реконструкции, кодирования или шум, pt  – время генерируемого им-
пульса: [1, ]p P= ; p∈ . При наличии нескольких диапазонов частот 

[1, ]f F=  сигнал s(t) определяется как 
( ) ( ) ( ) ( )

1 1( ) ( ) ( )
fF p f f f

f p ps t h t t= == + η∑ ∑ , 

где функции ( ) ( )fh t , ( ) ( )f tη  и массив ( ) ( )f
pt t  соответствуют частоте f. Во 

избежание лишних деталей будем далее предполагать, что переменные 
( )h t , ( )tη , pt  соответствуют и вычисляются для выбранного диапазона 

частот f, и не будем специально обозначать этот диапазон над каждой пе-
ременной. Процесс кодирования состоит в последовательном вычитании 
из самого сигнала s(t) функции h(t), при условии, что ошибка 

1 0 ( )kT
p kE s t T d= τ + − τ∫ , модуль амплитуды на протяжении длины ( )h t : 

[0, ]kt T=  меньше разности ошибки после вычитания h(t): 

2 0 ( ) ( )kT
p kE s t T h d= τ + − − τ τ∫  и порога d: 2 1( )E E d≤ − . 

 
Вычисление импульсной характеристики фильтра 

 
В работе сигнал для вычисления импульсной характеристики, результатов 

работы алгоритмов состоял из двух частей 1 ( )s t , 2 ( )s t  длительностью 2 с, 
частотой дискретизации fд = 44,1 кГц. Первый 1 ( )s t  использовался для поиска 
оптимальных параметров кодирования, второй 2 ( )s t  – для получения оценок 
точности работы алгоритмов. Сигналы состояли из последовательности слу-
чайных чисел с равномерным распределением в интервале значений [–128, 
128]. Сигналы сначала подвергались узкополосной фильтрации на 25 непере-
секающихся диапазонов c помощью преобразования Фурье [4]. 

Функция  вычисляется как коэффициенты фильтра, преобразую-
щего ИП в непрерывный сигнал в соответствии с описанным в книге [5] 
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алгоритмом A.8.2 с. 313–315. Для генерации импульсов используется про-
стейшая модель нейрона типа накопление-сброс (integrate-fire) [6]. 

Известно, что активность слуховых сенсорных нейронов чувствитель-
на к фазе сигнала. Между звуковым сигналом определённой частоты и 
генерируемой нейроном ИП существует фазовый захват [7]. Если эта ха-
рактеристика важна для кодирования непрерывного звукового сигнала, то 
необходимо добиться максимального влияния этого эффекта в модели 
нейрона. Количественным критерием фазового захвата был выбран коэф-
фициент фазовой синхронизации  [8]. При вычислении  для непрерыв-
ного сигнала и ИП коэффициент выглядит следующим образом: 

2 1 2 1 2
1 1( cos( ( ))) ( sin( ( )))P P

p pp pP t P t− −
= =ρ = φ + φ∑ ∑ , 

где ( )tφ  – мгновенная фаза непрерывного сигнала [8]. 
Часто используется лишь положительная часть звукового сигнала на 

входе модели сенсорного нейрона [9], но его отрицательная часть может 
повысить фазовую синхронизацию. Для поиска оптимального преобразо-
вания, использовался нормализованный звукового сигнал ( )s t : 

tanh ( ( ) / ), ( ) 0,
( )

tanh ( ( ) / ) / , ( ) 0,
s t a s t

s t
s t a c s t

>⎧
= ⎨ ≤⎩

 

где a – масштабирующий ко-
эффициент, абсолютное зна-
чение сигнала ( )s t , ниже ко-
торого находится 90 % значе-
ний. Коэффициент фазовой 
синхронизации ρ возрастает 
при уменьшении с вместе со 
снижением средней частоты 
потенциала действия (ПД). 
Исходя из полученных дан-
ных, значение  было выбрано 
равным пяти, таким образом 
повысив коэффициент фазо-
вой синхронизации  за счёт 
незначительного снижения 
частоты ПД. 

С параметром нормализа-
ции 5c =  для сигнала 1 ( )s t  
генерировалась ИП с исполь-

 

Рис. 1. Импульсные характеристики фильтра 
(А1–А3) в частотном диапазоне 2 (882–

1764 Гц) и вейвлет Морле МО ( )tψ  (АМ) с 
параметрами 0 1323f =  Гц; Д240 / fσ = ; 

Д 44,1f =  кГц. Количество каналов для 
А1(А) – 50, для А2(Б) – 30, А3(В) – 10 
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зованием 10, 30 и 50 каналов также для 25 частотных диапазонов. На ос-
нове полученных ИП вычислялась импульсная характеристика фильтра 

( )h t  для сигнала 1 ( )s t  (рис. 1). Увеличение числа каналов c 10 до 50 при-
водит к снижению амплитуды ( )h t . Для другого сигнала 2 ( )s t  также гене-
рировались ИП для каждого диапазона f. По полученным ИП за счёт 
фильтрации или декодирования с использованием ( )h t  вычислялась оцен-
ка сигнала 0 ( )s t . Для декодированного сигнала 0 ( )s t  наблюдаются высо-
кочастотные кратковременные всплески амплитуды, наблюдаемые в мак-
симуме основной волны или близкими к нему значениями. Причина это-
му – форма, несимметричность ( )h t  относительно оси ординат. Достигнув 
высокого значения фазовой синхронизации потенциал действия генериру-
ется на максимуме, вершине волны. На более низких частотах всплески 
более выражены, на высоких – становятся незаметными. Избавится от 
подобных всплесков можно за счёт использования симметричной ( )h t  с 
конечными границами. В качестве такого сигнала, похожего на получен-
ную импульсную характеристику фильтра ( )h t  (его часть для отрицатель-
ных значений времени) был выбран вейвлет Морле с ограниченной дли-
тельностью МО Д240 / tδ =  (рис. 2, АМ(Г)): 

2 2
МО 0 0( ) (exp( 2 ) exp( 2( ) )) exp( ( / ) / 2)t i f t f tψ = − π − − π σ − σ , 

МО МО / 8σ = δ , – средняя частота диапазона f [10]. Значения функции ( )h t  
были заменены следующими: МО( ) Re( ( / 2))kh t t T= ψ − , [0, ]kt T∈ . Его 
частота 0f  совпадает со средней частотой выбранного частотного диапа-
зона f, а параметры МОσ  и МОδ  эмпирически подобраны для большего 
соответствия по форме импульсной характеристики фильтра на всех час-
тотных диапазонах f. 

 
Кодирование синтезированного сигнала 

 
Полученные значения ( )h t  применялись для кодирования синтезиро-

ванного сигнала ( )Cs t  алгоритмом BSA. Синтезированный сигнал полу-
чен фильтрацией или декодированием известного массива времени им-
пульсов qt : 1 0( ) ( ( / 2) )TQ

qC k qs t h T t d== τ − + τ∑ ∫ , где Q – количество импуль-
сов. Частота дискретизации Дt  не изменялась ( Д 44,1t = кГц), для синтеза 
и при кодировании использовалась функция ( )h t  с частотой 0 1323f =  Гц. 
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Цель алгоритма – определить значения pt , чтобы декодированный сигнал  

1Д 0( ) ( ( / 2) )TP
p k ps t h T t d== τ − + τ∑ ∫  как можно точно совпадал с синтезиро-

ванным ( )Cs t . 
В методе BSA в соответствии с требованием алгоритма выбирался оп-

тимальный порог, параметр d ( 0,0204d = ), результаты показаны на рис. 2. 
На первом графике (рис. 2, 1) пунктиром обозначен синтезированный сиг-
нал ( )Cs t , сплошной линией – декодированный сигнал Д ( )s t . На втором 
(рис 2, 2) показана ошибка кодирования Д( ) ( ) ( )Ct s t s tη = − . На третьем 
графике (рис 2, 3) положительные значения – ИП синтезированного сиг-
нала ( qt ), отрицательные значения – ИП, полученная кодированием алго-
ритмом BSA ( pt ). 

 

 
 

Рис. 2. Результаты кодирования синтезированного сигнала алгоритмом BSA 
 

Можно наблюдать, что существуют участки, где синтезированный сиг-
нал ( )Cs t  не кодируется импульсами. Чтобы количественно охарактеризо-
вать точность кодирования по аналогии 1E  использовалась среднее абсо-
лютное значение шума ( )tη  на отсчёт времени 0 ( )R t= < η > . Обозначим 
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этот показатель ошибкой кодирования. Второй, используемый показа-
тель – соотношение сигнал-шум: СШ 20log( ( ) / ( ))CR s t t= η . Для алгоритма 
BSA показатели следующие: СШ 5,596R = ; 0 0, 482R = . Одно из досто-
инств BSA – минимальный необходимый буфер сигнала, но это не всегда 
необходимо. Запись и воспроизведение звукового сигнала требует буфери-
зации. Это приводит к некоторой задержке. Для увеличения точности BSA 
предлагается следующий алгоритм. 

Вычисляется свёртка сигнала ( )s t  на частоте f и функции ( )h t : 
( ) ( ) ( )S CC t s t h t= ∗ , а также свёртка ( ) ( ) ( )SC t h t h t= ∗ . На протяжении бу-

фера (в этом случае равного длине ( )Cs t ) определяется аргумент макси-
мума функции ( )SC t : max arg max ( )St C t= . Для полученного значения maxt  
по аналогично алгоритму BSA вычисляются ошибки 

1
1 max0 ( / 2)kT

k S kE T C t T d−= τ + − τ∫  
и 

1
2 max0 ( / 2) ( )kT

k S k kE T C t T C d−= τ + − − τ τ∫ . 
Если 2 1E E<  в этот момент времени генерируется импульс. Из функции 

( )SC t  в интервале max max[ / 2, / 2]k kt T t T− + , используя свойство дистрибу-

тивности свёртки, вычитается ( )kC t : ( ) ( ) ( )S S kC t C t C t= −  На следующем 

цикле алгоритма 1E  и 2E  вычисляются уже для нового значения ( )SC t . 
Критерием остановки итераций служит однократное превышение 2E  над 

1E . В дальнейшем при кодировании сигналов на высоких частотах при-
шлось ввести условие, при котором цикл останавливается, если наблюда-
ется превышение 2E  над 1E  подряд En  раз. В случае синтезированного 
сигнала 1En = . По критерию определения времени импульса обозначим 
этот алгоритм максимумом свёртки (МС). Результат работы алгоритма MC 
на синтезированном сигнале показан на рис. 3. Графики, их масштаб и 
величины идентичны рис. 2. Были получены следующие количественные 
оценки: СШ 7,706R = ; 0 0,387R = . 

Сравнивая результаты для МС и BSA видно, что алгоритм МС более 
точно кодирует тестовый сигнал, хотя наблюдаются несовпадения импуль-
сов особенно если они представлены рядом. 
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Рис. 3. Результаты кодирования синтезированного сигнала алгоритмом МС 
 

Если заранее известно, что синтезированный сигнал построен супер-
позицией функции h(t). Можно ли построить обратное преобразование? 
Если последовательность tq преобразовать в непрерывный сигнал, со-
стоящий из импульсов единичной амплитуды 1( ) ( )Q

qq qs t t t== δ −∑ , тогда 
синтезированный сигнал ( ) ( ) ( )C qs t s t h t= ∗  В случае любого другого вход-
ного сигнала ( )s t : ( ) ( ) ( ) ( )ps t s t h t t= ∗ +η , где ( )tη  – шум, 

1( ) ( )P
pp qs t t t== δ −∑  – непрерывный сигнал, построенный из найденных 

алгоритмом моментов времени импульсов pt . Найти ( )s t  можно вычислив 
обратную свёртку или развёртку. Для вычисления обратной свёртки был 
использован метод Винера [11]. Входной сигнал ( )s t  переводится в час-
тотную область с помощью преобразования Фурье: 

( ) ( ) ( ) ( )pS f S t H f N f= + . Оценка обратной свёртки по методу Винера 

вычисляется из уравнения: 2 2
В( ) ( ) ( ) / ( ( ) )pS f S f H f H f Q= + , где ВQ  – 

параметр, необходимый для избегания ошибок, связанных с делением на 
нуль. Если не использовать этот параметр то можно получить идеальное 
соответствие ( )ps t  сигналу ( )qs t  для синтезированного входного сигнала 
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( )Cs t , но в случае применение обратной свёртки для случайного сигнала 
полученная оценка ( )ps t  сильна зашумлена и требует дополнительной 
обработки для выделения времени импульсов pt . Компромисс между ре-
зультатами для синтезированного сигнала ( )Cs t  и случайного ( )s t  было 
решение аналогичное использованию параметра ВQ . Значение 

2( ) ( )V t H f=  подвергалось нормализации (не допускалось снижения аб-

солютного значения ниже 510 a− , где 0 ( )T
ta H f== ∑ , T – длина обрабаты-

ваемого сигнала ( )s t . Полученная в результате обратная свёртка ( )ps t  
также зашумлена в результате нормализации, но значительно меньше чем 
без неё. Для определения времени импульсов для сигнала ( )hs t , состояще-
го из одной функции ( )h t , kT T<  вычисляется обратная свёртка. Из полу-
ченного сигнала с шумом от нормализации ˆ ( )hs t  выделяется фрагмент, 

длиной равной функции h(t): ˆ ˆ( ) ( / 2 / 2)h kh s T Tτ = τ + − , [0, ]kTτ = . Он ис-
пользуется для генерации импульсов по алгоритму, идентичному МС. 
Первый импульс находится как ˆarg max ( ( ) ( ))ps t h∗ τ . Этот алгоритм обо-
значим развёрткой Винера (РВ). Результаты работы алгоритма РВ для 
синтезированного сигнала показаны на рис. 4. Графики и обозначения 
идентичны двум предыдущим алгоритмам. 

 

 
 

Рис. 4. Результаты кодирования синтезированного сигнала алгоритмом РВ 
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Среди трёх алгоритмов РВ показывает наилучший результат 
СШ 9,106R = ; 0 0,325R = . 

 
Кодирование случайного сигнала 

 
Далее была рассмотрена работа трёх алгоритмов на других тестовых 

сигналах 1 ( )s t  и 2 ( )s t , о характеристиках которых упоминалось ранее. 
Количество частотных диапазонов F было равно 25. Для алгоритма BSA 
оптимальный порог вычислялся на сигнале s1(t), и результаты для всех 
трёх алгоритмов вычислялись для сигнала 2 ( )s t . Для алгоритмов МС и РВ 
длина буфера была равной 4000 отсчётов времени (90,7 мс), а значение 
возможных подряд превышений 2E  над 1E  было равно 10. Амплитуда 
функции ( )h t  изменялась и равнялась произведению ( )bh t . Частота им-
пульсов была ограничена 100 герцами. Показатели СШR  и 0R  и частота 
импульсов рассчитывались для полностью декодированного сигнала 
( 25 ( )

1( ) ( )f
fs t s t== ∑ ). В связи с ограничением частоты генерации импульсов 

для каждого канала отслеживалась и средняя частота их пропуска в сумме 
для всех каналов. Количество каналов было равным 5, 10, 30 и 50. Резуль-
таты показаны на рис. 5. 

Для алгоритмов МС и РВ после вычисления времени всех возможных 
импульсов pt  рассматривалось либо заполнение импульсами всех каналов 
последовательно, либо непоследовательно, исходя из вклада каждого им-
пульса в сокращение ошибки кодирования ( 1 2E E− ). Второй подход не дал 
преимуществ, поэтому для алгоритмов МС и РВ импульсы назначались по-
следовательно. Графики размещены в четырёх столбцах для 1–5 каналов на 
каждый диапазон частот, 2–10 каналов, 3–30, 4–50. Шкала ординат для гра-
фиков в столбцах 1, 2 и 3, 4 одной строки отличается для удобного пред-
ставления результатов для минимальных и максимальных величин. Равные 
значения шкал ординат выделены стрелками. Обозначения шкал для графи-
ков в столбцах 1, 2 и 3, 4 показаны соответственно слева и справа. 

При малом количестве каналов BSA достигает точности МС меньшим 
числом импульсов. Затем уже при 10 каналах алгоритм МС уже в макси-
муме точности опережает BSA, а при 30 и РВ опережает BSA. Можно на-
блюдать, как смещается максимум точности (максимум у СШR  и минимум 

0R ) при росте числа каналов: с 25b =  у МС при 5 каналах до 10b =  у 
50 каналов. Можно заметить, что BSA всегда задействует меньшее число 
импульсов при кодировании по сравнению с МС и РВ даже при малом 
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числе каналов. Причиной этому – отсутствие буфера при выборе времени 
импульсов в BSA. Алгоритмы МС и РВ могут использовать доступные 
каналы для генерации большого числа импульсов, достигая большей точ-
ности. Сравнивая алгоритмы МС и РВ следует признать, что несмотря на 
использование большего числа импульсов и лучшие результаты по точно-
сти на синтезированном сигнале, в данном случае для всех используемых 
значений числа каналов алгоритм РВ хуже чем МС. Возможно результаты 
можно улучшить используя другой подход при вычислении обратной 
свёртки, либо применяя дополнительные преобразования [11]. 

 

Рис. 5. Результаты работы трёх алгоритмов с ограничением частоты генерации 
импульсов. Алгоритмы: А – МС; Б – РВ; В – BSA. Графики: I – RСШ; II – R0; 
III – частота генерации импульсов; IV – частота пропущенных импульсов. 

Число каналов: 1–5; 2–10; 3–30; 4–50 
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Выводы 
 

Для звукового сигнала удалось показать, что выбранная импульсная 
характеристика фильтра h(t) (вейвлет Морле) подходит для задачи кодиро-
вания и декодирования в ИП. Точность зависит от числа каналов и не из-
меняется на всех частотных диапазонах. Продемонстрировано, что алго-
ритм с буферизацией МС способен с бόльшей точностью, чем алгоритм 
BSA, кодировать звуковой сигнал. 

Выбранное количество частотных диапазонов 25F =  не позволит в 
дальнейшем точно отслеживать характеристики сигнала, связанные с из-
менением мгновенной частоты. В будущем планируется провести иссле-
дования оптимального количества и ширины частотных диапазонов с це-
лью уменьшить число затрачиваемых импульсов при кодировании. Необ-
ходимо будет также определить, способны ли существующие модели ней-
ронных сетей с достаточной точностью генерировать ИП для их декоди-
рования, синтезе звука. 
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ПОСТРОЕНИЕ РЕЦЕПТОРНОГО СЛОЯ ИМПУЛЬСНОЙ 
ИСКУССТВЕННОЙ НЕЙРОННОЙ СЕТИ ПРИ РЕШЕНИИ 
ЗАДАЧИ ОБНАРУЖЕНИЯ ОПАСНОСТЕЙ ДЛЯ ЛЮДЕЙ 
С ОГРАНИЧЕННЫМИ ВОЗМОЖНОСТЯМИ ЗДОРОВЬЯ 

ПО ЗРЕНИЮ 
 

Описана методика построения рецепторного слоя импульсной нейрон-
ной сети для решения задачи обнаружения опасностей на уровне ног при 
разработке устройства для людей с ограниченными возможностями здо-
ровья по зрению. Проведенное исследование показывает корректность 
функционирования построенного рецепторного слоя импульсной нейрон-
ной сети, что позволяет решить задачу обнаружения опасностей в виде 
резких изменений высоты рельефа на уровне ног и создать устройство для 
людей с ОВЗ по зрению. 

 
Ключевые слова: импульсные нейронные сети, LIF-модель, рецеп-

торный слой, классификация активности человека, люди с ограниченны-
ми возможностями здоровья, универсальная система распознавания, 
доступная среда. 

 
Введение 

 
Официальная статистика Всемирной организации здравоохранения за 

2014 год [1] показала, что во всем мире насчитывается около 285 миллио-
нов человек, которые страдают от нарушений зрения. Из них 39 миллио-
нов поражены слепотой, а 246 миллионов имеют пониженное зрение. По 
официальной статистике в Российской Федерации данная цифра доходит 
до 270 тысяч человек [2]. Поддержка инвалидов осуществляется, прежде 
всего, на государственном уровне. Так, например, разработанная про-
грамма «Доступная среда» на 2011–2020 годы [3] включает в себя под-
держку в формировании современной отрасли по производству товаров 
для лиц с ограниченными возможностями и здоровья, в том числе техни-
ческих средств реабилитации для инвалидов с целью продвижения им-
портозамещающего производства. 
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В 2016 году было проведено исследование [4] по выявлению потреб-
ностей слепоглухих людей в проектировании вспомогательных техноло-
гий и устройств. Исследование позволило выявить требуемый функцио-
нал устройств помогающих пользователям целевой группы ориентиро-
ваться в пространстве. Среди необходимого функционала была заявлена 
возможность предоставления информации о препятствиях и опасностях 
на уровне ног. При этом одним из основных пожеланий респондентов 
было следующее: предлагаемое решение не должно выделять их из толпы, 
крепиться на предмет одежды и, по возможности, частично заменить Бе-
лую трость. 

Среди существующих решений, направленных на определение препят-
ствий на уровне ног наиболее точные результаты выдают трость белая 
тактильная, входящая в федеральный перечень реабилитационных меро-
приятий, технических средств реабилитации и услуг, предоставляемых 
инвалиду [5], а также её электронные модификации [6]. Одним из реше-
ний, выполняющих требуемый функционал, являются устройства с ульт-
развуковыми и инфракрасными датчиками расстояния. В зависимости от 
непрерывно поступающих с этих датчиков данных изменяется интенсив-
ность работы уведомляющих вибромоторов, по которой пользователь мо-
жет оценить высоту от поверхности до устройства. При этом для реализа-
ции таких решений, необходимо решить, как задачу классификации по-
ступающих с датчиков динамических данных, так и соблюсти требования 
к незаметности решений. 

В статье рассматривается применение импульсных искусственных 
нейронных сетей (ИмИНС) для обработки данных в технических средст-
вах реабилитации для людей с ограниченными возможностями здоровья 
по зрению. 

 
Постановка задачи и описание решения 

 
Целью проводимых авторами исследований является предоставление 

возможности определения опасностей на уровне ног для людей с ограни-
ченными возможностями здоровья по зрению, выраженных в виде ступе-
нек, ям или других резких изменений высоты рельефа с помощью специ-
альных миниатюрных насадок на обувь. Такие насадки должны будут 
уведомлять человека с ограниченными возможностями здоровья по зре-
нию о возникновении перечисленных опасностей. 

Задача данной статьи состоит в построении рецепторного слоя ИмИНС 
для задачи классификации динамических данных, поступающих с инфра-
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красных дальномеров, применяемых в технических устройствах (насадках 
на обувь) людям с ограниченными возможностями здоровья по зрению. 

Основная идея решения поставленной задачи заключается в построе-
нии такого рецепторного слоя ИмИНС, который генерировал бы различи-
мые серии импульсов для входных данных, получаемых при ходьбе поль-
зователя с ограниченными возможностями здоровья по зрению по ровной 
местности, спуске и подъеме по лестнице. 

 
Описание входных данных 

 
В качестве входных данных были использованы данные, полученные с 

помощью разработанного устройства, в виде насадки на обувь. Данное 
устройство обладает двумя излучающими инфракрасными диодами (L-
53SF6C ИК диод d = 5 мм, 860 нм, 100 мВт) и двумя инфракрасными 
транзисторами BPW96C, работающими в диапазоне 620–980 нм. Принци-
пиальная схема устройства представлена на рис. 1. 

 

 
Рис. 1. Принципиальная схема устройства 
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Данные с инфракрасных транзисторов поступали на аналоговые разъ-
ёмы микроконтроллера. На микроконтроллере при считывании данных 
получали аналоговый сигнал в диапазоне от 0 до 5 В. Для удобства счи-
тывания данные были дискредитированы с частотой 100 Гц и отнормиро-
ваны в диапазон 0–1023 (1024 шага с разрешением 0,0049 В). Дополни-
тельно данные не фильтровались и не сглаживались. На рис. 2 представ-
лен график изменения полученных величин во времени. 

 

Топология рецепторного слоя ИмИНС 
 

Задача рецепторного слоя в ИмИНС сводится к выполнению следующе-
го условия [7]. 
 ( )

xNin xw f in= , (1) 

где 
xNinw – частота выходных импульсов нейрона рецепторного слоя с индек-

сом x, а xin  – числовое значение, подаваемое на вход нейрона с индексом x. 
В практических задачах наиболее рационально использовать как можно 

более простые модели, удовлетворяющие решению задачи, тем более при 
необходимости автономного функционирования рассматриваемых техниче-
ских устройств помощи людям с ограниченными возможностями здоровья 
по зрению. В данном случае самой простой моделью является LIF-модель 
нейрона, которая описывается следующей формулой [8]: 

( ) ( )dv v t RI t
dt

τ = − + , 

где R – сопротивление на входной мембране нейрона, I – значение входного 
тока, v – внутренний потенциал нейронной мембраны, τ – временная харак-
теристики интегрирования поступающего сигнала, а t – определенный мо-
мент времени функционирования ИмИНС. Данное уравнение можно пре-
образовать к следующему виду: 

0( ( ) ( )) /dv v t v t
dt

= − τ , 

где 0v  – напряжение на входе нейрона. Таким образом, задача сводится к изме-
нению 0v  таким образом, чтобы частота выходных импульсов зависела от ин-
тенсивности входных данных, что соответствует формуле (1). Кроме того, для 
нейронов вводят еще три статических параметра: tr – время релаксации нейро-
на после испускания импульса на выходе, во время которого нейрон не вос-
приимчив к сигналам на входе, Vth – предельное напряжение на нейронной 
мембране, превышая которое нейрон испускает импульс и Vreset – значение 
потенциала нейронной мембраны сразу после импульса. В дальнейших экспе-
риментах зафиксируем эти параметры нейрона в соответствии с табл. 1. 
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Таблица 1 
 

Значения модели импульсного нейрона, используемые в экспериментах 
 

Время релаксации (tr) 10 мс 
Предельное напряжение до импульса (Vth) 100 мВ 
Напряжение на выходе нейрона после импульса (Vreset) 0 В 
Временная характеристики интегрирования (τ) 150 мс 

 

Для построения рецепторного слоя и проведения дальнейших экспе-
риментов был использован программный пакет симуляции ИмИНС 
BrianSimulator [9]. Исходя из обрабатываемых данных в рецепторном слое 
необходимо два импульсных нейрона, каждый из которых обрабатывает 
данные с одного ИК-транзистора независимо. Кроме того, в рецепторный 
слой был добавлен дополнительный нейрон, обрабатывающий разность 
сигналов с двух ИК-транзисторов с целью анализа зашумленности, кото-
рая может возникнуть. 

Структура экспериментальной программной установки с рецепторным 
слоем и анализатором представлена на рис. 3. 

Так как основным параметром распространяемых сигналов в ИмИНС явля-
ется частота импульсов, то для анализа выхода рецепторного слоя будет при-
меняться график динамики импульсов по времени, который отражает на вре-
менной оси моменты испускания импульса на выходе конкретным нейроном. 

 

 
 

Рис. 3. Структура рецепторного слоя 
 

Эксперименты 
 

В первом эксперименте на входы рецепторного слоя было подано воз-
действие соответствующее каждому из типов активности: ходьба по ров-
ной поверхности, спуск и подъем по лестнице. 

Исходные данные были выделены из входных данных с учетом того, 
какая активность наблюдалась в процессе сбора данных. В результате мо-
делирования были получены динамики выходных импульсов рецептор-
ных нейронов, показанные на рис. 4–6. 
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Анализ полученных результатов говорит о том, что для различных ти-
пов активности на выходе рецепторного слоя мы получаем различные 
паттерны динамики выходных импульсов нейронов. 

Для подтверждения данного результата был проведен второй экспери-
мент, в котором на вход рецепторного слоя подавалась вся последова-
тельность входных данных. В результате моделирования были получены 
динамики выходных импульсов рецепторных нейронов, показанные на 
рис. 7. 

Полученные в результате эксперимента данные так же приводят к на-
блюдению отчетливых паттернов для различных видов активности. Таким 
образом, можно утверждать, что реализованный рецепторный слой хоро-
шо выполняет свою функцию – для схожих входных воздействий генери-
рует схожие последовательности импульсов, а для различных входных 
воздействий – разные последовательности импульсов. 

Полученные результаты говорят о том, что предложенное решение по-
зволяет решить задачу обнаружения опасностей в виде ступенек, ям или 
других резких изменений высоты рельефа на уровне ног и создать на этой 
основе техническое средство реабилитации – насадки на обувь для людей 
с ограниченными возможностями здоровья по зрению.  

 
Направление дальнейших исследований 

 
Дальнейшие исследования могут продолжаться по пути реализации 

полноценной ИмИНС для решения задач классификации активности че-
ловека на основе данных, полученных с технических средств реабилита-
ции для людей с ограниченными возможностями здоровья по зрению и, 
как следствие, классификации комплекса различных типов неровностей 
рельефа с уведомлением о нем владельца. 

При этом применение ИмИНС в данном направлении является акту-
альным, так как обученная и реализованная модель ИмИНС может быть 
выполнена в миниатюрном аппаратном виде, что особо важно с точки 
зрения увеличения функциональных возможностей, упрощения и повы-
шения автономности рассматриваемых технических средств реабилита-
ции для людей с ограниченными возможностями здоровья по зрению. 

 
Заключение 

 
Предложенное в статье решение по построению рецепторного слоя 

ИмИНС для обработки данных с технического средства реабилитации для 
людей с ограниченными возможностями здоровья по зрению «Насадки на 
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обувь», позволяет преобразовывать входные данные различных датчиков 
в серию импульсов для их последующей обработки в ИмИНС. Это позво-
ляет решить задачу определения опасностей на уровне ног и создавать на 
этой основе различные технические решения в помощь людям с ограни-
ченными возможностями здоровья по зрению. 
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ПРОГРАММНОЕ ОБЕСПЕЧЕНИЕ ДЛЯ ИЗУЧЕНИЯ 
ДИНАМИКИ ПРЕОБРАЗОВАНИЙ СЕНСОРНЫХ 

СИГНАЛОВ В НЕЙРОННО-ГЛИАЛЬНЫХ СЕТЯХ МОЗГА 
 

Рассматривается описание версии интегральной математической мо-
дели обработки сигналов в нейронах и глиальных клетках и эксперимен-
тального образца программного обеспечения, который позволяет прово-
дить широкий спектр исследовательских работ по моделированию пере-
дачи нервной активности в сверхбольших нейрон-глиальных сетях корти-
кальных структур головного мозга. Такие исследования динамических 
режимов генерации и распространения сигналов ориентированы на пони-
мание фундаментальных принципов обработки информации в нейронных 
и нейрон-глиальных системах мозга.  

 
Ключевые слова: экспериментальный образец программного обеспе-

чения, модели клеточной активности, нейрон-глиальные сети, корти-
кальные колонки. 

 
Введение 

 
Изучение процессов управления в живых системах основано на разно-

образных формализованных модельных описаниях. В настоящее время 
для адекватного научного понимания существующих экспериментальных 
данных используются нейроноподобные модели и динамические режимы 
их функционирования. Целью данных прикладных научных исследований 
являлась разработка версии интегральной математической модели обра-
ботки сигналов в нейронах и глиальных клетках и прототипа программно-
го обеспечения, обеспечивающих компьютерную симуляцию передачи 
нервной активности в сверхбольших нейрон-глиальных сетях кортикаль-
ных структур головного мозга.  

Трудности выполнения такой работы связаны с необходимостью рас-
смотрения множества режимов функционирования разного вида иерархи-
ческих систем (связанных, например, с многообразием архитектур обра-
ботки сенсорных сигналов).  
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В живых системах обработка сигналов проводится на разных про-
странственных, временных, функциональных уровнях, и это означает, что 
для восприятия исследователями смысла разрабатываемых моделей коло-
нок в коре мозга и механизмов их работы необходимо представлять такие 
описания в виде набора частных моделей, соответствующих уровню рас-
смотрения кортикальной структуры и типу выполняемых этой структурой 
функциональных операций. 

Разработанное программное обеспечение (ПО) можно использовать, 
как минимум, в следующих областях: 

а) научные исследования, связанные с изучением механизмов функ-
ционирования корковых структур головного мозга животных, в частно-
сти, исследование фундаментальных принципов генерации и распростра-
нения сигналов, исследование процессов обработки информации на осно-
ве сигнализации и пластичности нейронных и нейрон-глиальных систем 
мозга; 

б) разработка эффективных алгоритмов обработки информационных 
сигналов и реализация этих алгоритмов в технических устройствах, вы-
полняющих операции, свойственные живым системам. 

Именно предполагаемые области применения ПО оказывают сущест-
венное влияние на формирование методологии конструирования такого 
симулятора. 

В физической методологии описания можно выделить три основных 
взаимосвязанных этапа: 1) на основе экспериментальных данных создает-
ся «базисная модель»; 2) изучаются возможные динамические режимы 
функционирования такой модели; 3) проводится сопоставление модель-
ных пространственно-временных режимов поведения с эксперименталь-
ными наблюдениями изучаемого объекта, формируется оценка адекватно-
сти выбранного модельного описания. Если нужно, то, согласно правилу 
«Практика - критерий истины», модель корректируется. 

 
1. Обработка сигналов на разных пространственно-временных 

и функциональных уровнях 
 

Известно, что живые прототипы мозговых структур устроены иерар-
хично, как, например, показано на рис. 1. Многие нейросетевые структу-
ры, обрабатывающие информацию в мозге, обладают фрактальной струк-
турой вложенных модулей внутри других модулей. Данное обстоятельст-
во является мотивацией для разработки многоуровневого описания при 
построении математических моделей. 
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В соответствии с результатами работ «Human Brain Project» [1] можно 
выделить, например, пять уровней описания: 1) молекулярный; 2) клеточ-
ный; 3) сетевых клеточных ансамблей; 4) структурные области; 5) мозг в 
целом. На каждом из этих уровней организации элементы интересующих 
нас кортикальных структур отвечают за поддержание определенных 
функциональных операций в иерархической организации всей системы, а 
характеристики формируемых операций зависят от особенностей обраба-
тываемых сенсорных сигналов для достижения заданных целевых функ-
ций того уровня, который они обслуживают.  

 

 
 

Рис. 1. Различные уровни описания процессов в мозге [2] 
 

При исследовании сложных систем обычно выделяют два вида иссле-
довательских подходов: Научный, в котором задача – понять, как устроен 
объект сам по себе, информация – чем больше, тем лучше, метод – вни-
кать во все детали; и Инженерный, в котором задача - достичь свою цель, 
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используя объект, информация – лишь самая необходимая, метод – осоз-
нать работу основного механизма. 

Моделирование отдельных нейронов и синапсов в составе крупномас-
штабных сетей (см., например, требования к симулятору в «Human Brain 
Project» о создании 89 млрд модельных нейронов и 100 трлн виртуальных 
соединений [1–2]) имеет существенно большую ценность ввиду возмож-
ности более адекватной экспериментальной верификации результатов 
компьютерных симуляций. Однако такой подход с физической точки зре-
ния представляется громоздким и затратным, поэтому в некоторых случа-
ях полезно использовать редуцированные модели, позволяющие рассмот-
реть работу мозга в более общем виде. Следовательно, при исследовании 
такого сложного объекта как мозг важно использовать оба подхода для 
более полного понимания происходящих в нем процессов, так как эти 
различные методы дополняют друг друга. Однако в данной работе был 
использован инженерный подход. В разработке и использовании версий 
редуцированного описания приоритет был отдан поиску смыслов, выде-
лению наиболее значимых механизмов в процессах обработки сигналов в 
сверхбольших нейрон-глиальных сетях кортикальных структур головного 
мозга. Поэтому моделирование на разных пространственных и временных 
масштабах проводится на специально сформулированных, смысловых 
моделях, связанных лишь с несколькими ключевыми уровнями функцио-
нирования нейрон-глиальных систем. 

Наиболее общая модель описывается с точностью до популяций ней-
ронов. В свою очередь, семейство более подробных моделей включает в 
себя точечные модели отдельных нейронов, астроцитов и синапсов. Си-
напсы описываются весом связи, пространственной координатой и вре-
менной задержкой. Отдельные нейроны здесь могут быть описаны фено-
менологически и через биофизические механизмы ионного транспорта 
(формализм Ходжкина-Хаксли). Примером феноменологического описа-
ния служит модель Ижикевича, а описания через биофизические меха-
низмы ионного транспорта – модель Ходжкина-Хаксли. Очевидно, что 
каждая из моделей адекватна лишь в своей области применимости, и эти 
области хоть и пересекаются, но не являются ни вложенными одна в дру-
гую, ни тем более, идентичными. В рамках одного программного продук-
та были выбраны те модели, которые лучше подходят для данного на-
чального исследования и разработки. 
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2. Программная реализация экспериментального образца 
 

Функционально экспериментальный образец программного обеспече-
ния можно разделить на несколько модулей, взаимодействующих между 
собой либо напрямую, либо через базу данных: (1) – серверная часть, от-
вечающая за взаимодействие с пользователем, (2) – модуль задач, отве-
чающий за запуск задач на выполнение, а также за обновление статисти-
ческой информации по задачам в базе данных, (3) – вычислительные мо-
дели, реализующие непосредственно расчёт с выбранными параметрами 
по выбранной модели. 

На рис. 2 представлена структурная схема экспериментального 
образца программного обеспечения. 

 

 
 

Рис. 2. Структурная схема экспериментального образца 
программного обеспечения 

 
Функционально части экспериментального образца программного 

обеспечения взаимодействуют следующим образом: 
1. Клиентская часть – Web-сервер: 
- построение и отображение графического интерфейса пользователя 

в браузере (поддерживаются все современные браузеры, в том числе и в 
мобильном исполнении); 

- полное взаимодействие пользователей с экспериментальным об-
разцом программного обеспечения (просмотр очереди задач, добавление 
новых задач, добавление файлов, поиск, просмотр и получение результа-
тов расчётов, просмотр статистики использования экспериментального 
образца программного обеспечения и т.д.). 

2. Web-сервер – база данных: 
- постановка задач в очередь на исполнение; 
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- удаление ненужных результатов расчётов (вместе со всеми сопут-
ствующими записями и файлами). 

3. Web-сервер – файловая система: 
- получение файлов-архивов с результатами расчётов. 
4. NodeJS - База данных: 
- постановка задач из очереди на выполнение в соответствии с вы-

бранными исходными данными, параметрами, моделью и т.д.; 
- внесение информации о времени старта и окончания выполнения 

задачи. 
5. NodeJS – файловая система: 
- сохранение результатов выполнения задач в определённых дирек-

ториях, в соответствии с записями в Базе данных (БД). 
Серверная часть экспериментального образца программного обеспече-

ния состоит из набора PHP-скриптов, между которыми происходит взаи-
модействие согласно действиям пользователя относительно выбранной 
вычислительной модели. 

Серверная часть реализует следующие функции: 
формирование (в том числе по шаблонам) и постановка в очередь на ис-
полнение новых задач по выбранным моделям; получение файлов-
архивов с результатами расчётов; удаление результатов проведённых ра-
нее расчётов (вместе со всеми сопутствующими записями и файлами); 
просмотр результатов, статистических данных по выполненным задачам; 
поиск шаблонов, задач, файлов по ключевым словам; добавление и удале-
ние файлов в БД, привязка файлов к выполненным задачам; создание и 
удаление шаблонов задач по моделям. 

 
Рис. 3. Структура таблиц и связей БД 
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Модуль задач состоит из одного исходного файла backend.js, который 
читается платформой Node.js при запуске. В процессе работы модуль задач 
постоянно обращается к БД. На рис. 3 приведена структура таблиц и связей 
БД. Основная функция модуля задач – проверка очереди запуска задач с 
интервалом обращения к БД в 1 с, и их последующий запуск на базе вычис-
лительного узла в случае его готовности к работе. По завершению выпол-
нения задачи c помощью внешней программы «zip» формируется выходной 
файл формата «ZIP», в котором содержатся «log» файл и результат выпол-
нения запускаемой задачи. После формирования выходного файла в БД 
заносятся сведения о выполненных задачах с меткой времени. 

Основная задача программы – запуск на выполнения задач на базе вы-
числительного узла. 

Вычислительные модели представляют собой исполняемые файлы, 
дополненные сформированными пользователем через веб-интерфейс фай-
лами параметров. Их корректный запуск осуществляется через веб-
интерфейс экспериментального образца программного обеспечения. 

 

3. Расчеты динамических процессов при преобразовании 
сенсорных сигналов 

 
Разработанное программное обеспечение насчитывает восемь вычис-

лительных модельных программ.  
3.1. Преобразования сенсорных сигналов в микроколонке при ис-

пользовании популяционной модели корковых структур. 
3.1.1. Популяционная модель микроскопического модуля коры. 
Для теоретического рассмотрения селективных свойств коры по отно-

шению к различным стимулам  использовалась теоретическая модель ее 
участков как двумерных плоских слоев, состоящих из большого количе-
ства нейроноподобных однотипных активных пороговых элементов, 
взаимодействующих между собой через возбуждающие и тормозные свя-
зи. Средние параметры популяции клеток, входящих в каждый активный 
элемент, описывают его состояние. В приближении однородности пара-
метров рассматриваемых активных элементов такая модель одного слоя 
описывается приведёнными ниже уравнениями на основе систем уравне-
ний, исследуемых с середины 80-х годов [3–4]. 

Для формирования структуры связей в модели использовались данные 
об устройстве модуля из четырёх слоёв коры в макроколонке (А – струк-
тура связей нервных клеток уровня 2/3, B – уровня 4, C- уровня 5, D – 
уровня 6) из работы [5]. В каждом слое учитывалось влияние друг на дру-
га популяции возбуждающий пирамидных клеток (E), популяции тормоз-
ных (ингибиторных) интернейронов (I) и глиальных клеток (А) в слое и 
взаимное влияние слоёв, схема которого составлена по данным измерений 
активности реальных клеток внутри слоёв. 
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Переменные, описывающие состояние возбуждающих и тормозных ней-
ронов имеют смысл относительного количества возбуждённых волокон в 
малом объеме в момент времени t и пропорциональны количеству импуль-
сов, распространяющихся по нервным путям клеток соответствующего слоя. 

Активация клеток происходит внешним стимулом. Входной (внешний) 
сигнал (в общем случае многомерный) через нейроны специфического 
(релейного) ядра таламуса (Тh, T) по таламо-кортикальному пути посту-
пает в шестой и четвёртый слои коры. Например, двумерный зрительный 
сигнал проходит первичную обработку в зоне первичной зрительной ко-
ры. Функция пространственной связи между элементами слоя определяет 
настройку данного нейронного слоя на операцию по выделению опреде-
ленного признака исходного стимула. 

Содержание АТФ в нейронах определяется состоянием глиальных 
клеток. Способность астроцитов выделять молекулы глиотрансмиттеров 
во внеклеточное пространство, влияющих на нейрональную активность, 
была обнаружена около двух десятилетий назад, поэтому было сделано 
предположение, что астроцитарные клетки участвует в нейрональных се-
тевых процессах [6]. На основе этих данных в модели слоя учтены актив-
ность клеток глии и состояние энергетической функции, характеризую-
щей содержание АТФ в нейронах слоя. 

В разработанном ПО имеется удобный интерфейс задания параметров 
модели, сохранения и поиска результатов расчётов по тегам. При задании 
параметров выводится формульная запись системы уравнений. 

3.2. Пример применения биоморфных моделей кортикальной ко-
лонки для семантического анализа изображений. 

3.2.1. Распознающая система из нейроноподобных элементов. 
Вычислительная модель участка коры состояла из нескольких корти-

кальных колонок, выполняющих свою, специфическую обработку посту-
пающей сенсорной информации в виде изображения [7]. В результате рабо-
ты подобной структуры формируется семантическое описание обрабаты-
ваемого изображения, которое представлено активностью различных эле-
ментов моделируемого участка коры. Активность различных колонок такой 
искусственной структуры соответствует узнаванию того или иного объекта 
на сцене, и определению его свойств. В использованной модели, каждая 
отдельная колонка соответствует одному объекту из известного системе 
распознавания семантического словаря, наблюдаемого под определенным 
углом зрения. Искусственная структура построена как сеть из вертикально 
ориентированных колонок с четкими функциональными ролями слоев 
внутри них. Внутри каждой колонки обеспечивается выделение семантиче-
ских признаков, возбуждение или торможение других колонок, участвую-
щих в процессе обработки поступающей визуальной информации, форми-
рование новых связей между активными элементами (нейронами и глиаль-
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ными клетками), изменение весов существующих связей и выделение наи-
более существенных признаков распознаваемых объектов. 

Важной особенностью представленной модели является то, что струк-
тура кортикальной колонки имеет универсальную природу и позволяет, 
используя небольшой набор типов нейронов, выполнять операции анализа 
изображений с целью обнаружения объектов различных типов. Например, 
лиц людей, пешеходов, автомобилей и указывать их характерные свойст-
ва. Такие как цвет, размер, местоположение, пол, возраст и т.д. 

3.2.2. Назначение биоморфной модели кортикальной колонки. 
Биоморфная искусственная модель кортикальной колонки предназна-

чена для обнаружения объектов, заданных типов на изображении.  Каж-
дому объекту из реального мира соответствует одна или несколько искус-
ственных кортикальных колонок, которые активируются, если на их вход 
подается сигнал, соответствующий объекту заданного типа. На рис. 4 по-
казаны области активности кортикальных колонок, которые обучены на 
различные объекты реального мира. 

 

 
 

Рис. 4. Оклик двух кортикальных колонок на объекты реального мира 
различных типов: автомобили и лица людей 

 
В настоящий момент, система сканирования последовательно подает 

на вход набору искусственных кортикальных колонок фрагменты изобра-
жения. Для тех фрагментов, которые приводят к активности искусствен-
ных нейронов во всех слоях кортикальной колонки, выдается сигнал о 
том, что в этих фрагментах находится объект того типа, который ассоции-
рован с активированной колонкой. Таким образом, анализируя активность 
множества искусственных кортикальных колонок мы, в итоге, можем по-
лучить семантическое описание изображения, которое состоит из набора 
активности искусственных кортикальных колонок, связанных с местопо-
ложением различных объектов на изображении и их размерами. 

 

Выводы 
 

Разработанная версия интегральной математической модели обработки 
сигналов в нейронах и глиальных клетках и экспериментальный образец 
программного обеспечения позволяют проводить широкий спектр иссле-
довательских работ по моделированию передачи нервной активности в 
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сверхбольших нейрон-глиальных сетях кортикальных структур головного 
мозга. Исследования динамических режимов генерации и распростране-
ния сигналов ориентированы на понимание фундаментальных принципов 
обработки информации в нейронных и нейрон-глиальных системах мозга. 

• Разработана версия интегральной модели модуля микроколонки из 
четырех слоев, описывающая взаимодействие ансамблей возбуждающих, 
тормозных нейронов, глиальных клеток и уровней их «энергетического» 
обеспечения. 

• Проведены расчеты динамических режимов преобразования внеш-
них сигналов в нескольких редуцированных моделях, при этом приведены 
лишь тестовые примеры из потенциально возможного набора режимов.  

• Показана возможность составления каталога режимов функциони-
рования предложенных моделей нейронно-глиальных ансамблей, а также 
составление описаний и интерпретационных версий, для изучаемой сис-
темы в биофизических или нейрофизиологических терминах. 

• Приведены примеры работы искусственной кортикальной колонки, 
выделяющей объекты заданного типа. 

В дальнейшем планируется расширять используемый набор вычисли-
тельных моделей и при необходимости дорабатывать экспериментальный 
образец программного обеспечения. 
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АКСИОМАТИЧЕСКОГО ТИПА, 

ЭФФЕКТИВНАЯ В ПРИЛОЖЕНИЯХ 
 

Приведены сведения о наиболее употребительных аксиоматических 
моделях нейронов. Дано описание математической модели нейрона ак-
сиоматического типа, эффективной в приложениях. Приведены приложе-
ния рассматриваемой аксиоматической модели для исследования различ-
ных видов нейронной активности: импульсной генерации, пачечной гене-
рации, синхронизации нейронных ансамблей, взаимной синхронизации 
нейронных ансамблей с образованием единого ритма. 

 
Ключевые слова: аксиоматическая модель нейрона, синхронизация 

нейронных ансамблей, синхронизация почти-периодическим воздействи-
ем, взаимная синхронизация. 

 
Введение 

 
В настоящее время известно несколько видов математических моделей 

нейронов, а именно: 1) формальные аксиоматические модели; 2) модели 
импульсных или спайковых нейронов; 3) другие модели. Классификация 
известных моделей нейронов иллюстрируется рис. 1. 

Наибольшее число приложений имеют аксиоматические модели. Сре-
ди аксиоматических моделей наибольшее приложение имеет нейрон 
МакКаллока-Питтса и его модификации. Приведем данные о наиболее 
известных аксиоматических математических моделях нейронов. Для ком-
пактного представления наиболее известных математических моделей 
сгруппируем их в виде таблицы, составленной в хронологическом поряд-
ке по мере появления моделей. 
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Рис. 1. Классификация математических моделей нейронов 
 

Таблица 
 

Классификация аксиоматических моделей нейронов 
 

№ Математическая модель нейрона Автор Год 
1 МакКаллока-Питтса [1] МакКаллок, Питтс 1943 
2 Винера-Розенблюта [2] Винер Н., Розенблют А. 1946 
3 Нейрон Хебба [3] Хебб Д. 1949 
4 Звезды Гроссберга [4] Гроссберг С. 1969 
5 Маркина и др. [5] Маркин В.С. и др. 1981 
6 Нейроны типа WTA [6] Липпман Р., Хемминг 1987 
7 Стохастический нейрон   
8 Ижикевича [7] Ижикевич Е. М. 2003 
9 Блокинг-релаксационный нейрон [8, 9] Мазуров М. Е. 2007 
10 Бионический нейрон [10] Вальцев В.Б. 2008 

 
Отметим, что имеются другие аксиоматические модели нейронов, и 

разработка этих моделей продолжается в настоящее время.  
 

Описание аксиоматической модели 
 

Аксиоматическая модель нейрона задается в виде двух различных 
функций на двух последовательных временных участках 

1 1 2 1( ) ( ),   ;   ( ) ( ),  y t f t t t y t f t t t T= ϕ + ≤ = ϕ + < ≤ . 
Оба полученных решения сшиваются при переходе от первого ко вто-

рому. В дальнейшем вторая часть решения заканчивается при достижении 
вторым уравнением порогового значения. Достижение порогового значе-
ния может осуществляться естественным образом, либо за счет внешнего 
воздействия. 
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С помощью этой модели была исследована закономерность образова-
ния единого ритма сердца, автоволновые процессы в двухмерных и трех-
мерных системах, механизмы периодики Венкебаха, колебания импульс-
ных нейронов в виде периодических последовательностей, в виде пачеч-
ных колебаний и ряд других приложений. Форма потенциала и динамиче-
ского порога в аксиоматической модели показана на рис. 2. 

 

 
 

Рис. 2. Форма потенциала и динамического порога 
в модифицированной аксиоматической модели: а – осцилляторная, 

б – неосцилляторная возбудимая ткань. На рисунке справа показаны формы 
потенциала и динамического порога для аксона кальмара; пейсмекерной клетки 

синоатриального узла кролика; волокна Пуркинье сердца 
 

Типовая форма колебаний нейрона показана на рис. 3 слева. С помо-
щью рассматриваемой аксиоматической модели можно описать колебания 
любого автогенератора, например, автогенератора синусоидальных коле-
баний, показанные на рис. 3 справа. 

 

 
 

Рис. 3. Форма колебаний нейрона и автогенератора синусоидальных колебаний 
по аксиоматической модели 
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Рассматриваемая аксиоматическая модель иллюстрирует два фунда-
ментальных свойства синхронизации. 1) Чем ближе форма колебания к 
синусоидальной, тем меньше полоса синхронизации. 2) Если задать до 
пороговое решение в виде линейных функций, то можно точно доказать в 
случае двух синхронизируемых автогенераторов, что единый ритм уста-
навливается на частоте более высокочастотного осциллятора или, более 
точно, на частоте очень близкой к частоте высокочастотного осциллятора. 
В работах [11, 12] показано, что при равенстве коэффициентов связи в 
формуле (3) 1 2c c c= =  для единого ритма можно получить аналитическое 
соотношение в виде 

ед.ритм max max min( )f f c f f= − − . 
Рассматриваемая аксиоматическая модель нейрона позволяет генери-

ровать любые сложные колебания нейрона, например пачечные колеба-
ния. В качестве примера были рассмотрены колебания таламо-
кортикального нейрона слева на рис. 4, справа показан результат модели-
рования колебаний этого нейрона. 

 

 
 

Рис. 4. Колебания таламо-кортикального нейрона слева, справа – результат моде-
лирования колебаний 

 
Второй вариант аксиоматической модели 

 
В рассматриваемой аксиоматической модели вторая часть нейронного 

импульса, описывающая стадию гиперполяризацию, может быть задана 
дифференциальным уравнением. В этом случае математическая модель 
задана на интервале периода различным образом на двух участках, при-
чем на втором участке дифференциальным уравнением первого порядка. 
Математическая модель нелинейной системы импульсного нейрона может 
быть записана следующим образом 
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;1

1

0( ) ( )      
,( )   

t ty t f t
t t Ty ay b f t
≤ <= ϕ +⎧

⎨ ′ ≤ <+ = +⎩
 

где T  – период автогенератора; ( )tϕ  – решение системы на участке 

10 t t≤ < , оно может задаваться произвольно; ( )f t  – внешнее периодиче-
ское синхронизирующее воздействие в виде одной или нескольких им-
пульсных последовательностей. 

Оба решения сшиваются при переходе от первого ко второму. В даль-
нейшем вторая часть решения заканчивается при достижении решением 
дифференциального уравнения порогового значения. Достижение порого-
вого значения может достигаться естественным образом, либо за счет 
внешнего воздействия. Пример исследования синхронизации при исполь-
зовании внешнего возбуждения в виде последовательности суммы двух 
периодических импульсных последовательностей приведен на рис. 5. 
Синхронизация осуществлялась двумя периодическими импульсными 
последовательностями. Значения параметров уравнения a = 0,07; b = 0,02. 

 

 
 

Рис. 5. Синхронизация почти-периодической функции двумя внешними 
периодическими последовательностями с несоизмеримыми периодами 

 
Приведенный пример иллюстрирует фундаментальное свойство син-

хронизации почти-периодическим внешним воздействием, заключающий-
ся в том, что ни одно внешнее периодическое воздействие не может син-
хронизировать автоколебательную систему; синхронизация осуществля-
ется на частоте, равной ε -почти-периоду почти-периодической функции 

( )f t  [13]. 
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Взаимная синхронизация в ансамблях 
 

Исследуем на той же самой математической модели два связанных ге-
нератора 

;1 1 1 1 1 1 1 2 1 1

.2 1 2 2 2 2 2 1 1 2

( ),   ;   ;         
( ),    ;  ;      

y t t t y a y b c y t t T
y t t t y a y b c y t t T

′= ϕ ≤ + = + < ≤⎧
⎨ ′= ϕ ≤ + = + < ≤⎩

 

Здесь 1 2 1 2,  ,  ,  a a b b  – параметры дифференциальных уравнений, 1 2,  c c  – 
коэффициенты связи. Из вычислительного эксперимента видим захваты-
вание низкочастотного генератора более высокочастотным, происходящее 
в момент времени 1t , что иллюстрируется рис. 6. 

 

 
 

Рис. 6. Формирование единого ритма двух связанных нейронов на частоте 
более высокочастотного нейрона, форма колебаний которого показана сверху 

 
Исследование двух связанных нейронов или релаксационных осцилля-

торов с помощью аксиоматической модели иллюстрирует фундаменталь-
ные свойства синхронизации, заключающейся в том, что при взаимодей-
ствии двух связанных осцилляторов единый ритм устанавливается на час-
тоте более высокочастотного осциллятора или более точно на частоте 
очень близкой к частоте высокочастотного осциллятора [11, 12]. 

 
Вычислительный алгоритм 

 
Рассмотрим вычислительный алгоритм для расчета процесса синхро-

низации с помощью третьей аксиоматической модели. При использовании 
незначительных модификаций алгоритм может быть использован для на-
хождения решений первой и второй математических моделей. Обозначим 
внешнее синхронизирующее воздействие ( )f t , с периодом сT , заданное в 

интервале [0, ]сT . Форму колебаний в интервале [0, ]T , где T  период 
релаксационного генератора, считаем заданной в виде ( )u t . Полагаем, 
что синхронизация производится короткими импульсами при превыше-
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нии заданного динамического порога ( )r t . Динамический порог задан 
также в интервале [0, ]T . Будем рассматривать простейший вариант ди-
намической пороговой функции 

п 1 ;
( )

0 ,
U t t T

r t
t t

≤ ≤⎧
= ⎨∞ < <⎩

 

где пU  – пороговое значение. Экспериментально установлено, что в ак-
тивных средах пороговая функция может иметь сложную форму, некото-
рые виды пороговых функций показаны на рис. 2. 

Полагаем, что форма функции ( )u t  и пороговое ( )r t  заданы своими от-
счетами в виде ( )u n t , ( )r n t , где n M≤ , т.е. период релаксатора 
T N t= . Функции ( )u n t , ( )r n t  могут формироваться программным 

путем. Внешнее импульсное воздействие имеет период сT T≤ . Полагаем, 
что если передний фронт импульса превышает величину динамического 
порога, то происходит внеочередное возбуждение импульса ( )u t  и появле-
ние соответствующего динамического порога возбуждения ( )r t . При пере-
численных условиях вычислительный алгоритм можно представить в виде 

( ) (( ) );
( ) (( ) ),

u n t u n k t
r n t r n k t

= −⎧
⎨ = −⎩

 

где ( )u t  характеризует форму решения, а ( )r t  – форму динамического 
порога на всем интервале времени; n  – текущие моменты времени; 
k N∈  – последовательные натуральные числа, характеризующие момен-
ты превышения динамического порога возбуждения, согласно условию 

( ) ( ) ( )f k t u k t r k t+ ≥ . 
Последовательные значения k N∈  определяются при численных рас-

четах в моменты превышения порогового значения. Последнее условие 
характеризует внеочередное появление функции ( )u t  при превышении 
суммарным значением ( ) ( )f t u t+  динамического порога возбуждения 

( )r t . Это является характерным свойством возбудимых сред. 
Алгоритм включает: формирование формы нейронных импульсов, 

формирование динамического порога. Указанные характеристики вводят-
ся в виде массивов точек, либо формируются программным путем. Вы-
полнение пороговых условий производится в теле программы. Такой спо-
соб введения входных данных позволяет гибко учитывать реальные экс-
периментальные данные нейронов. 
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Описанные алгоритмы были реализованы в программной среде 
Matlab7. Расчет в области, где решение описывалось дифференциальным 
уравнением, проводился по методу Эйлера. 

 

Заключение 
 

Приведены сведения о наиболее употребительных аксиоматических 
моделях нейронов. Дано описание математической модели нейрона ак-
сиоматического типа, эффективной в приложениях. Приведены приложе-
ния рассматриваемой аксиоматической модели для исследования различ-
ных видов нейронной активности: импульсной генерации, пачечной гене-
рации, синхронизации нейронных ансамблей, взаимной синхронизации 
нейронных ансамблей с образованием единого ритма. 
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ПРИНЦИП МИНИМИЗАЦИИ ЭМПИРИЧЕСКОГО РИСКА 
И УСРЕДНЯЮЩИЕ АГРЕГИРУЮЩИЕ ФУНКЦИИ 

 
В работе предлагается расширенный вариант принципа минимизации 

эмпирического риска для решения задач машинного обучения. Он строит-
ся на основе применения усредняющих агрегирующих функций для вы-
числения риска на основе значений потерь вместо среднего арифметиче-
ского. Предлагается градиентная схема для решения задачи минимизации 
расширенного эмпирического риска. Приведены иллюстративные приме-
ры построения робастной процедуры оценки параметров в задаче линей-
ной регрессии и классификации на базе использования усредняющей 
функции, аппроксимирующей медиану или квантиль. 
 

Ключевые слова: эмпирический риск, агрегирующая функция, итера-
тивное перевзвешивание. 

 
Введение 

 
Решение многих задач машинного обучения основано на применении 

принципа минимизации эмпирического риска [1]. Он состоит в том, чтобы 
свести к минимуму величину средних потерь от ошибочного функциони-
рования обученной системы на заданном конечном наборе прецедентов. 
Величина эмпирического риска оценивается как среднее арифметическое 
от потерь: 

 
1

1ER( ) ( ),
N

k
kN =

= ∑w w  (1) 

где ( )k w  – функция потерь, связанная с ER(w*)= min
w

ER(w), k -м преце-

дентом. Искомые значения параметров *w  минимизируют эмпирический 
риск: 

ER(w*)= min
w

ER(w).  
Однако в условиях выбросов в эмпирическом распределении потерь оцен-
ка (1) может оказаться смещенной. При этом выбросы могут связаны как с 
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искажениями в исходных данных, так и с неадекватностью используемой 
модели (например, когда используется линейная модель вместо неизвест-
ной априори нелинейной модели). При помощи классического  
M-метода [2, 3] проблема выбросов решается на основе применения ска-
лярного функционального преобразования величины ошибки или отступа, 
которое в определенных случаях может «подавлять» выбросы. Так, 

 
1

1ER( ) ( )),
N

k
k

r
N =

= ϕ(∑w w  (2) 

где rk (w)  – величина оценки невязки или отступа для k -го прецедента; 
ϕ  – неотрицательная квазивыпуклая дифференцируемая функция, имею-
щая единственный минимум, равный нулю. Однако существует ряд задач, 
для которых M-метод не позволяет преодолеть проблему выбросов. 
В этих случаях был использован другой подход, основанный 
на применении эмпирических оценок среднего, которые устойчивы 
к выбросам, например, медианы [9, 10], квантиля [13], экспектиля [12]. В 
данной работе рассматривается обобщающий подход, когда для оценки 
средних потерь будут использоваться усредняющие агрегирующие функ-
ции стандартного типа. Этот подход в определенном смысле обобщает  
M-метод и дает универсальный метод по решению задачи минимизации 
эмпирического риска в условиях выбросов. 

 
Стандартные усредняющие агрегирующие функции 

 
Приведем определение агрегирующей функции (АФ), следуя [4, 5]. 

Пусть ⊂I R  – связный сегмент вещественной прямой R . Обозначим 
*I  – множество всех конечных последовательностей *

1{ ,..., }Nz z ⊂ I . 
Агрегирующая функция – это отображение M: I * → I , такое что  

∪
∞

=

=
1
MM

N
N , где функция MN : I N → I  удовлетворяет следующим требо-

ваниям: 1) 1inf M{ , ..., } infNz z = I  и 1sup M{ ,..., } supNz z = I ; 2) если 

1 1,..., N Nz z z z′ ′′ ′ ′′≤ ≤ , то },...,{M},...,{M 11 NN zzzz ′′′′≤′′ . 
Усредняющая АФ, по определению, удовлетворяет дополнительному 

требованию: 
},...,max{},...,{M},...,min{ 111 NNN zzzzzz ≤≤ . 

Далее усредняющие АФ будем называть усредняющими функциями 
(УФ). Любая УФ при определенных условиях может быть определена при 
помощи соответствующей ей штрафной функции [6, 7]. Функция 
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1( ,..., , )NP z z u  является штрафной функцией, если она удовлетворяет сле-
дующим требованиям: 1) 1( ,..., , ) 0NP z z u ≥ ; 2) 1( ,..., , ) 0NP z z u = , только 
если 1 ... Nz z u= = = ; 3) множество 

1,..., 1 min{ : ( ,..., , ) }
Nz z Nu P z z u P= =M , где 

min 1min ( ,..., , )u NP P z z u= , является синглетоном или связным сегментом. 
УФ, основанная на штрафной функции определяется следующим обра-

зом. УФ M P , основанная на штрафной функции, определяется следую-
щим образом: 1 1M { ,..., } min ( ,..., , )P N u Nz z P z z u= , если 

1,..., Nz zM  – синглетон 

и 1M { , ..., } ( ) / 2P Nz z a b= + , если 
1,..., Nz zM  – сегмент с концами a и b. 

Рассмотрим штрафные функции следующего вида: 

1
1

( ,..., , ) ,
N

N k
k

P z z u z u
=

= ρ( )∑ , 

где , ( ( ) ( ))k kz u g h z h uρ( ) = − – функция несходства, g  – неотрицательная 
и выпуклая, (0) 0g = , h  – монотонная обратимая функция. Такие УФ бу-
дем называть стандартными. Так как стандартные УФ определены неявно, 
как решение задачи минимизации, то необходимы эффективные методы 
вычисления их значений. Рассмотрим некоторые градиентные и одну ите-
рационную процедуру для вычисления значений стандартной усредняю-
щей функции. 

 
Принцип минимизации усредненных потерь 

 
Пусть Mρ  – некоторая стандартная усредняющая АФ. Определим эм-

пирический риск, основанный на Mρ , следующим образом:  
 1ER( ) M { ( ),..., ( )}.Nρ=w w w  (3) 

Классический эмпирический риск (1) — частный случай (3), когда Mρ  – 

среднее арифметическое. Оптимальный набор параметров w*  
в соответствии с принципом минимизации риска минимизирует функцию: 

ER(w*)= min
w

Mρ{ℓ 1(w),...,ℓ N (w)} 
Такой подход уже использовался для определения агрегирующих 

функционалов для оценки качества алгоритмов в [14, 15] при определении 
агрегированно корректных операций над алгоритмами. В [9, 10] при ре-
шении задачи регрессии оценки средней квадратичной ошибки вместо 
среднего арифметического использовалась медиана, так как она является 
робастной оценкой среднего значения. В [13] при построении одного ро-
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бастного варианта метода SVM для усреднения потерь использовались 
медиана и α�квантиль. 

Для применения градиентных методов поиска *w  необходимо уметь 
вычислять градиент 1M { ,..., }.Nz zρ  Пусть ,z uρ( )  имеет производные 

,uz z u′′ρ ( )  и ,uu z u′′ρ ( ) . Обозначим 1M { ,..., }.Nz z zρ= Тогда k-я (1 k N≤ ≤ ) 
частная производная вычисляется следующим образом: 

1

1

M { ,..., } ( , )

( , )

N uz k
N

k
uu j

j

z z z u
z z u

ρ

=

∂ ′′−ρ
=

∂ ′′ρ∑
, 

за исключением случаев, когда знаменатель равен нулю. Если ,z uρ( )  – 
строго выпуклая по u, то знаменатель всегда отличен от нуля за исключе-
нием тривиального случая 1 ... Nz z= = . Если существуют градиенты 

1 ( ),..., ( )Nw w , то 

 1

1

( ( ), ) grad ( )
grad ER( )

( ( ), )

N

uz k k
k

N

uu k
k

u

u

=

=

′′− ρ
=

′′ρ

∑

∑

w w
w

w
, (4) 

где 1M { ( ), ..., ( )}Nu ρ= w w . Для удобства запишем (4) в другой форме: 

1
grad ER( ) ( ( ), ) grad ( ),

N

k k
k

u
=

= α∑w w w  

где                                   

1

( ( ), )
( , ) .

( ( ), )

uz k
k N

uu j
j

u
z u

u
=

′′−ρ
α =

′′ρ∑
w

w
 

Если , ( )z u g z uρ( ) = − , где g  – строго выпуклая функция, то 

( ( ), ) 0k uα ≥w , 
1

( ( ), ) 1.
N

k
k

u
=

α =∑ w  

 
Градиентные схемы минимизации усредняющего функционала 

 
Решение задачи поиска оптимального набора параметров *w  и значе-

ния минимального риска *u  можно осуществлять численно при помощи 
методов градиентного спуска: 

procedure PBFG( 0w ) 
    0t ←  
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    repeat  
        1M { ( ),..., ( )}t Nu ρ← w w  

        1
1

( , ) grad ( )
N

t t t k t t k t
k

h u+
=

← − α∑w w w w  

        1t t← +  
    until { }tw  и { }tu  не стабилизируются  

Здесь для вычисления на каждом шаге величины 1M { ( ),..., ( )}t Nu ρ= w w  
можно использовать любую градиентную процедуру, если выполняется 
достаточное условие ее сходимости. В качестве начального приближения 
для tu  можно использовать 1tu − . 

Заметим, что *w  и *u  являются решением системы уравнений: 

 1

1

( ( ), ) 0

( ), ) grad ( ) 0

N

u k
k

N

k k
k

u

u

=

=

′ρ =

α =

∑

∑

w

w w
 

Поэтому для решения этой системы уравнений можно использовать аналог 
итерационного метода Зейделя для решения систем нелинейных уравнений: 

procedure PBFG2( 0w ) 
    0t ←  
    repeat  
        1M { ( ),..., ( )}t Nu ρ← w w  

        1
1

: ( , ) grad ( ) 0
N

t k t t k
k

u+
=

← α =∑w w w w  

        1t t← +  
    until { }tw  и { }tu  не стабилизируются  
Здесь на каждом шаге сначала вычисляется 1M { ( ),..., ( )}t Nu ρ= w w , 

которое является решением первого уравнения относительно u  при фик-
сированном tw . Затем ищется решение 1t+w  второго уравнения относи-
тельно w  при фиксированном tu .  

Для упрощения вычислений можно свести его к варианту метода ите-
рационного перевзвешивания, в котором значения весовых функций 

( , )k k t tuα = α w  считаются перед решением второго уравнения. 
procedure PBFG3( 0w ) 
    0t ←  
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    repeat  
        1 1,..., ( ),..., ( )N Nz z ← w w  
        1M { ,..., }t Nu z zρ←  
        1 1,..., grad M { ,..., }N Nz zρα α ←  

        1
1

: grad ( ) 0
N

t k k
k

+
=

← α =∑w w w  

        1t t← +  
    until { }tw  и { }tu  не стабилизируются  

 
Робастные оценки средних потерь 

 
Среднее арифметическое, как эмпирическая оценка средних потерь, 

адекватна со статистической точки зрения на основе принципа максимума 
правдоподобия, если величины потерь распределены по нормальному зако-
ну. Однако даже для нормального закона среднее арифметическое 
не является робастной оценкой. Поэтому для оценки среднего в некоторых 
случаях вместо среднего арифметического стали использовать медиану  или 
даже квантили. Показано [9, 10], что в задаче восстановления линейной 
регрессии путем минимизации медианы от квадрата ошибки возможно на-
ходить искомые параметры в условиях, когда имеется до 50 % выбросов, 
что практически невозможно достичь при помощи M-метода [2, 3]. При 
помощи MM-метода [8] найти искомые параметры в принципе возможно, 
однако он предполагает последовательное решение двух задач: сначала за-
дачи поиска параметра масштаба в распределении потерь, а затем уже зада-
чи минимизации средних потерь, с учетом найденного параметра масштаба. 
Так как медиана, недифференцируемая функция, то градиентные процеду-
ры для минимизации функционала риска применить невозможно. Однако 
вместо медианы можно использовать функции среднего из параметриче-
ского семейства дифференцируемых УФ вида  

1
1

med { ,..., } argmin ( ),
N

N u k
k

z z z uα α
=

= ρ −∑  

основанных на функции несходства ( )z uαρ − , удовлетворяющей сле-
дующим требованиям: 

0lim ( ) | |r rα→ αρ = ; 

0lim ( ) signr rα→ α′ρ = . 
Например, при 0α > :  

( ) | | ln( | |) lnr r rαρ = −α α+ + α α ; 
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2 2( )r rαρ = α + −α . 
Аналогично можно построить параметризованные усредняющие 

функции, которые при 0α→  сходятся к функции ( ) | |r rα αρ = , которая 
определяет квантили. 

 
Применение для построения робастных процедур 

решения задач регрессии и классификации 
 

На основе оценки риска (3) построим методы оценки устойчивых па-
раметров линейной регрессии и прямой линии, разделяющих два класса 
на плоскости. Примеры будут подбираться так, чтобы продемонстриро-
вать робастные возможности предлагаемого подхода. 

Задача регрессии обычно сводится к задаче минимизации средней 
квадратической ошибки: 

2

1

1ER( ) ( ),
N

k
k

r
N =

= ∑w w  

где ( ) | ( , ) |k k kr f y= −w x w  – величина невязки, ( , )f x w  – линейная функция. 
Задачу линейного разделения 2-х классов можно свести к задаче ми-

нимизации функционала: 

1

1ER( ) (1 ( )) ,
N

k
k

d
N +

=

= −∑w w  

где ( ) ( , )k k kd y f=w x w  – величина отступа, ( , )f x w  – линейная функция, 
( ) [ 0]S S S+ = ≥ . 

Для построения робастной процедуры решения задачи регрессии и 
классификации вместо среднего арифметического будем использовать УФ 
M

αρ
  с ( )rαρ , 0, 001 0, 01α ≈ ÷ , где αρ  – функции несходства, приведен-

ные выше. Результаты расчетов представлены ниже на рисунках вместе 
с описанием исходных данных. В случае линейной регрессии строится 
алгоритм LQSα  – вариант метода LQS (Least Quantile of Squares) [9, 10], 
который основан на минимизации medα  ( 0,01α = ) от квадратов ошибки. 
В случае задачи классификации строится алгоритм LQHSα  (Least Quantile 
of Hinge of Squares), который основан на минимизации medα  ( 0,01α = ) 
от значений функции Хинжа от величины отступа. 

Пример 1. В этом примере данные искусственно подобраны так, что-
бы применение метода наименьших квадратов и M-метода приводило 
к «развороту» прямой линии. Неискаженная линейная зависимость y = 3x. 



ISBN 978-5-7262-2400-8 НЕЙРОИНФОРМАТИКА-2017. Часть 1 

108 УДК 004.032.26(08) Нейронные сети 

Искажения включают: равномерный шум с амплитудой 3 и 6, соответст-
венно; выбросы сверху и снизу от исходной прямой линии, которые со-
ставляют 50 и 80 % от числа «нормальных», соответственно. 

 

        
 

Пример 2. В этом примере данные также искусственно подобраны так, 
чтобы применение метода наименьших квадратов и M-метода приводило 
к «развороту» прямой линии. Неискаженная линейная зависимость y = 3x. 
Искажения включают: равномерный шум с амплитудой 2 и 4, соответст-
венно; отношения объема данных для восстановления методом наимень-
ших квадратов к искажениям, которые представляют шум, который «тяго-
теет» к верхней и нижней границе графика, составляют 1/4 и 1/5, соответ-
ственно. Эти искажения также уверенно «разворачивают» прямую при 
восстановлении при помощи метода QR α  (Quantile Regression) при самом 
лучшем подборе параметра α . 
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Пример 3. В этом примере данные также искусственно подобраны так, 
чтобы применение метода SVM приводило к «развороту» прямой линии, 
разделяющей два класса. 

        
Заключение 

 
Предложенное обобщение принципа минимизации эмпирического 

риска на основе применения стандартных усредняющих агрегирующих 
функций для усреднения величин потерь позволяет решать более широ-
кий класс задач обучения, особенно в условиях выбросов. Это достигается 
за счет применения дифференцируемых стандартных усредняющих АФ, 
которые обладают свойством робастности. Для минимизации усредненно-
го риска и поиска оптимальных параметров алгоритмов распознавания и 
прогнозирования предложен алгоритм итеративного перевзвешивания. 

Работа выполнена при поддержке гранта РФФИ 15-01-03381. 
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АДАПТИВНАЯ КЛАССИФИКАЦИЯ 

ОБРАЗОВ НЕЙРОННОЙ АКТИВНОСТИ 
МОДЕЛИ АУДИАЛЬНОГО АНАЛИЗАТОРА 

 
В работе рассматривается проблема интерпретации вызванных био-

электрических потенциалов с позиции классификации множеств, в задаче 
анализа экстралингвистических особенностей речи. Предложен подход к 
обработке речевых сигналов с использованием физиологически обосно-
ванной модели слуховой периферии, имитирующей возбуждение нервных 
волокон в ответ на акустический стимул, и нейросетевого двухступенча-
того адаптивного классификатора на основе карт самоорганизации и ра-
диальных базисных функций. 
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Введение 

 
Речь является уникальной способностью человека и представляет со-

бой универсальный способ коммуникации. Вследствие чего, с развитием 
технологий естественным образом приобрела особую значимость в разно-
образных сферах деятельности её автоматическая обработка и интеллек-
туальный анализ. В то же время, речевой сигнал, содержащий комплекс 
различной информации [1], подвержен многочисленным искажающим 
воздействиям [2]. Поэтому, во многих задачах остаётся актуальным пре-
одоление свойства вариативности устной речи при автоматической обра-
ботке. Однако, в процессе вербальной коммуникации, человек способен 
эффективно выделять речевую информацию в широком диапазоне усло-
вий звукового окружения, невзирая на искажающие факторы, в особенно-
сти, если голос индивида знаком слушателю (аудитору) [3]. Таким обра-
зом, вопрос заключается в том, как вычислительный анализ экземпляров 
устной речи может помочь в решении проблем вариативности и коррект-
но обрабатывать требуемый тип информации. В данном контексте важ-
ную роль может сыграть понимание механизмов перцепции, создание и 
апробация соответствующих моделей. Основываясь на факте устойчиво-
сти нервных импульсов к зашумлению стимулов [4], в данном исследова-
нии рассматривается подход к интеллектуальному анализу речевой ин-
формации с позиции психоакустики. 

Восприятие, обработка и выделение соответствующей информации из 
переменного многослойного ансамбля акустических данных являются 
примечательными особенностями слуховой системы и головного мозга. 
Аудитор воспринимает и усваивает поток устной речи говорящего (дик-
тора), поступающей на вход слухового анализатора в форме акустических 
колебаний, несмотря на их изменчивую природу. По аналогии, от вычис-
лительной системы ожидается преодоление факторов вариативности и 
способность выделять характеристики, поддерживающие задачи интел-
лектуального анализа речи. На сегодняшний день демонстрируют свою 
эффективность разнообразные современные методы извлечения голосо-
вых признаков из речевого сигнала [3]. Но с учётом физиологии слухово-
го восприятия становится очевидным, что они не отражают полноты и 
сложности данного процесса. В представленной работе предлагается аль-
тернативный подход, основанный на имитации реакции слухового нерва 
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функциональной модели аудиального (слухового) анализатора, которая 
соответствует биоэлектрическим потенциалам, возникающим в процессе 
восприятия аудитором устной речи диктора. Для классификации форми-
руемых образов нейронной активности предложен подход на базе искус-
ственных нейронных сетей (ИНС). Задача данной подсистемы заключает-
ся в изучении представленных «слуховых образов» речевых высказыва-
ний и подразделение их на соответствующие классы по голосовой при-
надлежности. Такая проблема классификации связана с обработкой набо-
ра характеристических признаков, которые могут помочь распознать оп-
ределённый класс. Вследствие сложности данных, формирующих входное 
пространство, необходимо иметь нелинейную модель с хорошей обоб-
щающей способностью. ИНС успешно проявили себя в качестве класси-
фикаторов во множестве проблем [5]. Сильные стороны такого подхода 
связаны со способностями адаптации, обобщения и обучения без предва-
рительных знаний о данных. 

 
Описание задачи и метода адаптивной классификации 

 
Решение задачи классификации множеств состоит из двух основных 

этапов. Первым является извлечение признаков. Цель данного шага за-
ключается в определении наиболее существенной информации о входных 
данных и выделение обоснованного количества соответствующих харак-
теристик. Зачастую на практике приходится работать с массивами нераз-
меченных данных, в связи с чем этот этап выполняется «без учителя». 
Поскольку входные данные формируются в результате нелинейных про-
цессов, происходящих в слуховом анализаторе, для извлечения признаков 
хорошо подходит самоорганизующаяся карта, согласно её свойствам [6]: 
для аппроксимации исследуемого распределения самоорганизующаяся 
карта способна выделить наилучший набор признаков данных из входно-
го пространства с нелинейным распределением. 

На втором этапе происходит назначение разных классов выделенным 
признакам. На этом шаге для увеличения производительности добавляет-
ся схема обучения «с учителем», что формирует гибридный подход к по-
строению адаптивного классификатора. С этой целью может быть исполь-
зовано, например, квантование вектора обучения. 

В зависимости от реализации описанных стадий, подход к задаче клас-
сификации множеств может принимать различные формы. Предлагаемый в 
данной работе метод реализации двухступенчатого адаптивного классифи-
катора основан на смешанной стратегии обучения сети радиальных базис-
ных функций (РБФ). Согласно архитектуре сети РБФ, каждый слой выпол-
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няет свою задачу. В этой связи процесс оптимизации может использовать 
разные методы для скрытого и выходного слоёв. Данная особенность по-
зволяет назначить каждому из слоёв ИНС выполнение отдельного этапа 
описанной задачи. В зависимости от способа определения центров радиаль-
но-базисных функций, существуют различные стратегии обучения сети [7]. 

Исходя из вышесказанного, в настоящей работе предложен подход на 
основе самоорганизации для настройки скрытого слоя РБФ-сети. Таким 
образом, необходимо разбить заданное множество точек данных на мак-
симально однородные подгруппы. Для этого реализован алгоритм класте-
ризации с использованием карт самоорганизации. Согласно такому под-
ходу, центры радиально-базисных функций размещаются в наиболее ин-
формативных областях входного пространства, что реализует первый этап 
задачи адаптивной классификации. Затем создание сети завершается 
оценкой линейных весов выходного слоя, что отражает суть второго этапа 
работы адаптивного классификатора. Описание алгоритма обучения мо-
дели ИНС приводится в соответствующем разделе данной работы, а на 
рис. 1 показана обобщённая схема предлагаемой архитектуры адаптивно-
го нейросетевого классификатора. 

 

 
 

Рис. 1. Блок-схема архитектуры адаптивного нейросетевого классификатора 
 

Модель аудиального анализатора и образ нейронной активности 
 

На первой стадии предлагаемого подхода происходит конвертация ис-
ходного речевого сигнала. Как известно, слуховая периферия преобразует 
звуковые колебания в нервное возбуждение. Звуковая волна является наи-
более общим цифровым представлением речевого сигнала, отражающим 
структуру изменений звукового давления во времени. В виду того, что 
даже короткая последовательность речи содержит сложный набор инфор-
мации, продолжительность использованных высказываний лежит в диапа-
зоне 10–15 с. Речевые сигналы подаются на вход модели аудиального 
анализатора в качестве акустических стимулов. Дальнейшие этапы моде-
лирования соответствуют механическому поведению слуховой системы и 
нелинейным процессам, происходящим во внутреннем ухе. 
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С этой целью в качестве инструмента была выбрана физиологически 
обоснованная модель системы слуховой периферии млекопитающих MAP 
(Matlab Auditory Periphery) [8]. В данном исследовании, модель воспроиз-
водит реакцию ансамблей большого количества нервных волокон с высо-
кой спонтанной активностью в форме среднего значение реакции по ан-
самблю. Стадии обработки акустического стимула моделью в рамках 
представленной работы включают: фильтрацию входного сигнала моде-
лью внутреннего уха, воспроизведение реакции базилярной мембраны 
гребёнкой нелинейных фильтров [9], реализацию устройства внутренних 
волосковых клеток и модель возбуждения слухового нерва. Необходимо 
отметить, что в процессе моделирования авторами предусмотрено не-
сколько рабочих допущений. Во-первых, для возникновения потенциала 
действия в слуховом нерве достаточно выпуска в синаптическую щель 
медиатора одиночной везикулой. Кроме того, опускается корректировка 
относительного периода рефрактерности, сопровождающего потенциал 
действия, при моделировании в вероятностном режиме. 

Реакция слухового нерва (ANrate) представляется в форме частоты им-
пульсации, которая основывается на количестве медиатора в синаптиче-
ской щели, обозначаемом величиной c(t): dttcANrate )(= . Абсолютный 
период рефрактерности составляет 0,75 мс. Вероятность возникновения 
потенциалов на данном интервале оценивается следующим образом: 

( )∏ −−−= 111 tfired PP . Правая часть уравнения обозначает произведение всех 
вероятностей отсутствия потенциала на рефрактерном периоде. Снижение 
вероятности импульсации для текущей эпохи t пропорционально вероят-
ности возникновения потенциала: firedtt PPP =' . 

Каждая область базилярной мембраны обладает чувствительностью по 
отношению к определённым частотам, которые в данном случае называ-
ются оптимальными. Модель обрабатывает 21 канал оптимальных частот, 
которые равномерно распределены в диапазоне от 250 до 8000 Гц. На вы-
ходе модель генерирует для входного речевого сигнала многомерную 
матрицу, количество строк которой равно числу каналов оптимальных 
частот, а столбцов – зависит от длительности сигнала. Такие матрицы, 
отражающие в нейронную активность усреднённую по ансамблю волокон 
слухового нерва в ответ на звуковой стимул, будем называть образом 
нейронной активности. 
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Об аппроксимации распределения экспериментальных данных 
 

Для проведения вычислительного эксперимента использованы множе-
ства высказываний n дикторов: V1, V2, …, VN, при N = 22. Каждое множе-
ство Sn содержит подмножества высказываний, характеризующие голосо-
вые особенности каждого диктора: {vn,1, vn,2, …, vn,K}, при K = 9. Процесс 
восприятия высказывания аудитором характеризуется вектором, отра-
жающим реакцию слухового нерва в m частотных полосах:  
x = [x1, x2, …, xm]T, при M = 21. Для характеристики восприятия множества 
высказываний всех дикторов использован набор векторов {xn,k}, где  
n = 1..N и k = 1..K. 

При узнавании голоса говорящего, модель восприятия каждого экзем-
пляра речи характеризуется условным распределением вероятностей им-
пульсации слухового нерва ξ = xn,k по каналам оптимальных частот 
P(ξ/wn). Можно предположить, что появление каждого диктора имеет 
одинаковую априорную вероятность P(wn) = 1/N. Такое предположение 
соответствует наибольшей неопределённости. 

Условное распределение вероятностей P(ξ/wn) не обязательно соответ-
ствует распределению Гаусса. Более точная аппроксимация выборочного 
распределения позволит повысить достоверность классификации. В связи 
с чем для аппроксимации условного распределения классов целесообраз-
но использовать байесовский подход. 

 
Архитектура и алгоритм обучения нейросетевого классификатора 

 
Архитектура адаптивного классификатора является расширением 

РБФ-сети, поэтому поддерживает свойства данного вида ИНС. РБФ-сеть – 
разновидность полносвязной ИНС прямого распространения, состоящая 
из трёх слоёв нейронов: входного, скрытого и выходного соответственно. 
На входной слой поступает образ внешнего входного пространства. Акти-
вационной функцией нейронов этого слоя является тождественное ото-
бражение. Скрытый слой в качестве входа принимает расстояние между 
входным вектором и вектором весовых коэффициентов, в его нейронах 
используются радиально симметричные базисные функции. Входом же 
для выходного слоя служит линейная комбинация, здесь в качестве акти-
вационных работают сигмоидальные функции. 

Формально архитектура сети может быть описана следующим обра-
зом. Есть множество нейронов : , , 0I H O I H OU U U U U U U= ∪ ∪ ≠ , эле-
менты которого являются попарно непересекающимися и относятся к 
входному, скрытому и выходному слою соответственно. Существует ска-
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ляр ( )
( , )
n
i jω ∈ℜ , называемый весом синаптической связи между парой ней-

ронов разных слоёв ( , ) : , { , }, { , }m ni j U U m n m I H n H O∈ × ≠ ∈ ∈ . j-е зна-
чение k-го входного образа для каждого нейрона входного слоя IUj ∈  
определяется, как ℜ∈)(kx j . Для каждого нейрона выходного слоя 

OUj ∈ , j-е выходное значение ИНС k-го образа определяется, как 

ℜ∈)(ky j . Каждому нейрону Uj ∈  для расчёта выходного значения 

присваивается функция распространения l
l

j UjUlks ∈∈ ,:)()( . Для соот-
ветствующих слоёв ИНС она принимает следующий вид: 

Ij
I

j Ujkxks ∈= ),()()( , 
( ) ( )( ) ( ) ,H H
j j Hs k x k j U= −ω ∈ , 

( ) ( ) ( ) ( ) ( ) ( )
( , ) ( , ) ( , )( ) ( ) ( ) ,

I H

O O I O H O
j i j i i j i B j O

i U i U
s k a k a k j U

∈ ∈

= ω + ω + ω ∈∑ ∑ , 

где ( ) | |( ) ( ) ( ) ( )
(1, ) (2, ) (| |, ), ,..., I

I

UH H H H
j j j U jω = ω ω ω ∈ℜ  – вектор отображения, ( )

( , )
O
B jω  – 

сдвиг. 
Каждому нейрону Uj ∈  назначается активационная функция )()( ka l

j
. 

Для слоёв ИНС она описывается следующим образом: 

Ij
I

j
I

j Ujkxkska ∈== ),()()( )()( , 
( ) ( )( ) ( ( ), ),H H
j j j j Ha k s k p j U= ϕ ∈ , 

Oj
O

j
O

j Ujkykska ∈== ),())(()( )()( σ , 
где )()( ka l

j
 – активационная функция нейрона j слоя l для образа k, jϕ  – 

базисная функция, jp  – радиус базисной функции, σ  – сигмоидальная 
функция. 

Согласно предлагаемой архитектуре D-мерная топология самооргани-
зующейся карты определяется на скрытом слое ИНС. В дальнейшем дан-
ный слой будем также называть слоем отображения или самоорганизации. 
Нейронам скрытого слоя HUj ∈  присваивается координатный вектор 

D
jh ℜ∈ , который определяет положение нейрона j в D-мерном простран-

стве слоя самоорганизации. Кроме того, генерируемая топология зависит 
от окрестности, расстояния и функции радиуса. 

Байесовский подход к статистическому распознаванию образов заклю-
чается в раздельном моделировании условной функции плотности классов 
и априорных вероятностей. С использованием теоремы Байеса эти этапы 
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могут быть скомбинированы для предоставления апостериорных вероят-
ностей, которые в свою очередь можно использовать для осуществления 
процесса классификации. Альтернативный подход заключается в оценке 
апостериорных вероятностей напрямую. В случае предлагаемой архитек-
туры, выходы ИНС могут быть интерпретированы, как приближения к 
апостериорным вероятностям. Используя набор M базисных функций, 
обозначенных индексом j, можно записать: 

( ) ( ) ( )∑
−

=

=
1

0
|||

M

j
kk CjPjxpCxp . 

Выражение для безусловной плотности распределения p(x) может быть 
получено путём суммирования по всем классам: 

( ) ( ) ( ) ( ) ( )∑∑
−

=

−

=

==
1

0

1

0
||

M

j

n

k
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где априорные вероятности для базисных функций заданы формулой: 

( ) ( ) ( )∑
−

=

=
1

0

|
n

k
kk CPCjPjP . 

Для классификации необходимы апостериорные вероятности членства 
в некотором классе данного образа, которые могут быть получены путём 
подстановки выражений в теорему Байеса: 
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Выражение представляет РБФ-сеть, в которой нормализованные базисные 
функции определяются, как: 

1

0

( | ) ( )( ) ( | )
( | ) ( )

j M

i

p x j P jx P j x
p x i P i−

=

ϕ = =
∑

, 

а веса выходного слоя задаются согласно следующей формуле: 
( )
( , )

( | ) ( )
( | )

( )
O k k
j k k

P j C P C
P C j

P j
ω = = . 

Алгоритм обучения двухступенчатого адаптивного классификатора, 
описываемого в данной работе, представляет собой гибридный процесс 
настройки самоорганизующейся карты и РБФ-сети, состоящий из этапов 
неконтролируемого и контролируемого обучения соответственно. Таким 
образом, на первом этапе происходит настройка весовых коэффициентов 
связей между входным и скрытым слоем, в результате чего создаётся то-
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пология, представляющая отображение входного пространства на дву-
мерную карту. Затем следует настройка весовых коэффициентов между 
полученной картой и выходным слоем алгоритмом контролируемого обу-
чения, полученном в результате адаптации обучающего алгоритма РБФ-
сети [7]. Для определения алгоритма настройки весов между входным 
слоем и самоорганизующейся картой [6] необходимы: 

• радиус-функция rnorm, измеряющая расстояние от точки простран-
ства Dℜ  до начала системы координат при помощи нормы; 

• функция расстояния d, которая используется для сокращения со 
временем топологической окрестности нейронов; 

• функция окрестности λ , отображающая полученный радиус и рас-
стояние по степени отображения; 

• монотонно убывающая функция скорости обучения η , используе-
мая для уменьшения данного параметра со временем; 

• нейрон-победитель HUj ∈′ , определяемый в процессе конкурен-
ции, наиболее соответствующий входному образу: 

))((minarg )( ksj H
jj

=′ . 

Первый этап алгоритма обучения: 
1. Инициализация исходных векторов весовых коэффициентов 

( )
( , ) ,
l
i j H Ol U Uω ∈ ∪  случайным выбором множества весов из доступного 

множества входных векторов. 
2. Выполнение для каждого входного образа k следующих шагов: 
a. Из внешнего пространства на вход ИНС подаётся значение x(k). 
b. Входное значение распространяется по сети для определения входа 

каждого нейрона двумерной карты HUj ∈ . 
c. Определяется нейрон-победитель HUj ∈′  и его координатный 

вектор hj. 
d. Для каждого нейрона j двумерной карты устанавливается его по-

ложение относительно выигравшего нейрона j’, которое определено ра-
диусом, расстоянием и окрестностью, как: 

, , '( ) ( ( ), ( ))k p norm D j jj f r h h d pλ = − . 
e. Для входного образа k корректируется вектор весовых коэффици-

ентов всех нейронов ( )H
iω : 

( ) ( )
,( ( ) ) ( ) ( )H H

k j j k px k p j∇ ω = − ω η λ , 
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где параметр скорости обучения ( )pη и функция окрестности , ( )k p jλ  ди-
намически изменяются во время работы алгоритма с целью получения 
лучшего результата. 

3. Возврат к выбору вектора из входного пространства и п. 2. Алго-
ритм продолжает свою работу до тех пор, пока карта признаков не пере-
станет значительно изменяться. 

Затем следует второй этап работы алгоритма, на котором производится 
настройка весов между скрытым и выходным слоем ИНС. Целевой вектор 

( )Tjjjj Ltttt |)(|),...,2(),1(=  содержит j-й компонент каждого целевого об-

раза. Весовой вектор ( )( ) ( ) ( ) ( )
(1, ) (2, ) ( , ), , ...,

H

O O O O
i j j U jω = ω ω ω  содержит значения 

весовых коэффициентов связей между слоем отображения и выходными 
нейронами OUj ∈ . Активационная матрица A(H), содержащая значения 
нейронов двумерной карты для входного образа определяется, как: 

⎟
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Таким образом, для каждого нейрона выходного слоя OUj ∈  может 
быть сформулирована следующая задача аппроксимации: 

( ) ( )H O
j jA tω = , ( ) 1( ) ( )O H

j jA t
−

ω = . 
 

Результаты вычислительных экспериментов 
 

Оценка подхода была основана на данных речевого корпуса ELSDSR 
[10]. Эмпирическим путём подбирались такие параметры алгоритма и 
модели ИНС, как количество нейронов скрытого слоя и скорость обуче-
ния. Для проверки использовалась процедура скользящего контроля и 
тестовая выборка. Оценивался минимальный, максимальный и средний 
уровень классификации, на основе соотношения успешных классифика-
ций к общему числу попыток, полученные результаты приведены в 
табл. 1. На проверочной выборке среднее значение уровня классификации 
составило 0,994, тогда как полученное значение для тестовой 0,992. В 
сравнении с другими архитектурами, двухступенчатый адаптивный клас-
сификатор продемонстрировал лучшие результаты, как для валидацион-
ных, так и для тестовых испытаний. 
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Таблица 1 
 

Результаты вычислительных экспериментов по классификации множеств 
для RBF, SOM и SOM-RBF архитектур ИНС 

 
Точность классификации, % RBF SOM SOM-RBF 
Максимальная 89,4 91,6 98,0 
Минимальная 85,8 88,1 92,5 
Средняя 87,3 90,2 96,9 
Время    

 
Заключение 

 
В работе предложен биологически инспирированный подход к интел-

лектуальному устной речи, представляемой в форме вызванных потен-
циалов. Подход с позиции психоакустики позволяет разрешить сложно-
сти, связанные с вариативностью речи и многомерностью представленной 
в ней информации. Для определения голосовой принадлежности высказы-
вания решается задача адаптивной классификации образов нейронной 
активности модели аудиального анализатора, что в свою очередь воспро-
изводит аналогию с человеческой способностью различать голоса, а также 
узнавать знакомых дикторов, не зависимо от контекста речи. Выделение 
кластеров из общего входного пространства для определения центров 
РБФ производится с помощью самоорганизующихся карт признаков. На 
основе полученных результатов можно сделать вывод о работоспособно-
сти такого подхода. Описанная модель адаптивного нейросетевого клас-
сификатора способна корректно выделять экстралингвистическую ин-
формацию, содержащуюся в речевом потоке. Исследования в развиваю-
щейся области машинного восприятия могут быть полезны не только для 
вычислительной обработки сложноструктурированной информации, но и 
в вопросах нейрофизиологии человеческого восприятия и познания. 
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МУЛЬТИАГЕНТНАЯ СИСТЕМА РАСПОЗНАВАНИЯ 
ИЗОБРАЖЕНИЙ 

 
Рассматривается задача проектирования и построения нейросетевой 

системы распознавания образов с помощью сверточных нейронных сетей 
и мультиагентной архитектуры. В качестве решаемой проблемы, рассмот-
рена задача распознавания рукописных цифр из базы MNIST [1]. Предла-
гаются способы масштабирования и направление развития нейросетевых 
систем, которые позволяют в дальнейших исследованиях использовать 
элементы искусственного интеллекта. 

 
Ключевые слова: сверточные нейронные сети, распознавание обра-

зов, искусственный интеллект. 
 

Введение 
 

Рассмотрим классический подход к построению систем искусственно-
го интеллекта, на примере распознавания объектов. Как правило, в таких 
системах за компьютерное зрение отвечает определенный алгоритм, кото-
рый обучен на распознавание сразу нескольких, а возможно даже сотен 
классов. В зависимости от количества классов и требований к качеству 
распознавания, увеличивается размер и сложность алгоритма. 
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Введем понятие целостной программной системы и агентов (в рамках 
представленного доклада). Целостная система – это программное реше-
ние, которое выполняет основные функции и представляет собой ком-
плексную технологию. Например, в нейросетевой системе распознавания 
образов, единственная сверточная нейронная сеть будет разделять объек-
ты на определенные классы, что является основной частью программной 
подсистемы. В случае неудачи такой подход не позволяет быстро скор-
ректировать нейронную сеть, так как может возникнуть необходимость в 
её переобучении. Агенты – это небольшие, автономные, совместно рабо-
тающие программы, которые позволяют добиться высокой степени устой-
чивости, масштабирования, компоновки и оптимизации с целью после-
дующей замены [2]. 

Основным импульсом, который послужил отправной точкой для этого 
исследования, можно считать доклад [3], в котором был показан «способ 
корректировки унаследованных систем искусственного интеллекта». 
Корректоры в этой работе дают возможность вносить исправления в  уже 
обученные нейронные сети. Такой способ может быть эффективно ис-
пользован при проектировании в больших научных и коммерческих про-
ектах, для которых переобучение сети является объемной задачей. В дан-
ной работе представлен новый подход, который с помощью специализи-
рованных программных средств, позволяет строить динамические и мас-
штабируемые системы искусственного интеллекта. 

 
Постановка задачи и описание архитектуры 

 
Рассмотрим задачу разработки нейросетевой системы распознавания 

образов, в основе которой лежит сверточная искусственная нейронная 
сеть (CNN). Данная система должна решать проблему классификации ру-
кописных цифр, которые подаются на вход системы, результатом на вы-
ходе является ответ: к какому классу принадлежит цифра. 

Сверточная нейронная сеть – это специальный тип нейронной сети для 
обработки данных, который использует grid-like топологию. Свое назва-
ние они получили по причине того, что в их основе лежит математическая 
операция, известная как свертка [4]. 

Особенностью данного типа сетей является комплексный подход к со-
ставлению слоев, т.е. 1 сверточный слой, как правило, состоит из трех: 
слой свертки -> слой активации -> слой пулинга. После некоторого коли-
чества сверточных слоев применяется нейронная сеть – классификатор. 
На рис. 1 изображена схема такой сети. 
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Ниже представлено краткое описание каждого из слоев сверточной се-
ти. Слой свертки. Данный слой является основным блоком работы свер-
точной нейронной сети. Для каждого канала он включает свой фильтр, 
ядро свертки которого обрабатывает предыдущий слой по фрагментам. 

 

Рис. 1. Сверточная нейронная сеть. Ссылка на рисунок: 
https://www.hackerearth.com/ja/practice/notes/dependence-of-cnn-computation-time-

on-the-filter-size-and-the-number-of-fully-connected-layer-units/ 
 

Слой активации. Активационный слой, который, в определенном 
смысле, является аналогом контрастирования совокупного сигнала.  

Слой пулинга. Представляет из себя слой нелинейного уплотнения 
карты признаков, обычно на 1 пиксель. Данная операция позволяет суще-
ственно уменьшить пространственный объем изображения. Как правило, 
такой слой вставляется после слоя свертки, до следующего слоя. 

Выбор именно такой ИНС обоснован тем, что данный тип сетей эф-
фективно показывает себя в задачах компьютерного зрения [5–7] и на 
специализированных ресурсах можно найти множество вариантов про-
граммной реализации такой сети [8–10]. 

В качестве обучающей и проверочной выборок используем данные из 
базы рукописных цифр MNIST [1]. Этот набор данных представляет из 
себя 60000 экземпляров обучающего и 10000 экземпляров проверочного 
множества. Каждая цифра представлена в виде изображения, размером 28 
на 28 пикселей. Пример экземпляров изображен на рис. 2. Выбор именно 
таких данных обоснован желанием ускорить проведение экспериментов и 
получить результаты. С точки зрения решаемой проблемы не важен пред-
мет распознавания – важна технология. 
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Рис. 2. Пример экземпляров из базы MNIST. 
Изображение со страницы: https://github.com/cazala/mnist 

 

Рис. 3. Упрощенная архитектурная схема микросервисной нейросетевой системы 
распознавания рукописных цифр 

 
Опишем схему работы нашей нейросетевой системы, изображенной на 

рис. 3. На первом этапе происходит взаимодействие клиента с системой. 
Выбор интерфейса взаимодействия остается за пользователем. 
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На этапе 2 и 3 информация отправляется в агента, который отвечает за 
распределение входящей информации. По сути, он является маршрутиза-
тором, его название – «Микросервис распределения нагрузки». Данный 
блок хранит таблицу с доступными агентами, которые находятся на уро-
вень ниже. Он распределяет нагрузку и составляет очереди для других 
представителей класса «Агент». 

На следующем шаге информация из агента для распределения нагруз-
ки проходит в специализированные, выделенные и автономные классифи-
цирующие блоки. Эти блоки представляют из себя набор из сверточных 
нейронных сетей, которые обучены на распознавание определенной циф-
ры. Отметим некоторые особенности: 

1. Изображение отправляется на обработку во все классифицирующие 
блоки системы. 

2. Классификация проводится на основе более детального рассмотре-
ния на уровне микроагентов. 

На заключительном этапе, все классифицирующие блоки посылают 
ответ в блок принятия решений, который выбирает наиболее подходящий 
ответ. Алгоритм работы этого блока, в определенной степени, выбирается 
пользователем и зависит от того, как настроены классифицирующие бло-
ки. Если классифицирующие блоки отвечают бинарным значением, то 
необходимо выбрать ответ от той нейронной сети, которая прислала 1. 
Если нейронные сети отвечают вероятностью принадлежности цифры к 
классу, то, очевидно, необходимо выбрать ответ с наибольшим процентом 
принадлежности. Далее блок принятия решений отправляет информацию 
о  выбранном классе. 

 
Конкретизация работы классифицирующего агента 

 
Основной агент включает в себя три микроагента: 
1. Сверточная нейронная сеть. 
1. Нейронная сеть, находящаяся в изолированном окружении. 
2. Поддерживающая нейронная сеть. 
Нейронная сеть, которая находится в изолированном окружении, – 

это сеть, которую в текущий момент времени тренируют. По своей сути, 
это будущая версия рабочей нейронной сети. Возможность замены дан-
ного блока – одна из особенностей использования автономных агентов. 
Пока работает текущая, мы уже тренируем новую, более совершенную 
нейронную сеть. При всем этом, она не мешает и не влияет на работу на-
шей системы. 
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Поддерживающая нейронная сеть – сеть, которая находится в состоя-
нии покоя и не реагирует на внешние раздражители, до тех пор, пока ос-
новная нейронная сеть в блоке не перестанет отвечать на запросы или не 
будет деактивирована. По своей сути, это предыдущая стабильная версия 
текущей нейронной сети или ее точная копия. 

 
Механизмы самодиагностики 

 
Важной особенностью разрабатываемой системы является то, что че-

рез определенные промежутки времени, она должна проводить самодиаг-
ностику. Кроме того, требуется обратить внимание на то, что такая систе-
ма искусственного интеллекта должна регулировать себя самостоятельно, 
обращаясь к оператору только в тех случаях, когда это необходимо. Нами 
были реализованы следующие блоки: 

1. Блок проверки доступности агента. Данный блок является про-
стейшим механизмом в работе системы. Алгоритм его работы прост: он 
отправляет запрос агенту и если агент отвечает, то в журнал вносится за-
пись о том, что все в порядке. В случае, когда сервис не отвечает, будет 
отправлен повторный запрос, после которого происходит автоматическая 
попытка перезагрузки. 

2. Блок автоматического тестирования классификатора. В клас-
сификатор подаются проверочные множества с метками класса. Если блок 
отвечает на проверку неудовлетворительно (в зависимости от требований 
решаемой задачи), то он автоматически отключается от системы и под-
ключается предыдущий (стабильный блок). 

 
Заключение 

 
Таким образом, мы показали возможность интеллектуального функ-

ционирования общей системы, которая подстраивается, как для решаемой 
проблемы, так и аналогичных проблем распознавания. Этот путь может 
быть детализирован с помощью более сложного анализа текущих и ис-
ходных результатов системы, при дальнейшей разработке. 
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ВИЗУАЛЬНЫХ ОБРАЗОВ ГИБРИДНОЙ 
ИНТЕЛЛЕКТУАЛЬНОЙ СИСТЕМЫ С ГЕТЕРОГЕННЫМИ 

ВИЗУАЛЬНЫМ И МОДЕЛЬНЫМ ПОЛЯМИ∗ 
 

Для релевантности коллективам экспертов актуальны гибридные ин-
теллектуальные системы с гетерогенными визуальным и модельным по-
лями для поиска решений на визуальных и символьных языках, что связа-
но с распознаванием графических образов. Подсистема восприятия визу-
альной информации таких систем реализуется сверточными нейронными 
сетями. 

 
Ключевые слова: гибридная интеллектуальная система, нейронная 

сеть, коллективное принятие решений. 
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Введение 
 

Опыт применения систем гибридного и синергетического искусственного 
интеллекта (ИИ), в частности, гибридных интеллектуальных систем показал, 
что они успешно имитируют интеграцию знаний и решают сложные задачи 
не хуже коллектива экспертов [1]. Результаты моделирования рассуждений 
коллективов экспертов системами гибридного и синергетического ИИ опуб-
ликованы в работах А.Н. Борисова, В.Н. Вагина, А.В. Гаврилова, А.П. Ере-
меева, И.А. Кирикова, А.В. Колесникова, В.Ф. Пономарева, Д.А. Поспелова, 
Г.В. Рыбиной, В.Б. Тарасова, С. Гунэтилэйка (S. Goonatilake), С. Кхеббала 
(S. Khebbal). 

Элементы гибридных интеллектуальных систем (ГиИС) обмениваются 
символьными сообщениями. Работая за круглым столом, участники обсу-
ждения выражают мнение относительно решаемой задачи и предложений 
других экспертов рисунками, схемами, диаграммами, мимикой, жестами и 
интонацией голоса. Это ускоряет конструирование общего, интегриро-
ванного решения, позволяя «увидеть решение» [2–8]. 

Визуальное мышление актуально в виртуальных гетерогенных коллек-
тивах (ВГК) [9], когда реальные эксперты и искусственные элементы-
аватары образуют единый коллектив и взаимодействуют на понятном 
языке. Для ВГК визуального управления разрабатывается новый класс 
интеллектуальных систем – ГиИС с гетерогенными визуальным и мо-
дельным полями.  

 
Модель гибридной интеллектуальной системы  

с гетерогенными визуальным и модельным полями 
 

Схема рассуждений над гетерогенными визуальным и модельным по-
лями в ГиИС показана на рис. 1. 

ГиИС состоит из элемента, имитирующего деятельность лица, прини-
мающего решения (ЛПР), элементов-экспертов, которые взаимодейству-
ют, обмениваясь, помимо прочего, визуальной информацией, рабочего 
поля, гетерогенных визуального и модельного полей. Обмен идет, как 
напрямую друг с другом, так и через общее рабочее поле – всем доступ-
ную «доску объявлений». Вывешивая на неё частные решения в графиче-
ском, символьном или комбинированном виде, элементы ГиИС модифи-
цируют первоначальную постановку задачи, меняют ее восприятие дру-
гими элементами, конструируют общее, интегрированное решение [10]. 
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Рис. 1. Схема рассуждений над гетерогенными визуальным и модельным полями 
 

Элемент-ЛПР моделирует работу реального ЛПР по декомпозиции за-
дачи, распределению подзадач по исполнителям соответственно их воз-
можностям, интеграции частных решений элементов-экспертов. Послед-
ние – компьютерные модели экспертных знаний. В отличие от элементов-
экспертов классических ГиИС [11], они могут обмениваться визуальной 
информацией. Для этих целей в состав каждого элемента ГиИС, помимо 
подсистемы рассуждений, включены подсистемы восприятия и генерации 
визуальной информации. 

Подсистема восприятия информации, «виртуальное зрение», распозна-
ет входящий визуальный образ. В случае если подсистеме рассуждений 
требуются символьные модели, визуальные образы преобразуются в них 
по семантическим правилам [12], что показано на рис. 1 штрихпунктир-
ной стрелкой, иначе подсистема рассуждений продолжает работать с гра-
фическим представлением информации. В подсистеме рассуждений мето-
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дами искусственного интеллекта имитируется поведение эксперта, и вы-
рабатывается решение. Оно поступает в подсистему генерации визуаль-
ной информации, обращающуюся к гетерогенному визуальному полю 
методов визуализации информации с их свойствами и классификацией по 
критериям, для выбора релевантного визуального языка отображения ре-
шения. Далее генерируется визуальный образ, и сообщается другим эле-
ментам ГиИС [10]. 

 
Распознавание визуальных образов сверточными нейросетями 

 
Альтернатива традиционным методам решения задач распознавания об-

разов – искусственные нейронные сети (ИНС) [13]. Наличие механизма обу-
чения избавляет от выбора ключевых признаков классов образов, их значи-
мости и отношений между признаками, хотя выбор исходного представления 
входных данных существенно влияет на качество решения. ИНС хорошо 
обобщают, успешно распространяют опыт, полученный на обучающей вы-
борке, на все множество образов. ИНС обучаются сложной структуре образов 
с меньшими затратами памяти, чем требуется для структурных методов [13]. 
Для распознавания образов чаще используются ИНС: однослойные, много-
слойные, сверточные, Хопфилда, Кохонена и Хемминга. 

Подсистема восприятия визуальной информации в ГиИС с гетероген-
ными модельным и визуальным полями реализуется  сверточными ней-
ронными сетями (СНС). Этот класс ИНС моделирует особенности зри-
тельной коры [14] с «простыми» клетками, линейно реагирующими на 
подаваемые сигналы, и «сложными» клетками, реакция которых нелиней-
на и связана с активацией набора простых нейронов. В СНС меньше на-
страиваемых весов: матрица (ядро) свертки небольшого размера одинако-
ва для всех элементов изображения, вместо того, чтобы делать для каждо-
го пикселя входного изображения отдельные весовые коэффициенты. 
Обучаясь нейросети обобщают демонстрируемую информацию. Распа-
раллеливание на графических процессорах ускоряет обучение и нейровы-
числения. Обученная СНС устойчива к поворотам и сдвигам распозна-
ваемого изображения. 

СНС состоит из двух типов слоев (рис. 2) [15]: сверточных (англ. con-
volution layers) и субдискретизирующих (англ. subsampling layers) [16]. 

Каждый нейрон сверточного слоя соединён с областью входной карты 
признаков (входного изображения, если этот слой – первый), своим «рецеп-
тивным полем» или ядром (матрицей) свертки. Все нейроны этого слоя 
имеют одни и те же веса. Карта признаков, полученная на выходе из свер-
точного слоя, – свертка входной карты с некоторым фильтром, коэффици-
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енты которого вычисляются обучением методом обратного распростране-
ния ошибки или его модификациями. Слой может иметь несколько таких 
фильтров, соответственно и на выходе будет несколько карт признаков. 

 

 
 

Рис. 2. Архитектура сверточной нейронной сети для распознавания образов 
 

В субдискретизирующем слое каждый нейрон связан с областью вход-
ной карты признаков [16]. Области не пересекаются, нейроны не имеют 
весов: они вычисляют функцию значений входов, например, максимум 
входных значений. На выходе слоя получается карта признаков меньшей 
размерности: каждая область входной карты заменяется одним значением. 

Субдискретизирующие и сверточные слои СНС чередуются до полу-
чения набора карт признаков малой размерности, после чего все значения 
подаются на вход полносвязной одно- или двухслойной ИНС. Таким об-
разом, пространственная субдискретизация уменьшает размерность карт 
признаков без потери важной информации, обеспечивая инвариантность к 
масштабу изображений. 

 
Тестовая задача оценки стратегий сбыта 

 
Подсистема восприятия визуальной информации исследовалась на  

подзадаче оценки альтернативных стратегий сбыта сложной задачи выве-
дения нового товара на рынок в торговых организациях: из множества 
товаров, которые можно вывести на рынок, требуется выбрать продукт 
или их комбинацию, максимизирующую прибыль с учетом ограничений 
макросреды, конкурентов и внутри организации. Традиционно эта задача 
решается в торговых организациях коллективом, состоящим из топ-
менеджеров и профильных специалистов, что позволяет привлечь знания 
опыт экспертов различных специальностей: маркетинг, финансы, логи-



ISBN 978-5-7262-2400-8 НЕЙРОИНФОРМАТИКА-2017. Часть 1 

132 УДК 004.032.26(08) Нейронные сети 

стика, кадры и другие – для преодоления неоднородности информации. 
При этом формируется гетерогенное визуальное поле, объединяющее 
применяемые экспертами визуальные языки. Для успешного моделирова-
ния работы коллектива, решающего данную задачу, ГиИС должна рабо-
тать в рамках этого гетерогенного поля, распознавать и генерировать ви-
зуальные высказывания на любом языке этого поля. Задача выведения 
нового состоит из восьми подзадач, в том числе и оценки альтернативных 
стратегий сбыта [17–20]. 

Подзадача оценки альтернативных стратегий сбыта завершает приня-
тие решений. На вход подаются альтернативные стратегии сбыта и их 
характеристики. Результат – упорядочивающие альтернативные стратегии 
оценки. Они предоставляются ЛПР для выбора единственной. 

Визуализация свойств стратегий сбыта выполняется звездообразными 
диаграммами. На её лучах откладываются сформированные экспертами 
оценки стратегии сбыта по соответствующим критериям. Полученные 
точки на соседних лучах соединяются прямыми линиями, образуя форму 
многоугольника (рис. 3). Звездообразная диаграмма релевантно отобража-
ет многопараметрические данные, позволяет визуально сравнивать дан-
ных по нескольким критериям и проста в реализации.  

 

 
 

Рис. 3. Звездообразные диаграммы для оценки альтернативных стратегий сбыта 
 

Рассматриваемая подзадача во многом аналогична успешно решаемой 
СНС задаче аппроксимации, предполагающей моделирование зависимо-
сти между особенностями изображения и его числовой оценкой. Проводя 
аналогию с традиционным решением задачи вывода товара на рынок, 
можно сказать, что эксперт посредством искусственного зрения оценивает 
стратегии, глядя на предлагаемую ему диаграмму. Числовое значение, 
присваиваемое экспертом диаграмме, выражает его мнение-отношение к 
стратегии: чем оно выше, тем предпочтительнее стратегия с точки зрения 
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данного эксперта. Таким образом, СНС моделирует не только зрение экс-
перта, но и его опыт. 

 
Реализация и результаты экспериментов 

 
Для реализации модели СНС применена библиотека ConvNetSharp. 

Сборка имеет открытый исходный код и подробную документацию. Биб-
лиотека предоставляет разработчику СНС классы на основе объектно-
ориентированного программирования, что позволяет гибко изменять ко-
личество слоев, фильтров, настраивать параметры обучения, оптимизи-
руя, таким образом, работу СНС. Кроме того, библиотека работает с гото-
выми изображениями, конвертируя файл изображения в набор входных 
данных для обучения. 

Для генерации обучающей и тестовой выборок разработано приложе-
ние для изображения звездообразных графиков. Обучающая и тестовая 
выборки – набор сгенерированных звездообразных диаграмм и соответст-
вующие им оценки. Обученная на такой выборке нейронная сеть, рассчи-
тывает числовые оценки для звездообразных диаграмм в зависимости от 
их формы. Учитывая, что форма диаграммы определяется значениями 
характеристик стратегий сбыта, можно говорить о том, что СНС оцени-
вают стратегии сбыта на основе этих характеристик. Таким образом, обу-
ченная СНС – искусственный эксперт, оценивающий стратегии сбыта  
зрительным восприятием. 

Входные данные при обучении СНС – набор пикселей, отсюда, чем 
выше разрешение изображении, тем медленнее обучение. Чтобы его уско-
рить исходное изображение сжимается, что неизбежно ухудшает его каче-
ство и, соответственно, увеличивает ошибку обучения. Опытным путем 
определено, что размер изображения 50х50 пикселей – приемлемый ком-
промисс между скоростью обучения и качеством распознавания звездооб-
разных диаграмм подзадачи оценки альтернативных стратегий сбыта. 

Для оценки СНС сгенерированы 1000 изображений для обучающей и 
20 изображений для тестовой выборки. Оценки изображений в данных 
выборках условны: предполагалось, что из пяти абстрактных критериев 
для эксперта важны первые три, остальные два его интересовали на поря-
док меньше.  

Цель эксперимента – определить параметры СНС, обеспечивающие 
минимальное значение ошибки распознавания звездообразных диаграмм. 

Для достижения цели инициализированы СНС с различными парамет-
рами (таблица), влияющими на точность распознавания: количество свер-
точных слоев, количество фильтров и размерности матриц. С каждой СНС 
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проведено по 100 циклов обучения. Результаты тестирования СНС пред-
ставлены в таблице. 

 
Таблица 

 
Результаты тестирования сверточных нейронных сетей 

 

Первый слой Второй слой Третий слой Средняя относи-
тельная ошибка, % 

10х10, 4 фильтра 10х10, 4 фильтра  23 
10х10, 1 фильтр 10х10, 1 фильтр  11 
10х10, 2 фильтра 10х10, 2 фильтра  10 
10х10, 2 фильтра 10х10, 2 фильтра 10х10, 2 фильтра 129 
10х10, 4 фильтра   24 
20х20, 2 фильтра 10х10, 2 фильтра  86 

5х5, 2 фильтра 10х10, 2 фильтра  21 
10х10, 2 фильтра 5х5, 2 фильтра  3,8 

 
Таким образом, лучшие результаты показала СНС с 2 сверточными 

слоями, где первый сверточный слой имеет 2 фильтра и матрицу 10х10 
(пикселей), второй слой имеет 2 фильтра с матрицей 5х5 пикселей. Сред-
няя относительная ошибка СНС менее 4 %, что приемлемо для оценки 
звездообразных диаграмм альтернативных стратегий сбыта. 

 
Заключение 

 
Рассмотрены принципы реализации одной из подсистем ГиИС с гете-

рогенными визуальным и модельным полями – подсистемы восприятия 
визуальной информации. Среди известных технологий распознавания об-
разов для реализации выбраны СНС, хорошо себя зарекомендовавшие в 
распознавании образов и машинном зрении. 

Исследование СНС в подсистеме восприятия визуальной информации 
ГиИС выполнено на подзадаче оценки альтернативных стратегий сбыта. 
Разработан генератор обучающих и тестовых выборок распознаваемых 
изображений. Результаты тестирования СНС по распознаванию звездооб-
разных диаграмм показали, что при выборе релевантных параметров СНС 
успешно решает подзадачу. В дальнейшем СНС будет обучена разнообра-
зию визуальных языков экспертов ВГК, взаимодействующих между собой 
и с пользователем визуальными высказываниями. 
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ПРИМЕНЕНИЕ НЕЙРОННОЙ СЕТИ ХОПФИЛДА 

ДЛЯ ИДЕНТИФИКАЦИИ ДИНАМИЧЕСКОГО ОБЪЕКТА 
 

Рассматривается задача идентификации параметров динамических 
объектов с помощью нейронной сети Хопфилда. Описывается структура 
идентификатора и расчетные формулы для определения его параметров. 
Приводятся результаты вычислительного эксперимента в Simulink MatLab 
по определению параметров модели двигателя постоянного тока, которые 
подтверждают практическую полезность предлагаемого подхода. 
 

Ключевые слова: нейронная сеть Хопфилда, идентификация, двига-
тель постоянного тока. 

 
Введение 

 
Идентификация динамических объектов является одной из основных за-

дач теории и практики автоматического управления. Задача идентификации 
формулируется следующим образом: по результатам наблюдений над вхо-
дом и выходом системы требуется построить формализованное представле-
ние (модель) этой системы [1]. В классической постановке задача иденти-
фикации решается с помощью метода наименьших квадратов и его моди-
фикаций [2, 3]. В последние годы удобным инструментом для решения за-
дачи идентификации являются искусственные нейронные сети (НС). 

Задача построения нейросетевой модели динамического объекта (ней-
роэмулятора) допускает различные способы решения. При конструирова-
нии нейроэмуляторов традиционно используются НС прямого распро-
странения [4–6]. Хотя НС прямого распространения являются статиче-
скими, для внесения динамики в их поведение применяется простой при-
ем – на вход сети подаются не только текущие, но и задержанные значе-
ния входа и выхода объекта. Количество задержанных сигналов и величи-
на задержки зависят от конкретного объекта. Настройка нейроэмулятора 
обычно сводится к задаче оптимизации набора весовых коэффициентов 
НС. Эта задача может решаться с помощью алгоритма обратного распро-
странения ошибки [7] или с помощью метаэвристических алгоритмов 
глобальной оптимизации, таких как генетический алгоритм [8, 9]. Для 
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конструирования нейроэмуляторов могут быть также использованы гиб-
ридные НС, сочетающие НС прямого распространения и RBF-сеть [10], а 
также нейронечеткие сети [11]. 

Нейронные сети Хопфилда [12] обычно применяются в качестве моде-
лей ассоциативной памяти. Способности этих НС к минимизации задан-
ной энергетической функции позволяют также использовать их в различ-
ных задачах оптимизации, в частности – в задачах идентификации.  

Идентификации динамических объектов с помощью сетей Хопфилда 
посвящены немногочисленные работы [13, 14]. Например, в [14] рассмот-
рена задача идентификации параметров однозвенного манипулятора. 

В данной работе предлагается использовать НС Хопфилда для иден-
тификации параметров двигателя постоянного тока. 

 
Постановка задачи и предлагаемые подходы к решению 

 
Структура однослойной НС Хопфилда представлена на рис. 1, где 

приняты обозначения: ИН – искусственный нейрон; z–1 – задержка на 
один такт; wij – веса входов нейронов; I – смещение нейрона; y – выход 
нейрона. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Рис. 1. Нейронная сеть Хопфилда 
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Динамика сети Хопфилда описывается уравнениями: 

 
;

tanh ,

i
ij j i

j

j
j

dx
w y I

dt
x

y

⎧ = −⎪
⎪
⎨

⎛ ⎞⎪ = ⎜ ⎟⎪ β⎝ ⎠⎩

∑
 (1) 

где β регулирует наклон активационной функции. 
Нейронная сеть ассоциирована с энергетической функцией: 

 1 1 .
2 2

T T
ij i j i i

i j i
E w y y I y Y WY Y I= − + = − +∑∑ ∑  (2) 

Рассмотрим динамическую систему, описываемую векторным диффе-
ренциальным уравнением: 

( ) ( ( ), ( ),θ( )),X t F X t U t t=  

где X – вектор состояния; U – вектор входа (управления); θ – вектор пара-
метров, которые могут быть неизвестными или изменяющимися во вре-
мени. 

Будем считать, что в каждый момент времени существует оценка па-
раметров θ . Тогда задача идентификации заключается в минимизации 
ошибки оценивания: 

θ θ  min.− →  
Предположим, что система линейна относительно параметров [15], то-

гда описание ее динамики можно представить в виде: 

 ( , ,θ) ( , )θ,Y X F X U A X U= = =  (3) 

где A – матрица, определяемая входами и состоянием системы. 
Сравнивая реальный выход системы Y и его оценку Y , можно полу-

чить ошибку выхода E: 

( )θ,       ( )θ,Y A t Y A t= =  

( )( ) θ θ .E A t= −  
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Таким образом, можно считать, что в процессе идентификации требу-
ется минимизировать функцию: 

 
( ) ( )

( )

1 1 θ θ θ θ
2 2

1 θ θ θ 1 ,
2

TT T

T T T T

V E E A A

A A A Y V

= = − − =

= − +
 (4) 

где V1 – слагаемые, которые мало влияют на решение. 
Сопоставляя (2) и (4), можно получить матрицы весов W и смещений I: 

,TW A A= −  
.TI A y=  

Таким образом, весовые функции и смещения оказываются функциями 
входов и состояния системы, а параметры системы являются выходами 
НС Хопфилда. 

 
Идентификация двигателя постоянного тока 

 
Рассмотрим пример использования сети Хопфилда для идентификации 

параметров двигателя постоянного тока. 
Динамика двигателя постоянного тока (ДПТ) описывается передаточ-

ной функцией: 

 2

( ) ,
( ) ( )( )
s k

U s Js b Ls R k
ω

=
+ + +

 (5) 

где U(t) – напряжение якоря (вход), В; ω(t) – угловая скорость ротора 
(рад/с); R – сопротивление якорной цепи, Ом; L – индуктивность якорной 
цепи, Гн; k – константа электродвижущей силы; J – момент инерции рото-
ра, кг·м2; b – коэффициент вязкого трения, кг м2/с. 

Запишем (5) в виде дифференциального уравнения: 

 ( )2
( )ω ω ω .

bR kJR bL k u
JL JL JL

++
= − − +  (6) 

Рассмотрим двигатель с параметрами: J = 0,01; R = 1; L = 0.5; 
b = 0,00003; k = 0,023. 

На рис. 2 и 3 представлена блок-схема моделирования динамики ДПТ 
и переходный процесс при подаче на вход постоянного напряжения. 
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Рис. 2. Модель ДПТ в Simulink MatLab 

 

 
 

Рис. 3. График изменения угловой скорости 
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Используя описание в форме (3), из (6) получаем: 

 ( ) T2
( )θ ,  ,  ,

bR kJR bL k
JL JL JL

⎡ ⎤++⎢ ⎥= − −
⎢ ⎥⎣ ⎦

 (7) 

 [ ]ω ω .A u=  (8) 

Матрицы весов и смещений сети Хопфилда: 

 [ ]
2

2

2

ω ω ωω ω
ω ω ω ωω ω ω ,

ω ω

T

u
W A A u u

u u u u

⎡ ⎤⎡ ⎤
⎢ ⎥⎢ ⎥= − = − = − ⎢ ⎥⎢ ⎥
⎢ ⎥⎢ ⎥⎣ ⎦ ⎣ ⎦

 (9) 

 T

ωω
ωω .
ω

I A y
u

⎡ ⎤
⎢ ⎥= = ⎢ ⎥
⎢ ⎥⎣ ⎦

 (10) 

При этих параметрах имеем следующие коэффициенты дифференци-
ального уравнения (6): 

 ( )2

( )1 2;    

2 0,11;   

3 4,6.

JR bLk
JL

bR k
k

JL
kk
JL

+⎧ = − = −⎪
⎪

+⎪⎪ = − = −⎨
⎪
⎪

= =⎪
⎪⎩

 (11) 

Построенная на основании (7)–(10) модель идентификатора в Simulink 
MatLab представлена на рис. 4. На рис. 5 показано изменение оценок па-
раметров передаточной функции во время переходного процесса. Полу-
ченные значения оказались достаточно близки к константам (11): 

[ ]Tθ 1,97;   0,19;   4,62 .= − −  
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Рис. 4. Объект управления с нейросетевым идентификатором 

 
Рис. 5. Изменение оценок параметров во время переходного процесса 
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Выводы 
 

Существует различие между вариантами идентификации на базе НС 
прямого распространения и на базе НС Хопфилда. 

Идентификационные процедуры на базе НС прямого распространения 
требуют реализации фазы обучения, во время которой НС подстраивает 
свои параметры, обрабатывая накопленную выборку вход – выходных 
данных объекта. На этом этапе оценки параметров не меняются. 

Использование НС Хопфилда для идентификации динамического объ-
екта позволяет непрерывно оценивать параметры. Это может быть полез-
но при организации контура адаптации в системе управления при неточно 
известных или изменяющихся параметрах объекта. 

Проведенный вычислительный эксперимент в Simulink MatLab пока-
зал, что задача идентификации решается достаточно точно. Двигатель 
постоянного тока описывается ПФ, т.е. относится к широкому классу ли-
нейных динамических объектов, поэтому рассмотренный подход может 
иметь важное практическое значение. 
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ПРИМЕНЕНИЕ ФРАКТАЛЬНЫХ КРИВЫХ 
ДЛЯ ОПИСАНИЯ ИЗОБРАЖЕНИЙ ПРИ РЕШЕНИИ 

ЗАДАЧИ КЛАССИФИКАЦИИ В НЕЙРОННЫХ СЕТЯХ 
 

Рассмотрена задача снижения временных затрат на обучение  и повы-
шение качества классификации нейронной сети для распознавания визу-
альных образов при малой размерности обучающей выборки. Предложе-
ны варианты обхода фрагментов изображений при формировании описа-
ния примеров. В процессе экспериментов принята модель обхода по 
фрактальным кривым разных порядков. Приведены результаты анализа 
реальных объектов и сделана оценка ошибок. 

 
Ключевые слова: обучение нейронных сетей, фрактальные кривые, 

кривая Гильберта, компьютерное зрение. 
 

Введение 
 

Для повышения точности классификации, а также для снижения вре-
менных затрат на обучение в задачах с изображениями, основанных на 
использовании нейронных сетей, в настоящее время используются раз-
личные подходы, такие как: 
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• Увеличение размера нейронной сети [6]. Нейроны, использующие 
одни и те же веса, объединяются в карты признаков, а каждый нейрон 
карты признаков связан с частью нейронов предыдущего слоя. При вы-
числении сети получается, что каждый нейрон выполняет свертку, иными 
словами, операцию конволюции, некоторой области предыдущего слоя. 
Слои нейронной сети, построенные описанным образом, называются 
сверточными слоями. Помимо, сверточных слоев в сверточной нейронной 
сети могут быть слои субдискретизации, выполняющие функции умень-
шения размерности пространства карт признаков и полносвязные слои. 
Такие сети оперируют выборками очень большого размера и требуют зна-
чительное время для обучения, но демонстрируют высокое качество клас-
сификации. 

• Усложнение структуры [7]. Построение коллектива решателей, ко-
торый будет принимать независимые решения для каждого решателя, а 
общее решение станет результатом интеграции частных ответов, что тре-
бует больших затрат на получение каждого ответа системы. 

• Выделение и исключение наименее информативных признаков [5]. 
Основной целью сокращения числа признаков по уровню информативно-
сти является снижение ситуаций, при которых возникает ложная класси-
фикация. При этом, имея переобучаемые системы, данная величина будет 
приводить к постепенном накоплению величины ошибки, и в конечном 
счёте приведёт к недопустимым результатам работы. 

• Увеличение размера обучающей выборки [7]. Зачастую, для повы-
шения качества работы прибегают к увеличению размера обучающей вы-
борки, что соответственно приводит к увеличению продолжительности 
обучения, получения отклика, а также в некоторых случаях будет приво-
дить к возникновению ситуаций с получением ложных решений. 

Описанные подходы позволяют повысить качество работы сети в ка-
честве классификатора, но при этом в значительной мере повышая вре-
менные затраты. Однако, представление о характере описываемых объек-
тов в целом ряде случаев позволяет снизить сложность задачи и значи-
тельно увеличить качество и скорость обучения. Примеры применения 
эвристических подходов к построению системы признаков приведены в 
[3], где в качестве способов решения поставленных применяются различ-
ные алгоритмы кластерного анализа, либо алгоритмы распознавания обра-
зов, с учётом присутствия интенсивных помех. 

Важным фактором, при рассматривании данных подходов является 
возможность определения четкой структуры, без которой не будет полу-
чено точное решение. Эвристические модели эффективны, но требуют 
опытного пользователя-эксперта или формирования некоторой сравни-
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тельно универсальной модели описания объектов в конкретных типах 
задач. Таким образом, стоит задача формирования системы признаков в 
некотором заданном типе объектов. 

В качестве примера рассмотрим задачу описания изображений при 
формировании нейронной сети – классификатора. 

 
Задача распознавания положения глаз пользователя 

 
Рассматривается задача анализа движений глаз для систем бесконтакт-

ного управления компьютером с использованием простых видеокамер. 
Необходимо классифицировать до 10 положений глаз пользователя  с 
предварительным обучением для каждого клиента индивидуально. В ка-
честве объекта распознавания выступает область глаз лица пользователя, 
находящегося в условиях неравномерной освещенности в условиях появ-
ления импульсных шумов и непостоянном положении головы при сле-
дующих ограничениях: 

• алгоритм Виолы-Джонса, на основе признаков Хаара используем 
для выделения интересующего участка – областей глаз, 

• необходим минимальный источник освещения, 
• поворот головы пользователя ограничен диапазоном [–90, 90], 
• расстояние от устройства видеозахвата в [30, 120] сантиметров. 
Ограничения складываются из требований к разрешению устройства 

видеозахвата, скорости обработки, позволяющей осуществлять фиксацию 
изменения жестов глаз. В процессе оценки инвариант изображений объек-
тов было замечено следующее: 

• нет идеального алгоритма выделения области интереса, а значит, 
всегда будут погрешности описания объекта на стадии его отделения от 
изображения, 

• примеры формируются с участием пользователя, а значит их число 
не велико, 

• объект связан по строкам и столбцам и его чтение по растру теряет 
топологии двухмерного пространства кадра, 

• разреживание объектов в иерархических моделях поиска тоже при-
водит к потерям связей в кадре. Предлагается использовать запись образ-
цов в порядке близости. В основе лежит использование идеи Фрактальных 
кривых [2]. В данном случае – кривой Гильберта. Данная кривая пред-
ставляет собой вариант заполняющих пространство кривых Пеано. 
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Алгоритм построения и описание фрактальных кривых 
 

Фрактальные кривые связаны с понятием теории функций, называе-
мыми всюду плотными кривыми [1]. Кривая на плоскости называется 
всюду плотной в некоторой области, если она проходит через любую 
сколь угодно малую окрестность каждой точки этой области. Можно счи-
тать, что всюду плотные кривые целиком заполняют указанную область. 
Известные математики Гильберт и Серпинский построили примеры всюду 
плотных кривых [1, 2]. Хотя эти примеры различны, схема получения со-
ответствующих кривых одинакова. По определенному правилу строятся 
кривые первого, второго, ..., n-го порядка, вписанные в заданный квадрат. 
При неограниченном возрастании n они стремятся к некоторой предель-
ной кривой, которая является всюду плотной в заданном квадрате [4]. 
Кривая Гильберта первого порядка 1H  показана на рис. 1. 

 

 
 

Рис. 1. П-образный элемент кривой Гильберта (кривая 1-го порядка) 
 

Кривая Гильберта второго порядка 2H , показанная на рис. 2, состоит из 
кривых 1H , ориентированных в разные стороны (вправо, вверх и влево). 

 

 
 

Рис.2. Кривая Гильберта второго порядка 
 

Кривые 1H , составляющие кривую 2H , соединены отрезками прямых, 
называемых связками (рис. 3.). 
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Рис. 3. Кривая Гильберта третьего порядка с выделенными отрезками – связками 
 

Таким образом, кривую Гильберта i-го порядка iH  можно получить из 
четырех кривых 1iH − , ориентированных в разные стороны, и трех связок 
[4]. Вид построенной кривой 4-го порядка представлен на рис. 4. 

 

 
 

Рис. 4. Кривая Гильберта 4-го порядка 
 

Использование фрактальных кривых n-го порядка 
в качестве метода обхода анализируемого фрагмента 

 
Существуют некоторые «стандартные» подходы, выполняющие фор-

мирование обучающего вектора, такие как: 
• последовательный горизонтальный обход, 
• последовательный вертикальный обход, 
• обход по спирали, 
• обход «расширяющаяся спираль». 
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Все вышеописанные подходы охватывают все пиксели анализируемого 
фрагмента, что в значительной мере повышает размерность итоговой обу-
чающей выборки, и увеличивает временные затраты на обучение системы. 
Кроме этого, поскольку мы работаем с областью глаза, где самой важной 
областью является зрачок, происходит затруднение в классификации, из-за 
включения менее информативных областей, таких как области бровей, и т.п. 

В результате, вместо вышеописанных методов формирования вектора 
обучающей выборки, использование кривой Гильберта позволяет умень-
шить размер обучающей выборки минимум на 40 %, существенно снижая 
время обучения, а также выделяя наиболее информативные области ана-
лизируемого фрагмента. 

Для оценки повышения качества работы обученной системы и ликвид-
ности применения данной кривой, рассмотрим несколько вариантов задач, 
позволяющие сделать соответствующие выводы: 

Рассмотрим эффект фрактального описания для классификации гео-
метрических фигур. Выборка фигур размера 15х15 пикселей, которые ге-
нерируются случайным образом на пустом фрагменте размером 
30х30 пикселей. 

 

 
 

Рис. 5. Шесть случайных фрагментов 
 

 
 

Рис. 6. Тестовая выборка при обходе фрагмента по кривой гильберта 
 

Каждая строка изображения соответствует развертке по Гильберту од-
ного примера. Как мы видим, несмотря не генерацию по случайному рас-
пределению, общий вид тестовой выборки имеет некоторую общую 
структуру. Рассмотрим результат обработки для метода горизонтального 
и вертикального обхода (рис. 7 и 8). 
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Рис. 7. Тестовая выборка при обходе фрагмента по горизонтали 
 

 
 

Рис. 8. Тестовая выборка при обходе фрагмента последовательно по вертикали 
 

Поскольку генерируемая фигура имеет форму квадрата, Внешний вид 
выборок примерно одинаковый. Обучение нейросети выполняем с ис-
пользованием метода адаптивного бустинга, число классов – 8. Примеры 
фрагментов, участвующих в обучении,  показаны на рис. 9. 

 

 
 

Рис. 9. Примеры обучающих фрагментов 
 

Качество работы системы для рассмотренных методов имеет следую-
щий вид (табл. 1). 

 
Таблица 1 

 
Результат классификации на примере геометрических фигур 

 

Метод обхода 
Размер 
тестовой 
выборки 

Число 
тестов 

Затраченное 
время, с 

Усреднённая 
точность клас-
сификации, % 

Горизонтальный  
300 

 
50 

9,28 35,561 
Вертикальный 9,13 34,667 

Кривая Гильберта 17,29 62,056 
 

Рассмотрим применение вышеописанных кривых в качестве метода 
обхода анализируемого изображения, для решения задачи определения 
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направления взгляда пользователя, где  размер анализируемого фрагмента 
составляет 40х80 пикселей. Пример анализируемого фрагмента приведён 
на рис. 10. 

 

 
 

Рис. 10. Анализируемый фрагмент 
 

Несмотря на увеличение продолжительности формирования обучаю-
щего вектора, суммарные затраты на обучение уменьшились. Рассмотрим 
вид сформированных векторов при рассмотренных методах обхода 
(рис. 11–16). 

 
 

 
Рис. 11. Фрагмент вектора обучающей выборки. 

Взгляд влево (горизонтальный обход) 
 

 
 

Рис. 12. Фрагмент вектора обучающей выборки. 
Взгляд вправо (горизонтальный обход) 

 

 
 

Рис. 13. Фрагмент вектора обучающей выборки. 
Взгляд влево (вертикальный обход) 

 
 

 
Рис. 14. Фрагмент вектора обучающей выборки. 

Взгляд вправо (вертикальный обход) 
 

 
 

Рис. 15. Фрагмент вектора обучающей выборки. 
Взгляд влево (обход по кривой Гильберта) 

 

 
 

Рис. 16. Фрагмент вектора обучающей выборки. 
Взгляд вправо (обход по кривой Гильберта) 
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В табл. 2 приведены затраты времени на формирование обучающей 
выборки, а так же продолжительность обучения классификатора [9] на 
примере выборки из 140 образцов. Размер каждого анализируемого фраг-
мента составляет 40х80 пикселей. 
 

Таблица 2 
 

Анализ временных затрат 
 

Метод обхода Продолжительность фор-
мирования выборки, с 

Продолжительность 
обучения НС, с 

Размер 
вектора 

Горизонтальный 4,43 48,79 1х3200 
Вертикальный 5,08 39,7 1х3200 

Кривая Гильберта 16,56 27,62 1х1834 
 

Из представленных рис. 11–14 видно, что будут возникать проблемы с 
ложным обнаружением из-за высокой схожести некоторых векторов меж-
ду собой. Фрагменты, представленные на рис. 15–16 демонстрируют раз-
личие между сформированными векторами различных  классов. Таким 
образом, вероятность ложной классификации ниже, чем в традиционных 
подходах. 

Параметрами для построения кривой, помимо выбора порядка, являет-
ся так же длина штриха, т.е. выбор величины отрезков из которых будет 
формироваться П-образная кривая. Изменение величины отрезка приво-
дит к уменьшению размера выборки, а так же в некоторых случаях к по-
тере информативных элементов, которые не будут включены в обучаю-
щую выборку. 

В качестве тестовой, на вход нейронной сети подаётся выборка, со-
стоящая из 20 тестовых фрагментов. Полученные результаты приведены в 
табл. 3. 
 

Таблица 3 
 

Качество классификации 
 

Метод обхода 
Количество 
тестовых 
фрагментов 

Количество вер-
но распознан-
ных фрагментов 

Величина 
ошибки, % 

Время 
отклика, с 

Горизонтальный  
20 

6 70 1,35 
Вертикальный 4 85 1,35 

Кривая Гильберта 11 45 1,12 
 

Из табл. 3 видно, что величина ошибки имеет большую величину. 
Очевидно, что качество классификации, в подходе, использующем кри-
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вую Гильберта ощутимо выше, чем при использовании других рассмот-
ренных подходах. Таким образом рассмотренный подход позволяет повы-
сить точность классификации, а так же снизить временные затраты на 
обучение модели. 

 

Выводы 
 

В заключение можно сделать выводы, что применение фрактальных 
кривых различных порядков, позволяют существенно снизить время обу-
чения нейросети, особенно для фрагментов с большой размерностью. 
Кроме этого, несмотря на некоторые различия в векторах обучающей вы-
борки, применение кривых не снижает качество классификации, а ощути-
мо повышает его. Основным недостатком является рост временных затрат 
при работе с фрагментами небольшой размерности, но совокупные затра-
ты на обучение при этом снижаются. Эффект сокращения размерности 
описания связан с топологическими особенностями способа обхода фраг-
мента. Близкие области изображения, будут близки и в линейном векторе 
описания примера. 

Было показано, что применение обхода фрагментов по Гильберту по-
зволяет повысить качество обучения при фиксированном объеме обу-
чающей выборки. Это важно для случаев, когда необходимо использовать 
примеры, формируемые с участием человека. 

 
Список литературы 

 
1. Mathew S. Fractal World: a World of Worlds.  [Электронный ресурс]  
URL: http://www.fractal.org/Bewustzijns-Besturings-Model/Fractal-world.pdf  (да-

та обращения:11.02.2017). 
2. Васильева М.В. Исследование мира фракталов // Научное сообщество сту-

дентов XXI столетия. технические науки: сб. ст. по мат. XXIX междунар. студ. 
науч.-практ. конф. № 2(28). 

3. Авилушкин Л.В., Глаголева М.О. Распознавание групповых наземных объек-
тов // Известия Тульского государственного университета. 2008. Вып. 2. С. 124–131. 

4. Data Genetics, Hilbert Curves [Электронный ресурс]  
URL: http://www.datagenetics.com/blog/march22013/index.html (дата обращения: 

09.03.2017). 
5. Шустов В.А. Cокращение пространства признаков по критерию сопряжен-

ности с нуль-пространством // Институт систем обработки изображений РАН // 
Компьютерная оптика. 2002. № 23. 

6. LeCun Y. and Bengio Y.: Convolutional Networks for Images, Speech, and 
Time-Series, in Arbib, M.A. (Eds), The Handbook of Brain Theory and Neural Net-
works, MIT Press, 1995 [Электронный ресурс] 

URL: http://yann.lecun.com/exdb/publis/pdf/lecun-bengio-95a.pdf (дата обраще-
ния: 11.03.2017). 

7. Хайкин С. Нейронные сети: полный курс. 2-е изд.: Пер. с англ. М.: Изда-
тельский дом «Вильямс», 2008. С. 842. 



ISBN 978-5-7262-2400-8 НЕЙРОИНФОРМАТИКА-2017. Часть 1 

154 УДК 004.032.26(08) Нейронные сети 

8. Акимова Ю.С. Критерии сокращения размерности пространства признаков 
при распознавании объектов по сейсмическим сигналам // Труды Международно-
го симпозиума «Надежность и качество». 2011. Т. 1. 

9. Петровский А., Ройзензон Г. Снижение размерности признакового про-
странства в задачах многокритериальной классификации // International Book 
Series «Information Science and Computing» 2008 г. [Электронный ресурс] 

URL:http://www.raai.org/about/persons/royzenzon/pages/ITA_Petrovsky_Royzenso
n_2008.pdf (дата обращения: 11.03.2017). 

10. Мурыгин К.В. Особенности реализации алгоритма AdaBoost для обнару-
жения объектов на изображениях // Институт проблем искусственного интеллекта 
МОН Украины и НАН Украины 2009 г. 

URL: http://dspace.nbuv.gov.ua/bitstream/handle/123456789/8113/69-Murygin.pdf  
(дата обращения: 12.03.2017). 

 
 

Нейробиология 
 

А.К. КРЫЛОВ 
Институт психологии РАН, Москва 

neuru@mail.ru 
 

АКТИВНОСТЬ НЕЙРОНА 
КАК СПОСОБ ПОЛУЧЕНИЯ МЕТАБОЛИТОВ∗ 

 

Активность нейрона описывается как целенаправленная. Проведено 
сравнение с представлениями о нейроне как проводнике входных воздей-
ствий. Активность нейрона рассмотрена как способ получения метаболи-
тов. Предложена модель сопряжения активности нейрона и энергозатрат 
на активность с последующим усилением энергетики нейрона и увеличе-
нием пула метаболитов, который в дальнейшем расходуется на биосинтез. 
Моделируется феномен избыточной компенсации затрат нейрона на ак-
тивность, который в биологии считается смыслом активности. 

 

Ключевые слова: активность, глутамат, нейрон, энергетика клетки. 
 

Введение 
 

Активность нейрона, как феномен, может быть рассмотрена исходя из 
разных парадигм [1–5]. В зависимости от выбранной парадигмы, причины 
и цели нейронной активности оказываются разными. 

                                                
∗ Работа выполнена по государственному заданию ФАНО России №0159-2017-

0009. 



ISBN 978-5-7262-2400-8 НЕЙРОИНФОРМАТИКА-2017. Часть 1 

 УДК 004.032.26(08) Нейронные сети 155 

В древности и в средние века действия индивида объяснялись движе-
ниями его души, которая считалась непознаваемой объективными мето-
дами. В XVII в., вследствие развития механики, появилась механистиче-
ская метафора работы мозга – Декарт предположил наличие сходства ме-
жду функционированием фонтана (движение воды по трубам) и нервной 
системы человека (движение «животных духов» по нервам). В дальней-
шем на основе этих общефилософских материалистических представле-
ний И.П. Павловым была развита теория рефлекса. В ней представления 
Декарта были выражены постулатом о детерминации внешним стимулом 
последующего поведения (называемого «реакцией»). Мы считаем [2, 3], 
что сущность теории рефлекса можно выразить следующей формулиров-
кой: индивид, в своем действии и состоянии, объективно отражает пред-
шествующий внешний сигнал. Под «внешним сигналом» здесь понимает-
ся воспринимаемая организмом часть внешней среды. Это утверждение 
представимо следующей формулой: 
 ( ) ( )( ) , 0Y t f S t+ τ = τ > , (1) 
где S(t) – внешний сигнал воспринимаемый индивидом; Y(t) – действие 
индивида в момент t; f – некоторая функция. Эта формула описывает при-
чинно-следственную связь – причиной является внешний сигнал (S), след-
ствием является действие индивида (Y): если S, то Y. Эта формула соот-
ветствует базовому понятию в математике – функции (функциональному 
преобразованию). 

В рамках этой парадигмы реактивности усматривают сходство между 
очередной новинкой технического прогресса и живым организмом. Рас-
сматривались аналогии между мозгом и гидравлической машиной, затем, 
в начале ХХ в., телефонным коммутатором, а в середине ХХ в. пришла 
новая метафора, полагающая мозг аналогом компьютера [6, 7]. Ролью 
нейрона, как и мозга в целом, в соответствии с «вычислительной метафо-
рой», оказалось перекодирование входного сигнала в выходной (обзор 
развития представлений о мозге см. в [1–3, 5]). 

В 1943 г. МкКаллок и Питтс создали модель нейрона, в которой про-
вели аналогию между работой нейрона и логического элемента (вычисли-
теля) [6]. Несмотря на предупреждение авторов, аналогия была принята 
многими последователями как реальное описание работы нейрона. На 
основе этих идей развивается направление искусственных нейронных се-
тей (Neural Networks) [7]. Модельный нейрон суммирует приходящие к 
нему сигналы, применяет к сумме функциональное преобразование и с 
задержкой один такт выдает на выход результат вычисления (рис. 1, сле-
ва) – как раз в соответствии с нашей формализацией парадигмы реактив-
ности (см. формулу (1)). В 1952 г. Хожкин и Хаксли создали модель про-



ISBN 978-5-7262-2400-8 НЕЙРОИНФОРМАТИКА-2017. Часть 1 

156 УДК 004.032.26(08) Нейронные сети 

ведения нервного импульса по аксону с помощью уравнений, аппрокси-
мирующих ионные токи [8]. Эта модель, однако, была затем распростра-
нена на всю клетку, и весь нейрон оказался проводником электрического 
тока, интегратором и проводником входящих сигналов. Хотя реакция 
нейрона зависит от его внутреннего состояния, но само внутреннее со-
стояние определяется предшествующими входными сигналами, поэтому 
такие представления остаются в рамках парадигмы реактивности (см. 
формулу (1)) [2, 3]. 

Эта парадигма реактивности позволяет любые математические опера-
ции, состоящие из последовательности функциональных преобразований 
над матрицами, рассматривать как последовательность работы слоев моз-
га [7]. Успешность прикладной математики в решении практических задач 
на основе такой аналогии между нейроном и калькулятором, поддержива-
ет эту аналогию и способствует развитию математических методов ней-
роинформатики как раздела прикладной математики [7]. 

Парадигма реактивности применительно к работе мозга подвергается 
критике в психологии и психофизиологии и в качестве альтернативы рас-
сматривается парадигма активности, основанная на представлениях о  
целенаправленности [1–5, 9–12]. Парадигма активности рассматривает 
активность любой клетки или целого организма как способ достижения 
цели – нового соотношения со средой [1, 10]. На уровне нейрона спайко-
вая активность рассматривается как способ получить необходимые мета-
болиты от соседних клеток [1, 4, 10]. 

Активация нейрона приводит не только к генерации спайков и движе-
нию токов по аксону [8]. Активация нейрона приводит к активации сосед-
них глиальных клеток, которые получают метаболиты (глюкозу) из кро-
вотока и снабжают метаболитами (лактат и пр.) активный нейрон (рис. 1 
справа) [13, 14]. При активации нейрона происходит усиление его дыха-
ния (потребления кислорода для генерации энергии в митохондриях в 
цикле Кребса), т.е. происходит не только усиление затрат энергии на 
спайковую активность, но и усиление энергопродукции [14–18]. Преси-
наптический выброс глутамата не только активирует постсинаптический 
нейрон (как предполагается в модели МакКаллока-Питтса [6] и в класси-
ческой модели нейрона в нейроинформатике [7]). Глутамат, вытекает из 
синаптической щели и активирует ближайшие глиальные клетки, кото-
рые, потребляя этот глутамат, выделяют метаболиты – глутамин, лактат, 
АТФ и интермедиаты цикла Кребса, которые потребляются синапсами и 
нейроном (рис. 1, справа) [13, 14, 17]. Поэтому и медиаторное воздействие 
на нейрон, и возбуждение нейрона, способствуют притоку метаболитов к 
нему. При этом глиальные клетки в этой микрообласти расширяют капил-
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ляр и усиливают кровоток в эту область и так усиливают приток метабо-
литов [13, 14, 19]. Поэтому приходящие к нейрону «возбуждения» акти-
вируют локальный кровоток и приводят к получению «возбуждающимся» 
нейроном метаболитов [20]. 

 

 
Рис. 1. Слева: модель нейрона как сумматора электрических сигналов. Пресинап-
тические воздействия суммируются, к сумме применяется нелинейная функция, и 
результат вычисления выдается на выход. Справа: биологические процессы, про-
исходящие при воздействии на нейрон. Глутамат выходит из синаптической щели 
и захватывается (1) глиальными клетками. Глиальные клетки воздействуя на ка-
пилляр (2) расширяют его (3), что увеличивает приток метаболитов к глиальной 
клетке (4). Глиальная клетка выделяет глутамин, который захватывается преси-
напсом (5), лактат и прочие метаболиты захватываются нейроном (6) и активиру-
ют его дыхание в цикле Кребса, усиливают энергопродукцию нейрона (7). Акти-
вация нейрона, меняя ионный состав в среде, активирует глиальную клетку (8) 

 
Понятно, что весь мозг не может одновременно усилить приток мета-

болитов всем нейронам, необходима некоторая последовательность и ор-
ганизация. Такая организация обеспечивается путем поведенческой спе-
циализации нейронов при обучении [10–12] – нейрон становится актив-
ным только при решении определенной поведенческой задачи, своей ак-
тивностью обеспечивает совершение определенного поведенческого акта 
(относительно которого нейрон специализировался). Так, усиленный при-
ток метаболитов получают именно те нейроны, которые работают в дан-
ной задаче, обеспечивая совершение текущего поведенческого акта [20]. 
Именно совершаемым поведенческим актом определяется, какие нейроны 
получат дополнительные метаболиты во время и после своей активности. 
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Энергетическое состояние нейрона определяется митохондриями - ор-
ганеллами нейрона, являющиеся для него основными генераторами энер-
гии, которые в химическом цикле Кребса окисляют кислородом лактат и 
используют прочие метаболиты, получаемые от глиальных клеток, в ре-
зультате чего энергия окисления запасается в форме АТФ. Митохондрии 
последовательно находятся в трех состояниях: покой, активность, отдых 
после активности [21]. В фазе «отдых после активности» генерация энер-
гии усилена по сравнению с фазой покоя, а поскольку уже нет затрат на 
энергообеспечение активности нейрона, получается избыточная энергия, 
которую клетка использует на восстановление, репарацию, биосинтез 
(синтез белков) [21–23]. Поэтому есть биохимические основания, приме-
няя парадигму активности к нейрону [1, 2, 10], считать, что активность 
нейрона приводит к усилению притока метаболитов к нему и после за-
вершения активности позволяет оказаться в фазе энергетической «сверх-
компенсации», получить метаболический бонус за свою активность, кото-
рый можно расходовать на весьма затратный биосинтез [21–23]. Этот 
цикл смены фаз энергетики митохондрий покой-активность-отдых явля-
ется «элементарным биохимическим циклом возбуждения» и происходит 
за десятки миллисекунд [21]. Это вполне соответствует длительностям 
активации нейронов при совершении поведенческих актов [10–12].  

В настоящей работе проведено биологическое обоснование представ-
лений об активности нейрона с точки зрения парадигмы активности и да-
лее формулируется модель этих процессов, с целью формализации опи-
санных нейробиологических процессов. Впервые предлагается модель 
усиления биосинтеза как следствия активации нейрона. 

 
Моделирование сопряжения активности нейрона и энергетики 

 
Рассмотрение роли активации нейрона исходя из парадигмы активно-

сти позволяет выдвинуть следующие модельные положения: при актива-
ции нейрона происходит не только усиление энергозатрат на спайковую 
активность, но и активация соседних глиальных клеток приводит к усиле-
нию притока метаболитов (лактат) и интермедиатов цикла Кребса в мито-
хондрии нейрона, в результате чего продукция энергии (АТФ) и пул ин-
термедиатов возрастают; при прекращении активности нейрона образу-
ются избыточные энергия (АТФ) и интермедиаты, которые расходуются 
путем усиления биосинтеза на репаративные процессы в клетке или обу-
чение (которое требует формирования новых белков). В настоящей моде-
ли введены переменные: E – величина запаса энергии в нейроне, соответ-
ствует количеству молекул АТФ в клетке; I – амплитуда активности энер-
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госистемы клетки, соответствует величине пула интермедиатов цикла 
Кребса митохондрий. Обе величины нормированы к 1. Зависимости изме-
нения энергозаряда (dE/dt) и амплитуды (dI/dt) активности энергосистемы 
нейрона от величины энергии (E) и амплитуды (I) в модели: 

 
( )( ) ( )

1 ( ) ( )0,1 ( ) (AF A(t)) ;
1,1 ( ) 0,1 ( )

1 ( ) ( )0,01 ( ) 1 ( ) ( ) .
1,1 ( ) 0,1 ( )

dE E t E tI t
dt E t E t

dI I t I tI t gb E t gb E t
dt I t I t

⎡ ⎤−
= − +⎢ ⎥− +⎣ ⎦

⎡ ⎤−
= − −⎢ ⎥− +⎣ ⎦

 (2) 

Здесь AF – величина базовых энергозатрат нейрона (равна 0,1); А(t) – 
энергозатраты при активации нейрона (равны 0,2). Считаем, что скорость 
изменения активности энергосистемы (dI/dt), связанная с изменением пу-
ла интермедиатов цикла Кребса, на порядок медленнее, чем скорость ге-
нерации энергии (dE/dt), поэтому коэффициент 0,01 во втором уравнении 
на порядок меньше, чем коэффициент 0,1 в первом. Функция активации 
биосинтеза gb выбрана так, чтобы биосинтез активировался выше средне-
го при превышении энергозарядом (E) величины 0,8: 

( ) 0.8
0.05

1

1
xgb x

e
−=

+
. 

В уравнении для dE/dt первое слагаемое отражает мультиплицирую-
щее влияние интермедиатов I на генерацию энергии, второе слагаемое 
отражает расход энергии на базовый метаболизм AF и спайковую актив-
ность A(t). Во уравнении для dI/dt первое слагаемое отражает усиление 
амплитуды энергосистемы (увеличение пула интермедиатов) при низком 
энергозаряде, которое совпадает со сниженным биосинтезом, второе сла-
гаемое – расход интермедиатов на биосинтез при высоком энергозаряде. 
На рис. 2 показан график этой зависимости. 

Рассматривались короткая (25 тактов) и более длительная (50 тактов) 
активация нейрона. На рис. 3 показана полученная динамика переменных 
модели. В обоих случаях получен эффект усиления энергетики клетки 
(рис. 3, показан вертикальной стрелкой) после первичного снижения. При 
длительной активности фаза усиления энергетики может наступать еще до 
завершения активности нейрона (рис. 3, справа, диагональная стрелка) и 
зависит от параметров энергосистемы и скорости притока метаболитов. 
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Рис. 2. Зависимость изменения амплитуды (dI/dt) активности энергосистемы ней-
рона (вертикальная ось) от величины энергии (E) и амплитуды (I) в модели. По-
ложительные значения соответствуют скорости притока интермедиатов в цикл 
Кребса, отрицательные – их оттоку на биосинтез, что происходит при больших 
значениях E (в левой части графика), т.е. при высоком энергетическом состоянии 

 

 
 

Рис. 3. Динамика величины энергетического заряда (E) и активности энергосисте-
мы (I) в покое и при функциональной активности нейрона. Интервал активности 
обозначен вертикальными точечными линиями. Вертикальными стрелками пока-
заны фазы усиления энергетики после активности, относительно фонового уровня 
до активности. По вертикали – величины нормированы к максимальным значени-
ям. По горизонтали – время в тактах. Слева – длительность активации 25 тактов. 
Справа – длительность активации 50 тактов. Диагональной стрелкой показано, что 
рост энергозаряда (E) может начаться еще во время активации нейрона 
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Обсуждение 
 

Ранее нами была создана базовая модель сопряжения энергетики и 
биосинтеза в клетке [4, 24], в которой причиной активности нейрона были 
колебания энергии, вызванные колебаниями биосинтеза. В ней водителем 
ритмов функциональной активности и энергетики был ритм биосинтеза 
(ритм синтеза белка). Эта модель предполагала первичность процессов 
биосинтеза, ритм которого не зависит от величины энергии в клетке, от 
колебаний АТФ [25]. С другой стороны известно, что синтез белка угне-
тается в фазы снижения энергобаланса [23]. 

Настоящая модель призвана описать феномен сверхкомпенсации – 
усиления биосинтеза после функциональной активности («нагрузки») [21–
23], т.е. активация нейрона рассмотрена как первопричина. Такое положи-
тельное влияние активность («нагрузка») может иметь только, если попа-
дает в положительные фазы колебаний энергетики [23]. Компенсаторные 
процессы носят характер опережающей подготовки энергетики к будущей 
функциональной нагрузке («опережающее отражение» по П.К. Анохину 
[9]) [26] и внешнее воздействие рассматривается клеткой или организмом 
как предсказание дальнейших событий [1, 9, 10, 27]. Поэтому можно 
предполагать, что нейроны образуют связи друг с другом, сильно привя-
занные к локальному метаболизму, чтобы эти связи носили опережающий 
метаболический характер и вписывались в систему метаболизма организ-
ма (и закономерностей среды), и были подчинены ей. Нейронная актив-
ность при этом сама привязана к поведенческим актам [10–12]. Поэтому 
можно предполагать, что законы формирования нейрональных связей при 
обучении новым поведенческим актам [6, 12] подчинены принципам оп-
тимизации энергетики клеток и организма [23] с учетом принципа сверх-
компенсации затрат успешно работающих клеток [20–23]. 

Получение метаболитов от глиальных клеток и расширение капилля-
ров для усиления кровотока происходит за секунды [19]. Длительность 
типичной активности нейрона – десятки и сотни миллисекунд [10–12]. 
Поэтому нельзя пока с уверенность сказать, получают ли нейроны мета-
болическую сверхкомпенсацию только во время обучения новым формам 
поведения, связанным со специализацией нейронов, реализуемой синте-
зом белков [6], или специализированные нейроны получают усиленный 
метаболический приток каждый раз по время активации в уже освоенном 
поведении [20]. Решение этого вопроса затрудняется методическими 
трудностями регистрации метаболизма нейронов у свободно подвижных 
животных. Данные полученные на фиксированных животных и препара-
тах позволяют предполагать [18, 20–23], что нейрон всегда получает ме-
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таболический бонус, если выполняет задачу, относительно которой он 
специализирован [6, 10–12]. Поэтому смоделированный нами механизм 
предположительно носит универсальный характер [21–23]. 

 
Выводы 

 
Проведенный анализ биологических данных позволил создать концеп-

туальную математическую формализацию метаболических процессов, 
происходящих при активации нейрона и приводящих к феномену сверх-
компенсации затрат на активность. Сопоставление этого подхода с пред-
ставлениями о нейроне как сумматоре входных электрических сигналов 
показывает отличия в смыслах нейронной активности в этих двух пара-
дигмах – активности и реактивности. 
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АНАЛИЗ ЗНАЧИМОСТИ ФЕНОМЕНА 
«СПЕЦИФИЧЕСКИЙ ДЕФИЦИТ ЗРЕНИЯ» 

 
Составлено представление о природе объективного проявления фе-

номена «специфический дефицит зрения» (фСДЗ) – пятна СДЗ, соз-
дающегося на сетчатке. Предложены два возможных объяснения «двойст-
венности» свойств субъективного проявления фСДЗ – пятна СДЗ-образа, 
генерируемого центральными зрительными структурами. Рассмотрена 
значимость фСДЗ в трех аспектах – нейрофизиологическом, психофизио-
логическом и медицинском. Предполагается возможность аппаратной 
регистрации сетчаточного пятна СДЗ. 

 
Ключевые слова: дистальный стимул, проксимальный стимул, ста-

билизированное изображение на сетчатке, субъективный образ. 
 

Введение 
 

В предыдущей публикации [1] сделано описание характеристик субъ-
ективного проявления феномена «специфический дефицит зрения» 
(фСДЗ) – ощущения видения пятна СДЗ (пСДЗ-образа) в малой диафрагме 
или в отверстии (Ø ≤ 0,5 мм), например, в листе бумаги на просвет. За 
ощущение видения пСДЗ-образа ответственны центральные структуры 
зрительной системы. Очевидно поэтому, что субъективные свойства1 
пСДЗ обусловливаются нейронными механизмами центральных мозговых 
структур. С другой стороны, очевидно и то, что характеристики пСДЗ-
образа обусловливаются проксимальным и дистальным стимулами2. Объ-
ективные характеристики пСДЗ-проксимального стимула, или, сетчаточ-
ного пСДЗ, зависят, что тоже следует из данных в [1], как от внешнего 
фактора (внешнего источника света), так и от внутреннего фактора (све-
топроводящих структур самого глаза) в дистальном стимуле. 

                                                
1 Термин «субъективные свойства» – то же, что «свойства образа». 
2 «Проксимальный стимул» в психофизиологии – изображение, создаваемое 

светом на сетчатке; «дистальный стимул» – свет, формирующий изображение на 
сетчатке. 



ISBN 978-5-7262-2400-8 НЕЙРОИНФОРМАТИКА-2017. Часть 1 

 УДК 004.032.26(08) Нейронные сети 165 

В данной работе описывается, с одной стороны, представление, соз-
данное на основе полученных автором и литературных данных, – о том, 
как создается пСДЗ-проксимальный стимул, с другой, предлагаются и 
обсуждаются два возможных объяснения того, чем обеспечиваются не-
ожиданная «двойственность» свойств пСДЗ-образа. В основу представ-
ления положено предположение, что пСДЗ-проксимальный стимул созда-
ется как изображение теней от неоднородностей в светопроводящих 
структурах глаза. Объяснения строятся с учетом «двойственности» при-
роды дистального стимула (для фСДЗ) – как включающей в себя оба фак-
тора (как внешний, так и внутренний), что и определяет в итоге «двойст-
венность» свойств пСДЗ-образа. В работе также обсуждается значимость 
фСДЗ – рассмотрены три  аспекта: нейрофизиологический, психофизио-
логический и медицинский (в офтальмологии). Предполагается, что с об-
наружением новых дистальных стимулов – источников света без оправы 
(ИБО), тоже обеспечивающих фСДЗ [2], открываются качественно новые 
аналитические и технические возможности для изучения обоих проявле-
ний фСДЗ – пСДЗ-образа и пСДЗ-проксимального стимула. 

 
Часть I. Сетчаточное пСДЗ 

 
На рис. 1 представлено оригинальное (приводимое в [3]) изображение 

сагиттального среза глаза, в основном, его светопроводящих структур – 
хрусталика и стекловидного тела. Можно видеть, что стекловидное тело 
неоднородно; в нем видны фибриллы. Отметим здесь, что неоднородным 
является также структура хрусталика; в нем могут наблюдаться статичные 
включения [3]. Пространство сразу за хрусталиком «принадлежит» Клоке-
тову каналу. Он начинается в виде воронки, полость длинного узкого кон-
ца которой соединена в диске зрительного нерва с пространством между 
пучками нервных волокон; канал заполнен внутриглазной жидкостью; она 
оттекает, в конечном счете, в желудочек мозга; в жидкости могут нахо-
диться разнообразные включения, движущиеся вместе с её током. Этих 
данных достаточно, чтобы представить правдоподобную картину того, что 
представляет собой проксимальный стимул – сетчаточное пСДЗ. Это пред-
ставление иллюстрируется следующим рисунком (рис. 2). Здесь представ-
лены: внешний источник света – диафрагма3; включения в светопроводя-
щих структурах глаза (стабильные – в хрусталике и динамичные – в Кло-
кетовом канале). Свет от картины мира (КМ), проходя через диафрагму и 

                                                
3 На месте диафрагмы может быть любой ИБО (источник света без оправы), 

обеспечивающий, подобно диафрагме, фСДЗ [2]. 
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затем через светопроводящие структуры глаза, создает круглое световое 
пятно на сетчатке (сетчаточное пСДЗ). Тени от неоднородностей в прово-
дящих свет структурах глаза создают рисунок сетчаточного пСДЗ, состоя-
щий из трех основных составляющих [1]. 

 

 
 

Рис. 1. Пленчатые структуры стекловидного тела глаза человека 
на сагиттальном срезе (по: Jaffe N.S., 1969; рисунок приводится в книге [3]) 

 
Так, стабильные включения в хрусталике создают стабильный пат-

терн – «метку глаза», состоящий в данном случае из двух точек (рис. 2). 
Тени от фибрилл стекловидного тела и/или хрусталика и тени от включе-
ний, переносящихся током внутриглазной жидкости, создают на сетчатке, 
соответственно, изображение паутинного сплетения и изображение спус-
кающихся вниз «динамических» включений (на рис. 2 они не изображе-
ны – чтобы выделить «метку»). Поскольку неоднородности, создающие 
тени, сохраняются неизменными длительное время, картина пСДЗ-
проксимального стимула на сетчатке является, в основном, стабильной, 
постоянной4 – в отличие от изменяющегося и смещающегося по сетчатке 

                                                
4 Тема «динамические компоненты в стабилизированном изображении на сет-

чатке» требует отдельного анализа, здесь он не проводится. 
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изображения КМ (КМ-проксимального стимула). Казалось бы, это делает 
сетчаточное пСДЗ принципиально сходным  со стабилизированными изо-
бражениями на сетчатке (СИС), создаваемыми искусственным путем5 [4, 
5]; в свою очередь, сходство свойств пСДЗ-проксимального стимула и 
СИС-проксимального стимула  должно обусловливать и сходство основ-
ных характеристик их образов, генерируемых центральными структурами. 
Однако, как было показано в работах [1, 2], пСДЗ-образ и СИС-образ име-
ют как сходные, так и несходные свойства. Анализ этой «двойственности» 
свойств пСДЗ-образа проводится в следующем разделе. Здесь же отметим 
следующее. фСДЗ и фСИС принципиально различаются своими дисталь-
ными стимулами. В случае фСДЗ, природа дистального стимула определя-
ется как внешним, так и внутренним факторами – так, сам источник света, 
не зависит от зрительной системы, тогда как структуры, создающие тени, 
принадлежат глазу. В случае же фСИС, природа дистального стимула оп-
ределяется целиком внутренним фактором – поскольку уже непосредст-
венно сам источник света его дистального стимула жестко связан с глаз-
ным яблоком. 

 

 
 

Рис. 2. Формирование сетчаточного пСДЗ 
 

Часть II. пСДЗ-образ – ощущение видения сетчаточного пСДЗ 
 

пСДЗ-образ проявляет одновременно свойства как сходные, так и не-
сходные не только со свойствами СИС-образа, но также со свойствами 
КМ-образа [1, 2]. Его сходство и несходство с СИС выражается, соответ-
ственно, в том, что, с одной стороны, пСДЗ поворачивается, как и СИС, 
                                                

5 СИС создается светом, источник которого прикреплен к яблоку глаза. 
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вместе с поворотом сетчатки (при наклоне головы), с другой, пСДЗ не 
смещается (по пространству, видимому  сквозь пСДЗ) вместе со смещени-
ем взора, тогда как СИС смещается по пространству вместе с взором. 
Кроме того, пСДЗ можно видеть сколь угодно долго, тогда как восприятие 
СИС измеряется лишь в секундах. Сходство и несходство пСДЗ-образа с 
КМ-образом состоит, соответственно, в том, что, с одной стороны, пСДЗ, 
как и КМ, остается стабильным, не смещается в пространстве вместе со 
смещением взора, с другой, пСДЗ поворачивается при наклоне головы, 
тогда как КМ при этом не поворачивается. 
 

 
 
Рис. 3. Смещение частей изображения КМ по сетчатке при смещении взора по КМ, 
и не-смещение при этом изображения всей КМ на КЭ: КМ – картина мира (поле 
зрения глаза), представленная геометрическими объектами и изображением систе-
мы координат КМ; Сетч. – три клеточных слоя сетчатки; ТП – одна из топографи-
ческих проекций в зрительном пути; КЭ – константный экран.  Зачерненный круг – 
область центрального видения (фовеа). Стрелки из фовеа к КМ и КЭ – соответст-
венно,  направления взоров к областям КМ и «внутренних взоров» к областям КЭ. 
В фовеа представлены объекты КМ – 1, 2, 3, на которые «попеременно» направлен 
взор; сетчаточное изображение  системы координат КМ на сетчатке оказывается 
при этом соответственно (1, 2. 3) смещенным. КЭ-мех – механизм смещения внут-
реннего взора по КЭ. Двиг. с-ма – механизм смещения взора глаза по КМ. Пр. 
СИС – проектор, создающий стабилизированное изображение на сетчатке. ИБО – 
источники света, обеспечивающие фСДЗ. пСДЗ изображено только в Сетч. и ТП; 
СИС изображено только на КЭ. Между КМ и КЭ находится механизм зеркального 
преобразования ТП (ЗП-мех.) и механизм поворота ТП на 180˚ (ТП-мех.) 
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Свойства КМ-образа (и СИС-образа) как таковые объяснимы с точки 
зрения КЭ-гипотезы (ссылки см. в [1, 2]), предполагающей, что ответст-
венным за создание КМ-образа (и СИС-образа) является константный эк-
ран – КЭ (см. рис. 3). Так, КМ-образ (создаваемый КЭ) является стабиль-
ным (несмотря на смещение по сетчатке его проксимального стимула при 
смещении взора6 по КМ) благодаря тому, что система координат КЭ по-
ставлена в соответствие системе координат КМ (или, зрительного поля). 
Последнее означает, что каждой области зрительного поля (или, КМ), ку-
да направлен взор (и, следовательно, каждой четко видимой области КМ), 
соответствует свое закрепленное на КЭ место7. Таким образом, в какую 
бы область этого поля не был направлен взор, сетчаточная проекция каж-
дой области поля зрения сохранит прежним свое, закрепленное на КЭ по-
ложение. Этим и объясняется свойство стабильности КМ-образа. По-
видимому, генерирование СИС-образа тоже в итоге обеспечивается КЭ. В 
таком случае, всякий раз, при смещении взора одно и то же сетчаточное 
СИС8 будет передаваться в новую область на КЭ. Это и обеспечивает 
свойство СИС-образа смещаться по стабильному КМ-образу. 

Однако для объяснения выше описанной «двойственности» свойств 
пСДЗ-образа КЭ-гипотезы недостаточно. Для объяснения этого неожи-
данного сочетания свойств пСДЗ-образа нам видятся две возможности. 

1. Первая состоит в предположении, что пСДЗ-образ генерируется не 
КЭ, а другой отдельной структурой, расположенной до КЭ. В этом случае 
пСДЗ-образ не обусловливается механизмом КЭ, и, таким образом, его 
(пСДЗ-образа) система координат связана только с системой координат 
сетчатки, но не с системой координат КЭ. Это и объясняет сходство 
пСДЗ-образа с КМ-образом по свойству «не смещаться» вместе с взором и 
сходство пСДЗ-образа с СИС-образом по свойству поворачиваться вместе 
с поворотом сетчатки. В рамках этого представления, ответ на вопрос, 
почему восприятие СИС-образа измеряется в секундах, тогда как пСДС-
образа (и КМ-образа) длится сколь угодно долго, видится следующим. 
«Скоротечность» СИС-образа связана, видимо, с особенностями работы 
КЭ-механизма – видимо, СИС, как постоянная составляющая афферент-
ного потока, блокируется этим механизмом. Поскольку структура, обес-

                                                
6 Имеется в виду по умолчанию, что смещение взора происходит здесь в усло-

виях стабилизации головы. 
7 Нейронная архитектура механизма, обеспечивающего это свойство КЭ, со-

ставляет актуальную задачу в зрения (см. [6]). 
8 Сетчаточное СИС, по определению, жестко связано с собственной системой 

координат сетчатки. 



ISBN 978-5-7262-2400-8 НЕЙРОИНФОРМАТИКА-2017. Часть 1 

170 УДК 004.032.26(08) Нейронные сети 

печивающая пСДЗ-образ, не зависит от КЭ-механизма, постоянная со-
ставляющая к ней не блокируется, образ не исчезает. 

2. Альтернативная возможность состоит в том, что сходство пСДЗ-
образа с КМ-образом по свойству «не смещаться» и свойству восприни-
маться неограниченно длительное время обеспечивается частичным сход-
ством природы их дистальных стимулов. Так, у КМ-образа природа дис-
тального стимула  целиком определяется внешним фактором, у пСДЗ-
образа – частично тоже внешним фактором (см. выше). Если пСДЗ-образ 
генерируется, подобно КМ-образу, константным экраном, то это сходство 
в природе их дистальных стимулов  и обеспечивает сходство пСДЗ-образа 
с КМ-образом по свойству «не смещаться» и по свойству восприниматься 
сколь угодно долго. Отличие СИС-образа от пСДЗ-образа и КМ-образа по 
длительности восприятия объясняется, в рамках этой альтернативы, отли-
чием природы его дистального стимула – она целиком определяется внут-
ренним фактором. Сходство же пСДЗ-образа с СИС-образом по свойству 
поворачиваться с поворотом сетчатки, объясняется сходством природы их 
дистальных стимулов по внутреннему фактору – часть дистального сти-
мула у пСДЗ (создающая тени) и дистальный стимул (целиком) у СИС  
суть внутренние факторы. 

Поскольку тени на сетчатке от структур глаза являются в значительной 
степени постоянной составляющей зрения, они должны, казалось бы, 
проявляться как  помеха, мешающая видеть КМ. В условиях фСДЗ, пСДЗ 
действительно мешает видеть КМ, видимую сквозь пСДЗ [1, 2]. В обыч-
ных условиях эта помеха, однако, не проявляет себя. Поскольку помеха в 
виде теней в норме не ощущается, есть основание предположить, что, 
возможно, эволюция создала механизм, который опознает эту постоян-
ную составляющую и блокирует её поступление на КЭ (как в случае с 
СИС). И только в искусственных условиях фСДЗ эта постоянная состав-
ляющая  проявляется как пСДЗ-образ. 

 
Часть III. Значимость феномена СДЗ 

 
Нейрофизиологический аспект. Как можно видеть из проведенного 

здесь и ранее [1, 2] анализа, исследование фСДЗ является многоплановым, 
оно затрагивает нейрофизиологические, психофизиологические и меди-
цинские аспекты зрения.  

К вопросам нейрофизиологического плана относятся, например, во-
просы, возникающие при сравнении свойств пСДЗ-образа с таковыми 
СИС-образа и КМ-образа. В ч. II даны два возможных объяснения (1-е и 
2-е) «двойственности» свойств пСДЗ-образа; оба объяснения являются, в 
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сущности, нейрофизиологическими. В 1-м делается дополнительное (к 
КЭ-гипотезе) допущение – предполагается, что пСДЗ-образ генерируется 
не КЭ, а структурой, локализующейся до КЭ. Во 2-м не вносится принци-
пиально новых допущений, предполагается лишь, что зрительная система 
различает и соответственно, по-разному обрабатывает афферентный по-
ток, создающийся за счет внешнего и внутреннего факторов. Оба альтер-
нативные объяснения имеют свои сильные и слабые стороны, но 2-е про-
ще, и поэтому оно более правдоподобно. Тем не менее, какая из этих аль-
тернатив отвечает действительности – вопрос, требующий дальнейших 
исследований и анализа. Ясно в то же время, что любое из этих объясне-
ний является, по сути, попыткой подведения нейрофизиологического 
фундамента под психофизиологические данные – поскольку последние 
получены при изучении субъективного проявления фСДЗ – пСДЗ-образа. 
Таким образом, полученные психофизиологические данные служат осно-
ванием для планирования нейрофизиологических исследований. В этом, 
на наш взгляд, состоит значимость исследования фСДС в нейрофизиоло-
гическом аспекте. 

Психофизиологический аспект. Как отмечено выше, все описанные ре-
зультаты в отношении фСДЗ являются психофизиологическими. Они 
сравниваются также с результатами других психофизиологических дан-
ных, полученных, например, при изучении свойств СИС-образов и КМ-
образов. Эти полученные результаты дополняют (подтверждают или по-
зволяют увидеть новое) существующие психофизиологические данные в 
отношении зрения. В этом видится основная значимость исследования 
фСДЗ в психофизиологическом аспекте. 

В то же время, эти исследования касаются в какой-то мере также глав-
ной психофизиологической проблемы – проблемы природы ощущений 
как таковых. Действительно, в исследованиях по проблеме природы ощу-
щений (как таковых) зрительной (или другой) модальности необходимой 
и первой задачей является точная идентификация структуры, непосредст-
венно обусловливающей то, или иное ощущение. Как можно видеть, в 
выше предложенных объяснениях «двойственности» свойств пСДЗ-образа 
делается  шаг в этом направлении. С нашей точки зрения, с проблемой 
природы ощущений связана также проблема сознания9. Так, ранее нами 
предлагалось рассматривать сознание как высшую форму в «иерархии»10 

                                                
9 Эта проблема рассматривается в психофизиологии как основная [7]. 
10 Термин «иерархия» имеет здесь значение, аналогичное значению этого тер-

мина по отношению к уровням эволюционного развития, например, типам или 
классам животных. 
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ощущений [8]. Как можно видеть, делаемое допущение (в упомянутом 
выше 1-м объяснении – о генерировании пСДЗ-образа и КМ-образа раз-
ными структурами) согласуется с этим тезисом о сознании в части, пред-
полагающей иерархию ощущений. 

Медицинский (в офтальмологии) и методический аспекты. Из получен-
ных результатов исследования феномена СДЗ, по-видимому, наиболее зна-
чимым в практическом плане (в офтальмологии) может быть описанный факт 
[1, 2] – возможность самому пациенту наблюдать (рассматривая пСДЗ-образ) 
ток внутриглазной жидкости с включениями, который не видим в нормаль-
ных, не экспериментальных условиях. Ток внутриглазной жидкости в прово-
дящих свет структурах глаза – важная постоянная физиологическая состав-
ляющая в нормальном функционировании глаза [3]. Фактически, внутриглаз-
ная жидкость выполняет в светопроводящих структурах глаза функцию от-
сутствующей в них кровеносной системы. Наиболее вероятным кандидатом 
среди структур, образующих гидродинамическую систему глаза, где может 
протекать жидкость, обеспечивающая динамическую составляющую в пСДЗ-
образе, является, как было описано в ч. I, Клокетов канал (рис. 1 и 2). Широ-
кая воронка этого канала расположена сзади хрусталика; в неё оттекает жид-
кость, видимо,  из пространства за капсулой хрусталика. Отток жидкости на-
правлен в сторону мозга. Поскольку же суживающейся частью воронка на-
правлена книзу, ток жидкости имеет направление сверху вниз. Именно такое 
направление (сверху вниз) наблюдается у тока жидкости в пСДЗ-образе. Спо-
соб фиксировать самим пациентом (благодаря фСДЗ) наличие/отсутствие 
тока внутриглазной жидкости может иметь, предположительно, значение в 
диагностике состояния гидродинамической системы глаза. Также предполо-
жительно, такое же, диагностическое значение может иметь феномен СДЗ в 
отношении стабильных включений в картине пСДЗ11. 

В работе [2] описаны световые источники без оправы (ИБО), тоже 
обеспечивающие фСДЗ. Некоторые из них компактны, удобны для ис-
пользования в эксперименте, они создают четкое пСДЗ-образ. Существо-
вание таких ИБО делает в принципе возможным устройство (на базе оф-
тальмоскопа), которое позволяло бы одновременно обеспечивать фСДЗ и 
аппаратно (объективно) регистрировать сетчаточное пСДЗ. Учитывая 
изложенное выше, очевидно, что создание такого устройства, открыло бы 

                                                
11 Очевидно, что  возможность практического использования фСДЗ будет ус-

тановлена лишь после получения (в клинических условиях) данных о корреляции 
между описанными здесь характеристиками пСДЗ-образа и соответствующими 
глазными патологиями. 
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новые технические и аналитические возможности в изучении обоих про-
явлений фСДЗ – сетчаточного пСДЗ и пСДЗ-образа. 
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ВЕЙВЛЕТНАЯ КОРРЕЛЯЦИЯ ВСПЫШЕК АКТИВНОСТИ 

НЕЙРОНОВ, ГЕНЕРИРУЮЩИХ СПАЙКИ 
 

Разработана математическая модель импульсной активности нейронов, 
генерирующих вспышки, в каждой из которых содержится несколько 
спайков. Частотно-временные свойства вспышек изучены аналитически с 
помощью непрерывного вейвлет-преобразования (CWT). Для изучения 
синхронизации активности нейронов предложена вейвлетная корреляци-
онная функция, которая вычислена аналитически для двух нейронов, ге-
нерирующих заданное количество спайков. 
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Ключевые слова: непрерывное вейвлетное преобразование, вейвлет-
ная корреляционная функция, синхронизация нейронов. 

 
Введение 

 
Работа центральной нервной системы осуществляется вследствие син-

хронизации как отдельных нейронов [1–2], так и сложных нейронных ан-
самблей. Нейрон, как генератор (pacemaker) может воспроизводить рит-
мические движения разной длительности и частоты, которые могут быть 
как регулярными, так и хаотическими. В электрической активности ней-
ронов фиксируются некоторые вспышки (bursts), состоящие из коротких 
импульсов (spikes) и низкочастотные колебания, которые связывают с 
медленными изменениями мембранного потенциала. В соответствии со 
спайковой моделью [3–6], основными носителями информации считаются 
количество, моменты возникновения и длительности спайков. Синхрони-
зации нейронной активности как способу переноса информации посвяще-
ны многочисленные экспериментальные и теоретические работы [1–8]. 

Для оценки степени синхронизации используются методы когерентно-
го анализа, мгновенной величины запирания фазы, переноса энтропии, 
нелинейной динамики [9–11]. Спектральная когерентность, основанная на 
преобразовании Фурье (кросс-спектры) и предполагающая стационар-
ность сигналов, долгое время считалась основным методом оценки взаи-
модействия сигналов ритмической активности мозга [11], причем более 
информативными признаются методы оценки мгновенной фазовой син-
хронизации. В работе [12] проводится сравнение эффективности преобра-
зования Гильберта и вейвлет-преобразования при исследовании синхро-
низации нейронов на различных частотах. В настоящее время можно вы-
делить основные направления развития исследований процессов синхро-
низации нейронов и нейронных сетей: построение более сложных и более 
реалистичных моделей нейронов и их взаимодействия; развитие методов, 
учитывающих нестационарный и нелинейный характер взаимодействия 
нейронов и их ритмической активности. 

Цель настоящей работы: разработка модели импульсной активности 
нейронов, генерирующих спайки; построение аналитического вейвлет-
преобразования, определяющего их частотно-временные свойства; анали-
тическое вычисление вейвлетной корреляционной функции различных 
нейронов для количественного анализа их синхронизации. 
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1. Математическая модель работы отдельных нейронов 
 

В отличие от сложных моделей [1–2], подробно анализирующих рабо-
ту ионных каналов нейрона, для формулировки критериев синхронизации 
нейронов в данной работе предложена простая математическая модель 
активности двух нейронов α  и β . Для первого α -нейрона сигнал его 
электрической активности ( )Z tα  представляет собой суперпозицию Nα 
элементарных гауссовых сигналов 

 ( )
1

0
( )

N

L L
L

Z t z t t
α−

α
=

= −∑ , (1) 

 ( ) ( )2
2exp

42
LL

LL
LL

t tbz t t
⎡ ⎤−

− = −⎢ ⎥
ττ π ⎢ ⎥⎣ ⎦

. (2) 

Модель (1) предполагает, что первый α -нейрон, включает в себя мно-
жество спайков (spikes), причем время возникновения каждого спайка 
задается либо феноменологически, либо является решением более слож-
ных моделей функционирования нейрона. Каждый спайк ( )LLL tbL τ= ;; , 
возникает в момент времени Ltt = , имеет собственную амплитуду Lb , и 
характеризуется собственной шириной Lτ . Кроме спайков, для которых Lτ  
много меньше, чем интервал времени между спайками, в такой модели 
могут присутствовать вспышки (bursts). Каждая вспышка имеет свой 
центр LВt  и свою характерную ширину LBτ  ( LBτ >> Lτ ). Различные вспышки 
α -нейрона, также не перекрываются ( LBτ  много меньше, чем расстояние 
между вспышками), причем число спайков в каждой вспышке может из-
меняться. Предложенная модель дает возможность учитывать долговре-
менные изменения работы отдельного нейрона, связанные с различными 
типами воздействия на этот нейрон (лекарственные и световые воздейст-
вия). Сигнал второго нейрона ( )Z tβ  также представим как суперпозицию 

Nβ  гауссовых пиков ( )KK
z t t− , где ( ); ;K K KK b t= τ  

 ( )
1

0
( )

N

K K
K

Z t z t t
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=
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Рассмотрим традиционную кросскорреляционную функцию ( )ССF tαβ ,  

 ( ) ( ) ( )ССF t Z t Z t t dt
∞

αβ α β
−∞

′ ′ ′= +∫ , (4) 
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которая характеризует связь между сигналами ( )Z tα  и ( )Z tβ , взятыми в 
различные моменты времени. Кросскорреляционная функция отдельных 
гауссовых сигналов ( )LKССF t  может быть вычислена точно  

 ( )
( )

( )
( )

2

2 22 2
exp

42
K LL K

LK
L KL K

t t tb b
ССF t

⎧ ⎫− −⎡ ⎤⎪ ⎪⎣ ⎦= −⎨ ⎬
τ +τπ τ +τ ⎪ ⎪⎩ ⎭

. (5) 

Удобно использовать нормированную кросскорреляционную функцию 
( )( )n

LKССF t . Максимальное значение ( )( )n
LKССF t  при K Lt t t= −  равно единице. 

С учетом (1), (3) функция ( )aССF tβ  (4) имеет вид 

 ( )
11

( )

0 0
( )

NN
n

LK
L K

ССF t CCF t
βα −−

αβ
= =

= ∑ ∑ . (6) 

Отметим, что функция (6) не изменится, если обратить ход времени 
t t→− , и заменить все времена возникновения спайков α  и β  нейронов 
на противоположные L Lt t→− , KK tt −→ . В дальнейшем, для простоты 
предположим, что все спайки нейронов α  и β  одинаковы τ=τ=τ KL , где 

τ = 0,004 s, а их максимальные амплитуды равны единице πτ== 2KL bb . 
Пусть для α -нейрона существует αN  = 3 спайка );;( 210 ααα=αL , которые 
локализованы в моменты времени { }ssstL 9,1;4,1;2,1= . Для β -нейрона 

βN  = 2, 0 1( ; )Kβ = β β , а времена локализации { }1,95 ;2,15t s sK = . На рис. 1 

представлен сигнал первого α -нейрона ( )Z tα . Три спайка такого нейрона, 
задаваемые гауссовыми пиками 0 1 2( ; ; )Lα = α α α , выделены черным цветом. 
Для β -нейрона 0 1( ; )Kβ = β β  два спайка, образующие сигнал ( )Z tβ , не выде-
лены. 

Зависимость от времени функции ( )aССF tβ  (4) для сигналов ( )Z tα  и 
( )Z tβ  представлена на рис. 2. 

Единичный пик функции ( )aССF tβ  при t  = 0,05 s обусловлен корреля-
цией пары спайков 0 2( ; )β α . Пик 0,25 s соответствует корреляции спайков 

1 2( ; )β α , а пик 0,55 s – 0 1( ; )β α . Пик, имеющий удвоенную амплитуду при 
t  = 0,75 s, объясняется синхронизацией двух пар спайков 0 0( ; )β α  и 1 1( ; )β α . 
Единичный пик 0,95 s обусловлен корреляцией пары 1 0( ; ).β α  
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Рис. 1. Зависимости от времени ,t s  сигнала α -нейрона ( )Z tα  (черный цвет) 
и β -нейрона ( )Z tβ  (белый цвет) 

 

 
 

Рис. 2. График ( )aССF tβ  в зависимости от времени ,t s  
 

2. Непрерывное вейвлет-преобразование сигнала нейрона 
 

Сигналы α -нейрона и β -нейрона являются нестационарными сигна-
лами, амплитудно-частотные свойства которых изменяются с течением 
времени. Для таких сигналов успешно применяется непрерывное вейвлет-
преобразование ( , )V tν  (Continuous Wavelet Transform – CWT), которое 
отображает любой нестационарный сигнал )(tZ  на плоскость времени t  
(s) и частоты ν (Hz) [2, 13–15] 

 ( ) ( ) ( )( )*,V t Z t t t dt
∞

−∞

′ ′ ′ν = ν ψ ν −∫ , (7) 
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где ( )xψ  – материнский вейвлет, а значок * означает комплексное сопря-

жение. В качестве ( )xψ  мы используем новый адаптивный материнский 
вейвлет Морле (AMW) с управляющим параметром m [15] 

 ( ) ( ) ( )
2

2
2exp exp 2 exp

2m m
xx D ix
m

⎛ ⎞ ⎡ ⎤ψ = − π − −Ω⎜ ⎟ ⎣ ⎦⎝ ⎠
. (8) 

В выражении (8) параметр 2m mΩ = π , а постоянная mD  определяется из 

условия ( ) 2
1xψ = . Параметры локализации вейвлета (8) по оси частот и 

времени приведены в работах [15]. Если сигнал ( )Z tα  является суперпози-
цией (1), то ( , )V tα ν  будет суперпозицией ( , )LV tν  сигналов (2). Функция 

),( tVL ν  вычисляется аналитически  

 
( )2 2 2 2 2

0 0
2 2 2 2

2 1 2
( , ) exp exp exp

2
m LL m m

L
L L L L

x m ab D ix
V t

a m a a a

⎡ ⎤+ Ω − ⎧ ⎫⎛ ⎞⎛ ⎞ν π Ω⎪ ⎪⎢ ⎥ν = − − −⎨ ⎬⎜ ⎟⎜ ⎟
⎢ ⎥⎪ ⎪⎝ ⎠ ⎝ ⎠⎩ ⎭⎣ ⎦

, (9) 

где ( )0 ,Lx t t=ν −  2 2 21 2 /L La m= + ν τ . Для сигнала ( )Z tα  (см. рис. 1), состоя-

щего из трех спайков { }1,2 ;1,4 ;1,9Lt s s s=  (1), модуль вейвлет-

преобразования ( , )V tα ν  представлен на рис. 3. 
 

 
 

Рис. 3. Функция ( , )V tα ν  в зависимости от частоты , Hzν  и времени st,  
 

Скелетон вейвлет-преобразования, показывающий экстремальные 
хребты двумерной поверхности ( , )V tα ν , представлен на рис. 4. 
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Рис. 4. Скелетон ( , )V tα ν  в зависимости от времени ,t s  и частоты , Hzν  
 

Промежуток времени между двумя спайками 0α  и 1α  сигнала ( )Z tα , где 

0t  = 1,2 s и 1t  = 1,4 s, равен 0,2 s. На скелетоне ( , )V tα ν  в этот промежуток 
времени видны кратные частоты ν = 5,10,15,20 Hz. Между спайкам 1α  и 

2α  ( 1t  = 1,4 s, 2t  = 1,9 s) существует промежуток времени 0,5 s, что дает 
ряд кратных частот ν = 2, 4, 6, 8.. Hz. Таким образом, вейвлет-
преобразование имеет значительные преимущества перед Фурье анали-
зом, так как выявляет характерные всплески высокочастотных колебаний 
в моменты времени { }1,2 ; 1,4 ; 1,9  t s s sL = , связанные с малой длительно-
стью каждого спайка τ  = 0,004 s, а также содержит информацию о про-
межутках времени между всеми спайками.   

 
3. Вейвлетная корреляционная функция 

 
Введем вейвлетную корреляционную функцию ( , )WCF tαβ ν  

 ( ) ( )*( , ) , ,WCF t V t V t t dt
∞

αβ α β
−∞

′ ′ ′ν = ν ν +∫ , (10) 

которая в отличии от ( )CCF tαβ  (4) показывает корреляцию между CWT 
двух сигналов ( , )V tα ν  и ( , )V tβ ν , взятых в различные моменты времени. 
Согласно принципу суперпозиции ( , )WCF tαβ ν  (10) может быть представле-
на в виде двойной суммы, в которую входит ( , )LKWCF tν , вычисленная для 
элементарных гауссовских сигналов. Отметим, что функция ( , )LKWCF tν  в 
данной работе также получена аналитически, причем максимальное зна-
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чение ( , )LKWCF tν , равное единице, достигается для частоты )4/(1 0max πτ≈ν . 

На рис. 5 изображена ( , )WCF tαβ ν  (10) для сигналов α  и β  (см. рис. 1). 
 

 
 

Рис. 5. Зависимость ( , )WCF tαβ ν  от частоты , Hzν  и времени ,t s  

 
Анализ рис. 5 показывает, что на больших частотах 01/(4 )ν>> πτ  модуль 

вейвлетной корреляционной функции ( , )WCF tαβ ν  воспроизводит класси-

ческую ( )aССF tβ , причем удвоенный пик ( , )WCF tαβ ν  при t  = 0,75 s на этих 

частотах также обусловлен  синхронизацией двух пар спайков 0 0( ; )β α  и 

);( 11 αβ . Особенности низкочастотного поведения ( , )WCF tαβ ν  связаны с 
характерными интервалами следования пиков синхронизации нейронов. 

 
Выводы 

 
Предложена математическая модель импульсной активности нейрона 

как последовательности вспышек, каждая из которых характеризуется 
определенным числом спайков. Для двух нейронов α  и β  вычислена 
кросскорреляционная функция, с помощью которой изучена связанная 
работа таких нейронов. Получено аналитическое выражение для непре-
рывного вейвлет-преобразования CWT от сигнала каждого нейрона. Вве-
дена и аналитически вычислена вейвлет-корреляционная функция 

( , )WCF tαβ ν , с помощью которой можно наблюдать  синхронизацию спай-
ков, возникающих у разных нейронов в различные моменты времени. 
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Предлагаемый метод может быть применен для количественной оцен-
ки взаимодействия нейронов, генерирующих короткие импульсы, в том 
числе для определения зависимости коррелированных состояний несколь-
ких нейронов, возникающих в разные моменты времени. Задача опреде-
ления корреляций нейронов является особенно важной при разработке 
нейроинтерфейсов, представляющих собой мультиэлектродные массивы, 
осуществляющие обмен информацией между нейронной популяцией и 
внешним миром [16]. Такие нейроинтерфейсы позволяют осуществлять 
как стимуляцию, так и синхронное зондирование десятков нейронов на 
клеточном уровне. Введенная в работе вейвлет-корреляционная функция 
может использоваться как инструмент изучения быстроизменяющихся 
вспышечных процессов в радиофизике, физике плазмы и астрофизике, а 
также стабильности квантовых стандартов частоты. 

Работа выполнена при финансовой поддержке Российского Научного 
Фонда (грант РНФ 17-12-01085). 
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К ВОПРОСУ О ФОРМИРОВАНИИ ЦЕЛЕЙ 

 
На основе простых моделей модификации карты ценности состояний 

рассмотрены возможности формирования целей поведения разумного 
существа. Показано, что при подходящей стратегии выбора маршрутов в 
пространстве состояний возможно формирование целей, отличных от 
первичных целей, связанных с непосредственным получением награды. 

 
Ключевые слова: формирование целей, пространство состояний, 

ценность состояний, маршруты в пространстве состояний. 
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Введение 
 

Одной из главных особенностей нервной системы разумных существ, в 
частности, человека является способность формировать новые цели деятель-
ности по мере освоения окружающего мира [1, 2]. Даже у новорождённого 
ребёнка имеются врождённые потребности и инстинкты. Удовлетворение 
таких потребностей и реализацию таких инстинктов можно считать первич-
ными врождёнными целями. По мере взросления в результате взаимодейст-
вия с природой и обществом в мозге человека возникают новые потребности 
и установки – идёт формирование вторичных целей, не связанных напрямую 
с удовлетворением биологических потребностей. Достижение сформирован-
ных целей является движущей силой деятельности человека. 

Искусственная интеллектуальная система, претендующая на замену 
нервной системы человека, должна обладать развитым аппаратом работы 
с целями. Представляется естественным строить такой аппарат на основе 
функции ценности, отображающей пространство состояний существа в 
окружающем мире в пространство ценностей [3-6]. Ценность состояния – 
это число (или набор чисел), характеризующее данное состояние с точки 
зрения получения определённых выгод – наград. Отрицательная ценность 
связана с некоторыми издержками или вредными воздействиями («нака-
занием»). У живых существ ценность состояния выражается в «эмоцио-
нальной» оценке состояния (приятно – неприятно и т.п.). 

В качестве целей деятельности естественно рассматривать достижение 
состояний с максимальной ценностью, т.е. максимума (глобального или 
хотя бы локального) функции ценности. Это соответствует стремлению 
животного достичь состояния с высокой «эмоциональной» оценкой. Та-
ким образом, множество целей – это множество локальных максимумов 
функции ценности. 

Функция ценности (или карта ценности для двумерного пространства 
состояний) формируется в процессе движения в пространстве состояний. 
Движение по некоторому маршруту в пространстве состояний приводит к 
получению наград и наказаний, в зависимости от которых происходит 
изменение ценности состояний маршрута. В результате исследования 
пространства состояний формируется функция ценности, рельеф которой 
определяет целенаправленное поведение. 

Как правило, максимумы функции ценности находятся в точках (состоя-
ниях), где можно получить награду, т.е. где удовлетворяются некоторые по-
требности. Возникает вопрос. Возможно ли формирование максимумов, не 
связанных с непосредственным получением награды? И каков смысл соот-
ветствующих целей? Чтобы ответить на вопрос, обратимся к простой модели. 
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Модель формирования функции ценности 
 

Ограничимся рассмотрением двумерного пространства состояний. Та-
кой случай реализуется, в частности, если состояния – это места в физиче-
ском двумерном пространстве, при этом маршруты в пространстве со-
стояний – это траектории движения на плоскости. В некоторых точках 
(дискретных) пространства состояний имеются источники награды. Для 
одного типа награды расположение и интенсивность источников награды 
можно задать функцией Pr(x, y), равной нулю вне источников награды. 
Координаты x,y нумеруют точки пространства состояний. 

В простейшем случае функция ценности – это скалярная функция 
Val(x, y). Формирование этой функции происходит при движении в про-
странстве состояний. Пусть при движении по некоторому маршруту x(t), 
y(t) в момент времени t = t0 достигается точка с источником награды: 

0 0( ( ), ( )) 0Pr x t y t ≠ . Тогда в данной точке и нескольких предыдущих точ-
ках маршрута происходит модификация значений ценности: 
 0 0 0 0 0( ( ), ( ), ( )) ( ) ( ( ), ( ))prVal x t t y t t y t t k t Pr x t y tΔ −Δ −Δ −Δ = Δ , (1) 
где max0, 1, ...,t tΔ = Δ , kpr – коэффициент модификации, зависящий от уда-
лённости (по времени) точки маршрута от точки с наградой. Ясно, что чем 
больше Δt, тем меньше коэффициент модификации (дисконтирование). В 
частности, можно взять экспоненциальную зависимость 
 0( ) exp( )pr prk t k a tΔ = − Δ , (2) 
где kpr0 – коэффициент модификации для текущего состояния; a – ско-
рость дисконтирования. 

В реальных условиях имеется несколько видов наград, связанных с 
удовлетворением разных потребностей. Каждому типу награды соответ-
ствует своя функция ценности. При этом ценность состояния задаётся 
набором чисел, который называем вектором ценности состояния υ . Из 
компонент векторной функции ( , )x yυ  нужно составить скалярную функ-
цию Val(x, y), которая и управляет целенаправленным поведением. Сде-
лать это можно разными способами. Простейший способ – суммирование 
компонент с весами: 
 ( , ) ( , )j j jVal x y a x y= Σ υ . (3) 
Существенно, что веса aj зависят от насущных потребностей организма 
(его внутреннего состояния). Так, для организма, испытывающего голод, 
наиболее существенна награда в виде пищи – наибольший вес имеет ком-
понента вектора ценности, связанная с пищевой наградой. 
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Конечно, описание ценности на основе формулы (3) может оказаться не-
адекватным при описании реальных организмов. Это связано с тем, что раз-
ные модальности наград и наказаний обрабатываются разными отделами 
мозга (при использовании разных методов обработки) [3–5]. В частности, 
отсутствует симметрия между положительными наградами и наказаниями 
(отрицательными наградами) – подчас высокая награда не способна преодо-
леть страх наказания. Достоинство формулы (3) – её простота и ясный смысл. 

Что касается формулы (1), описывающей модификацию функции цен-
ности (или компонент векторной функции ценности), то она может быть 
усовершенствована в нескольких направлениях. Во-первых, интенсив-
ность модификации функции ценности в общем случае зависит от внут-
реннего состояния организма. (Так, сытое животное может не заметить 
источник пищи.) Этот факт легко учесть, считая коэффициент kpr завися-
щим от внутреннего состояния организма. 

Во-вторых, из формулы (1) следует неограниченный рост значений 
ценности состояний по мере многократного прохождения через эти со-
стояния. Чтобы устранить такой «нефизический» рост, необходимо ввести 
те или иные механизмы ограничения. Можно, например, ввести тотальное 
затухание на каждом временном шаге: 
 ( , ) ( , )Val x y k Val x yτΔ = − , (4) 
где kt – малый коэффициент затухания. Такой механизм ограничения 
слишком грубый – он может приводить к стиранию информации о ценно-
сти состояний некоторой области пространства, если эта область долго не 
посещается. 

Другой, более правдоподобный с биологической точки зрения способ 
ограничения значений функции ценности, основан на вычитании из ин-
тенсивности источника награды Pr(x, y) в правой части формулы (1) неко-
торого ожидаемого значения этой величины Pre(x, y): 

0 0( ( ), ( ))Val x t t y t tΔ −Δ −Δ =  
 0 0 0 0( )( ( ( ), ( )) ( ( ), ( )))pr ek t Pr x t y t Pr x t y t= Δ − . (5) 

Ожидаемая интенсивность награды пропорциональна значению цен-
ности в данной точке: Pre(x, y) = CVal(x, y), где C – нормировочный коэф-
фициент. У уравнения (5) имеется стационарные решения, для которых 
Val(x, y) = Pr(x, y)/C в точках с наградой. При больших временах движе-
ния по пространству состояний (с заходом во все точки-состояния) функ-
ция ценности стремится к одному из стационарных решений. Значения 
ценности состояний без источников награды определяются выбором мар-
шрутов движения. Заметим, что на начальных этапах исследования про-
странства состояний значения функции ценности малы, при этом можно 
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отбросить член с Pre в правой части уравнения (5), что приводит к форму-
ле (1). 

В-третьих, может возникнуть необходимость учёта дополнительных 
источников  модификации функции ценности. Дело в том, что живое су-
щество может испытывать приятные ощущения не только от получения 
награды, но также находясь в состоянии с высокой ценностью (без источ-
ника награды) – от «предвкушения награды». Таким образом, высокую 
ценность данного состояния можно рассматривать как своеобразную на-
граду, которая может служить источником модификации функции ценно-
сти. Для учёта этого в правую часть уравнения (1) (или (5)) необходимо 
добавить члены, зависящие от ценности состояний маршрута. Сделать это 
можно различными способами. Соответствующие выражения не приво-
дим из-за недостатка места. 

 
Маршруты движения в пространстве состояний 

и рельеф функции ценности 
 

Процесс формирования функции ценности существенно зависит от 
выбора маршрутов движения в пространстве состояний. Например, при 
движении по «прямолинейному» маршруту от начальной точки-состояния 
до источника награды формируется рельеф функции ценности с сильно 
анизотропным максимумом (рис. 1). Если же движение хаотическое (слу-
чайный маршрут), то после многократного прохождения состояния с на-
градой формируется более или менее изотропный максимум с центром в 
источнике награды (рис. 2). Рис. 1, 2 получены с использованием уравне-
ния (1) при Δtmax = 6, a = 0,3. Ширина максимума для случайного маршру-
та существенно меньше ширины максимума для «прямолинейного» мар-
шрута в направлении движения. 

Относительно большая ширина максимума и возможность управлять 
направлением оси максимума путём изменения направления движения  
позволяют формировать довольно интересные рельефы функции ценно-
сти, которые содержат дополнительные, не привязанные к источнику на-
грады, локальные максимумы. Так, при наличии двух источников награды 
и использовании пересекающихся «прямолинейных» маршрутов для под-
хода к этим источникам, можно получить дополнительный максимум в 
точке пересечения маршрутов (рис. 3). Появление такого максимума 
можно рассматривать как формирование новой промежуточной цели, дос-
тижение которой позволяет легко достичь любого из двух источников 
награды. Заметим, что при том же, что и на рис. 3, расположении источ-
ников награды использование случайных маршрутов не приводит к фор-
мированию дополнительного максимума — новой цели (рис. 4). 
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Рис. 1. Максимум функции ценности, сформированный 
в результате «прямолинейного» движения 
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Рис. 2. Максимум функции ценности, сформированный 
в результате хаотического движения 
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Рис. 3. Дополнительный максимум в точке пересечения маршрутов 
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Рис. 4. Отсутствие дополнительного максимума функции ценности 
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при использовании случайных маршрутов 
Насколько реалистично использование заданных повторяющихся 

маршрутов при формировании функции ценности? Наблюдение за живы-
ми существами (мышами, человеком) показывает, что даже при первона-
чальном исследовании новой обстановки используемые маршруты далеки 
от случайных [7]. Общая картина движения довольно предсказуема, хотя 
нет полной повторяемости маршрутов. Полностью хаотическое движения 
очень неэкономично как из-за большого числа поворотов, так и из-за 
слишком медленного освоения пространства состояний. И для искусст-
венных существ нет причин пользоваться полностью случайными мар-
шрутами. По мере освоения обстановки движения существа становятся 
все более целенаправленными, так что по большей части происходят пе-
ремещения между максимумами функции ценности. В результате таких 
упорядоченных движений могут формироваться новые максимумы (цели). 
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Рис. 5. Формирование максимума функции ценности в проходе между отсеками 
 

Но даже при использовании практически неинтересных случайных 
маршрутов формирование новых максимумов функции ценности может 
происходить за счёт специальной геометрии пространства состояний. На-
личие границ и препятствий специального вида приводит к уменьшению 
хаотичности движения и возможности формирования дополнительных 
максимумов функции ценности. На рис. 5 изображена формирующаяся 
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функция ценности для разделённого на два отсека пространства состоя-
ния, причём отсеки соединяются только узким проходом. Два источника 
награды находятся в дальнем отсеке, а маршруты начинаются в ближнем 
отсеке. Несмотря на случайную процедуру выбора каждого шага маршру-
та около прохода между отсеками формируется максимум, не связанный 
непосредственно с наградой. Появление такого максимума соответствует 
формированию промежуточной цели (прохода между отсеками), дости-
жение которой необходимо для достижения одной из целей – источников 
награды. Заметим, что если положения источников награды известно (из 
предыдущего исследования пространства), можно использовать кратчай-
шие маршруты между проходом и источниками награды; это позволяет 
увеличить интенсивность максимума функции ценности около прохода. 

При наличии нескольких типов наград возможности формирования 
дополнительных максимумов скалярной функции ценности и их содержа-
тельной интерпретации многократно возрастают. Напомним, что рельеф 
этой функции (в частности, её максимумы) существенно зависит от внут-
реннего состояния организма. При изменении насущных потребностей 
происходит изменение максимумов-целей. При этом целенаправленное 
поведение сводится к движению между появляющимися последовательно 
целями. Перемещение между ними происходит по наиболее удобным тра-
екториям; обычно это кратчайшие траектории. В местах пересечения тра-
екторий создаются условия для формирования локальных максимумов 
скалярной функции ценности. Реализация таких максимумов зависит от 
насущных потребностей организма – новая цель проявляется, когда жела-
тельными оказываются два или больше типов наград. 

 

 
 
 
 
 
 
 
 
 

Рис. 6. Формирование новой цели на пересечении путей между старыми целями 
 

На рис. 6 показан пример с четырьмя разными источниками наград: 1, 
2, 3, 4. Стрелками показаны некоторые часто используемые пути между 
этими источниками. В точке (состоянии) 5, находящейся на пересечении 
путей, оказываются положительными компоненты векторной ценности, 
соответствующие четырём типам наград. Когда внутреннее состояние 
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существа таково, что одинаково полезными оказываются несколько типов 
наград (от 2 до 4), скалярная функция ценности (2) имеет в точке 5 ло-
кальный максимум, соответствующий дополнительной цели. Целевое со-
стояние 5 можно рассматривать как состояние ожидания, где можно дож-
даться изменения внутреннего состояния, в результате которого одна из 
целей-наград станет доминирующей. 

Если реализован механизм модификации ценности за счёт особенностей 
функции ценности, а не только источников наград, то оказывается возмож-
ным формировать новые цели на основе вторичных ранее сформированных 
целей. Здесь возможности формирования целей ограничиваются в основном 
сложностью пространства состояний. Заметим, что для богатой системы 
ценностей двумерного пространства состояний явно недостаточно. 

 

Заключение 
 

Таким образом, даже при использовании простейшей модели форми-
рования функции ценности возможно формирование максимумов функ-
ции ценности, не связанных непосредственно с источниками награды. 
Формирование таких дополнительных максимумов естественно рассмат-
ривать как формирование новых целей, достижение которых может давать 
определённые выгоды. 

В представленных вариантах модели формирование новых максиму-
мов происходит в местах пересечения «хвостов» от других максимумов 
функции ценности. Отсюда следует важность выбора маршрутов движе-
ния в пространстве состояний. Приведённые примеры показывают, что 
предпочтительными являются маршруты, имеющие признаки закономер-
ности и повторяемости. Хаотическое, полностью случайное движение в 
пространстве состояний непригодно для формирования новых целей. 

Задание подходящих маршрутов возможно при запрограммированном 
поведении (реализации инстинктов) или при целенаправленном поведе-
нии, управляемом уже имеющимися целями. Заданию подходящих мар-
шрутов движения может способствовать наличие геометрических ограни-
чений (препятствий, границ) в пространстве состояний. 
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